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RESUMO

Este trabal ho descreve aaplicagéo de Redes NeuraisAvrtificiais natarefa de previsdo daprodugéo de alcool no Brasil no
ano de 2006, a partir de dados de producéo anteriores. E também apresentada uma comparacdo entre os resultados obtidos por
meio da Rede Neural com os obtidos utilizando técnicas de séries temporais, sendo que a Rede Neural obteve melhores

resultados.

Termos paraindexacéo: Alcool, Redes Neurais, Séries Temporais.

ABSTRACT

Thiswork describes the application of Artificial Neural Networksin the forecasting of alcohol production in Brazil in the
year of 2006 using past data. Results obtained through Neural Networks were compared to those obtained using time series

techniques, and Neural Networks have shown better results.

Index terms: Alcohol, Neural Networks, Time Series.
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INTRODUCAO

A energia utilizada pela humanidade tem sido
extraida, principalmente, de combustiveis fosseis como o
gas natural, o petrdleo e o carvéo. Essa utilizag8o intensa
dos materiais energéticos fésseis aliados a agricultura
extensiva e outros fatores que alteram a biosfera, tem
resultado num acréscimo mensurdvel da concentragdo de
gés carbbnico na atmosfera. Tornando, cada vez mais
crescente, a necessidade da utilizagdo de fontes aternativas
de energia

Dentre as diversas formas renovéveis de energia
pode-se citar 0 acool o qual tem tido seu reconhecimento
na comunidade internacional como uma das fontes mais
viaveis atualmente, destacando-se como um dos melhores
candidatos a serem apoiados com politicas de
financiamento, segundo estabelecido no Protocolo de
Kyoto (Leite, 1997).

A previsdo de producdo de dlcool favorece uma
tomada de decisdes no sentido de plangjar o volume de
estoque para o consumo ao longo dos periodos
subsequentes, principalmente agora, momento de
transicéo da era fossil para a era aternativa (Gongalves,
2007).

Recentemente, Gongalves (2007) fez um estudo
das principais fontes de energia que comp&em o setor
energeético brasileiro constituido por fontes renovéveis
endo renovéaveis. Paratal, foram utilizadas técnicas de
modelagem de séries temporais como os modelos de
Box & Jenkins (1976), sendo considerados para previsio
modelos com e sem intervencdo. Para a producéo de
alcool, o modelo com intervengao obteve melhores
previsoes.

Box & Jenkins (1976) propuseram modelos
matematicos que visam a captar 0 comportamento da
correlagdo serial ou autocorrelagéo entre os valores da
série temporal. Estes ficaram conhecidos como model os
ARIMA (Auto Regressive Integrated Moving
Averages). Essa metodologia leva em conta que se 0s
erros sdo sucessivamente dependentes, as observagdes
também o serdo. Destaforma, constréi-se model os que
descrevem com precisdo, e de forma parcimoniosa, o
processo gerador da série temporal, proporcionando
assim previsdes acuradas de valores futuros.

Os modelos ARIMA exploram a autocorrel agdo
entre os valores da série em instantes sucessivos.
Entretanto, em algumas séries temporais observa-se a
existéncia de uma componente periddica sazonal que se
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repete a cada s (s > 1) observacfes, implicando em
correlagdo alta em periodos multiplos des. Dessaforma,
€ necessario considerar uma componente sazonal
estocastica dentro do modelo que se ajuste a serie
original. A classe de modelos que contempla séries que
apresentam autocorrelagdo sazonal sdo conhecidas
como SARIMA.

Por outro lado, Redes Neurais Artificiais (RNAS)
vém sendo empregadas com sucesso na previsao de séries
temporais, por sua capacidade de aproximar funcfes ndo-
lineares (Fernandes et al., 1996; Caldbaet al., 2002; Torres
et a., 2005). Assim, o abjetivo principal deste trabalho é
propor um modelo de previsdo da producéo de écool
utilizando Redes Neurais Artificiais e comparar com o0s
resultados obtidos por Gongalves (2007).

Uma Rede Neural Artificial Multicamadas
(Haykin, 1999) é tipicamente composta de camadas
alinhadas de neurdnios, conforme é mostrado na Figura
1. Nesse tipo de rede, as entradas séo apresentadas na
primeira camada, que é chamada camada de entrada. Essa
camada distribui as informagdes para a(s) camada(s)
escondida(s) darede. A Ultima camada € a camada de
saida, onde a solugdo do problema é obtida. A camada
de entrada e a camada de saida podem ser separadas
por uma ou mais camadas intermediarias (ou camadas
escondidas). Além disso, os neurdnios de uma camada
estdo conectados apenas aos neurbnios da camada
imediatamente posterior, ndo havendo realimentagéo
(comunicacdo unidirecional) nem conexdes entre
neur6nios da mesma camada.

Basicamente, o treinamento de uma RNA consiste
em um problema de minimizag&o n&o linear sem restrigdes,
em gue 0s pesos sinapticos da rede sdo iterativamente
modificados para minimizar o erro quadrético médio entre
a resposta desejada a partir dos dados de entrada e a
saida obtida no neurdnio de saida. Do ponto de vista
estatistico, treinamento significa estimar os parametros
do modelo considerando-se um conjunto de dados.

Em qualquer problema a ser resolvido por meio do
uso de RNAS, é necess&rio 0 uso de pares de entrada-
saida j& conhecidos. Muitas vezes, a quantidade de pares
disponiveis ndo € muito grande, mesmo assim deve-se
separar esses dados em pelo menos dois conjuntos bem
definidos: o conjunto de treinamento e o conjunto de teste.

MATERIAL E METODOS

Os dados propostos para o estudo referem-se a
série histérica da producdo mensal de dcool de cana-de-

acUcar nivel 80 - indice (média 2002=100), coletada no
periodo de janeiro de 1991 a setembro de 2006, num total
de 186 observagdes. Esses dados foram obtidos junto ao
banco de dados do Instituto de Pesquisas Econdmicas
Aplicadas (Instituto de Pesquisa Econdmica Aplicada-
IPEA, 2007).

Paraimplementar aRNA utilizou-se a seguinte
estrutura apés exaustivas tentativas: 12 neurénios na
camada de entrada, uma camada escondida com 48
neur6nios, e um neurdnio na camada de saida. Todos
neurdnios com fun¢éo de ativacdo sigmoidal. O
algoritmo utilizado para o treinamento foi o algoritmo
de retropropagacdo (backpropagation) com
momentum, com umataxade aprendizagem de 0.01, e
taxa de momentum de 0.01. Definiu-se o conjunto de
treinamento composto pelas observacfes da
producéo de alcool durante o periodo de janeiro de
1991 a dezembro de 1999. Os dados do periodo de
janeiro de 2000 a dezembro de 2005 foram destinados
ao conjunto de teste. As observacdes do periodo de
janeiro de 2006 a setembro do mesmo ano foram
reservadas para serem comparadas com as previsées
(conjunto de validacgéo).

Para determinar a qualidade dos resultados
obtidos pela RNA comparados aos obtidos por
Goncalves (2007), foram levados em consideracdo o grau
de precisdo das previsdes consideradas, por dois
critérios distintos:

1 - Erro percentual médio absoluto (MAPE), dado
pela seguinte expressao:

h

MAPE =12
h=

Y, _ypi

(1)

2 - Erro quadrédtico médio de previsao (EQMP),
EXPresso por:

h

1 2
EQMP:ﬁZ(yi ~Yy) @

i=1

em que:
*y éovalorreal do periodoi;

* y, €aprevisdo parao periodo i;
* h é o nimero de previsoes.
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Figura 1 — Rede Neural Artificial Multicamadas.

RESULTADOS E DISCUSSAO

Na Figura 2, é apresentado o grafico original da
série de producdo de alcool (a) e sua funcdo de
autocorrelacdo (b). A estrutura da funcdo de
autocorrelacdo sugere que a série apresenta
componente sazonal deterministico de periodo 12. Para
confirmar a existéncia do efeito sazonal, nesse periodo,
aplicou-se o teste de Fisher, em que obteve-se g = 0,90
ez,,,=0,08.Comog>za série apresenta sazonalidade
de 12 meses, ao nivel de 5% de significancia. Em outras
palavras, a série apresenta uma dependéncia de 12
meses.

Dessa forma, no modelo da RNA foram utilizados
dados de entrada atrasados de 12 meses, ou seja, para
cada valor de saida da rede foram apresentados doze valores
de entrada antigos. Na Figura 3, sdo apresentados 0s
resultados obtidos pela RNA no conjunto de treinamento,
teste e validagdo. O conjunto de treinamento foi utilizado
para treinar a rede, o conjunto de teste para testar a
generalizacdo da rede durante o treinamento, e o conjunto
de validacdo ap0s o treinamento para verificar o seu
desempenho final. Pode-se ver que as curvas geradas pela
RNA tém, aproximadamente, a mesma forma que as curvas
reais, demonstrando que a RNA modela de forma
satisfatoria o processo gerador dos dados.

Na Figura 4, é apresentado o comportamento do
erro médio quadratico (EMQ) de treinamento e de teste
durante o treinamento da RNA. Pode-se observar que, a
partir da época 10.000, o erro no conjunto de teste
apresenta um comportamento aproximadamente
constante, enquanto que o erro no conjunto de
treinamento decresce. A partir desse momento, a
capacidade de generalizagdo da RNA ndo melhora
significativamente, apesar de melhorar os acertos dos
dados de treinamento.

Na Tabela 1, sdo apresentadas as previsfes para
0s meses de janeiro a setembro de 2006 obtidos por
Gongalves (2007), por meio do modelo SARIMA
(1,0,0)(0,1,1),, com intervencao e pela RNA (12, 48, 1). Pode-
se observar que a RNA apresentou previsées mais
préximas dos valores reais, com exce¢do dos meses de
janeiro e fevereiro.

Na Tabela 2, a apresentado o MAPE e 0 EQMP
para as previsdes obtidas por Gongalves (2007), por
meio do modelo SARIMA (1,0,0) (0,1,1),, com
intervencdo e pela RNA (12 ,48 ,1), para a producao
alcool no periodo de janeiro de 2006 a setembro de
2006. Pode-se observar que as previsGes obtidas por
meio da RNA produziram nao s6 o menor MAPE, como
também o menor EQMP, conduzindo dessa maneira, a
resultados mais precisos.

Ciénc. agrotec., Lavras, v. 34, n. 2, p. 279-284, mar./abr., 2010



282 OLIVEIRA,A.C.S. deetal.

300

SIATELY
/”

150 A

Produgio de Alcool

100 A

ALY

0 T[T T [T T [T T [T T T [T [T [T T T [T T aeees

Ne) Q N &
P O

NG

Gl
AN

. D &) o
O &
NN

o o o
&) ) ) QS
@ & NUSRUSRUSRY

Més

10

{5
|

autocorrelacao
an

(b) 0 2 4 3] 8 10 12

lag

Figura 2 — Representacdo gréfica da série original (a) e da fungéo de autocorrelagéo (b) de produgdo mensal de élcool
nivel 80 - indice (média 2002=100) no periodo de janeiro de 1991 a setembro de 2006.
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Figura 3 — Representacao gréfica da série origina (preto) e da prevista pelarede neural (cinza) de producdo mensal de
dcool nivel 80 - indice (média 2002=100) no periodo de janeiro de 1991 a setembro de 2006. (Conjunto de treinamento: jan/
1991 a dez/1999, conjunto de teste: jan/2000 a dez/2005, e conjunto de validagdo: jan/2006 a set/2006).
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Figura4 — Evolucdo dos erros de treinamento (cinza) e de teste (preto) durante o treinamento da RNA com 48 neurénios
na camada intermedi&ria.
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Tabela 1 — Valores reais de producéo de dlcool para o
periodo de janeiro de 2006 a setembro de 2006 e valores
previstos para 0 mesmo periodo por Gongalves (2007) por
meio do modelo SARIMA (1,0,0) (0,1,1),, com intervencéo
epelaRNA (12, 48, 1).

Més Vaor SARIMA-CI Rede Neural
Real  (1,00)(0,11), (12481)a=0.01
jan/06 24,78 23,35 17,61
fev/06 9,43 16,68 19,43
mar/06 7,48 12,12 10,04
abr/06 65,66 45,16 46,83
mai/06 169,60 131,54 155,36
jun/06 197,85 171,94 187,28
jul/06 213,14 191,51 221,68
ago/06 223,15 208,18 211,29
set/06 212,04 200,49 215,10

Tabela2 — Comparagéo da precisio das previsdes obtidos
por Goncalves (2007), por meio do modelo SARIMA (1,0,0)
(0,1,1),, comintervencdo e pelaRNA (12, 48, 1), paraa
producao acool no periodo de janeiro de 2006 a setembro
de 2006.

Modelos EQMP MAPE
SARIMA (1,0,0) (0,1,1)1, 382,4132  25,97%
com intervencédo

Rede Neural (12,48,1) a=0.01 116,6517  24,70%

CONCLUSOES

A RNA implementada obteve uma previsio melhor
para a produgdo de dlcool do que aquela obtida por técnica
de tratamento da série no dominio do tempo (séries
temporais). Assim, foi possivel verificar aeficiénciada
RNA ao tratamento de padrdes néo lineares e a sua
aplicacdo na tarefa de previsdo. Para a obtencdo de
melhores resultados, modificacdes na topologia e
treinamento da RNA podem ser aplicadas tais como:
variagdo da quantidade de neurdnios, aumento do tempo

de treinamento, teste com outros parémetros de
treinamento.
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