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VARIABLE SELECTION IN QSAR. The process of building mathematical models in quantitative structure-activity relationship
(QSAR) studies is generally limited by the size of the dataset used to select variables from. For huge datasets, the task of selecting
a given number of variables that produces the best linear model can be enormous, if not unfeasible. In this case, some methods
can be used to separate good parameter combinations from the bad ones. In this paper three methodologies are analyzed: systematic
search, genetic algorithm and chemometric methods. These methods have been exposed and discussed through practical examples.
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INTRODUCAO

As pesquisas na drea de QSAR (Quantitative Sructure-Activity
Relationships) tém como principal objetivo a construgdo de mode-
los mateméticos que relacionem a estrutura quimica e a atividade
bi ol 6gica de uma série de compostos andlogos. Em geral, esses com-
postos diferem entre si pela presenca de um ou mais grupos
substituintes em posi¢des definidas da estrutura quimica comum da
seriet“. A construcdo dos model os requer a elaboracdo de conjunto
ou matriz de dados contendo a medida quantitativa da atividade bio-
|6gica e os parédmetros fisico-quimicos e estruturais capazes de des-
crever as propriedades dos compostos. Em resumo, o conjunto de
dados contém os valores da atividade biolégica Y e das m varidveis
descritivas X referentes aos n compostos (Quadro 1). O conjunto de
dados é a matéria prima para a constru¢éo dos model os mateméti-
cos, que em gera sdo lineares e multidimensionais, representados
genericamente pelaeq 1.

Y=by+bX, +b,X, +-+b X, @

Nessa equagio, Y representa os valores previstos da resposta
bioldgica; X, X,, ..., X, sho as propriedades de carater lipofilico,
eletronico, estéreo e polar®, e, b, ..., b, so coeficientes de gjuste.
Segundo o método de Hansch-Fujital, esses coeficientes sdo obti-
dos através de regressdo linear multipla (RLM)>7. A qualidade do
ajuste do model 0 aos val ores observados da atividade biol 6gica pode
ser avaliada através do célculo do coeficiente de correlagéo (R), do
desvio-padréo (s) e do teste de Fischer (F). Em termos simplifica-
dos, um model o bem gjustado devera apresentar valor de R proximo
aunidade, s pequeno e F grande.

Deve-se notar que, apesar do conjunto de dados conter um total
de m varidveis, apenas um subconjunto k serd utilizado na constru-
¢8o de cadamodelo. Existelimite parao valor dek, no caso de equa-
¢Oes de regressdes lineares, para que a mesma tenha solugéo tnicab.
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Quadro 1. Representacéo genérica do conjunto de dados utilizado
em QSAR, quecontém osvaloresdaatividade biol gicaY e osvalores
das mvariaveis descritivas X referentes aos n compostos da série

Y X, X, X,
Y xll xl,Z le
Y2 X21 X2.2 X2m
Yn xnl xn,z Xnm

Do ponto de vista matemético, o valor maximo dek éigual an - 1.
Assim, um modelo linear que inclui dezesseis compostos (n = 16)
pode acomodar no maximo quinze variaveis (k = 15). Porém, ame-
dida que k se aproximade n ocorre overfitting, que pode ser traduzi-
do como ajuste for¢ado. O overfitting consiste na obtencdo de valor
elevado do coeficiente de correlagdo decorrente do nimero excessi-
vo de variaveis incluidas no modelo e ndo de seu gjuste natural aos
valores observados da atividade. A utilizagdo de k elevado limita o
ndmero de graus de liberdade que o0 model o of erece para os desvios
entre Y e Y, de forma gue esses desvios vao sendo artificialmente
reduzidos. 1sso produz ailusdo de que o modelo esta bem gjustado™’.
Em QSAR, convencionou-se que, para reduzir a possibilidade de
overfitting, cada grupo de cinco ou seis compostos incluidos no
modelo permite a acomodagdo de uma varidvel®*%°, Portanto, se a
série possui dezesseis compostos (n = 16) o ndmero de variaveis que
0 modelo pode acomodar étrés (k = 3).

Devido ao fato de, quase sempre, o nimero total de variaveis
disponiveis ser muito maior do que o0 nimero que sera efetivamente
incluido nos modelos, ou seja m >> k, ha necessidade de langar-se
mé&o de algum tipo de procedimento de selegdo para a composi¢do
dosmodelos de QSAR. O processo de sele¢do consiste em encontrar
combinagdesde k varidves, dentre asmdisponiveis, capazes de pro-
duzir model os mateméti cos que descrevam adequadamente os valo-
res observados da atividade bioldgica (eq 1), ou seja, modelos em
que o somatdrio (dos quadrados) das diferencas entre ¥ e Y sgjao
mais proximo de zero possivel (método dos minimos quadrados, ou
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MMQ). Naprética, o valor de m pode variar muito. Em QSAR clas-
sico', em que as varidveis utilizadas sdo linearmente relacionadas
com a variagdo da energia livre do processo de interagdo farmaco-
receptor, o valor de m pode ser pouco maior do que umadezena. No
entanto, a utilizagdo de indices de conectividade®, indices de simila-
ridade?®, propriedades fisicas do espaco circunvizinho amolécula do
farmaco, obtidas pelo método CoMFA?*?, e indices €l etronicos deri-
vados de cél cul os de quimica quéanticat®, podem facilmente elevar o
valor de m para além da centena. Além disso, as dificuldades na
sintese de compostos e na execugdo de testes biol 6gicos limitam em
cerca de duas ou trés dezenas, em média, 0 nimero de compostos
nos conjuntos de dados utilizados na prética. Isso, por suavez, limi-
taovaor dek < 6. A necessidade de selecionar um subconjunto de
guatro, cinco ou seis variaveis dentre um conjunto de, por exemplo,
uma centena conduz inevitavel mente o pesquisador abusca de técni-
cas eficientes de selegéo.

Este trabalho tem como objetivo a apresentacdo e discussao dos
principaismétodos utilizados naselecéo de variaveisem QSAR. Seréo
abordados a busca sistemética, o algoritmo genético e os métodos
quimiométricos. Osdois primeiros métodos referem-se a selecéio para
model os mateméticos baseados em RLM, ou seja, paramodel os ba-
seados no método de Hansch™. Este néo € o Unico método disponi-
vel paraaconstrucdo de modelosem QSAR. A construcdo de mode-
los baseada naandlise de componentes principais (PCA) e regressao
por minimos quadrados parciais (PLS) ndo utiliza o processo de se-
lecdo nos mesmos moldes. Neste, o conjunto origina de dados é
comprimido gerando um niimero pequeno de varidveis denomina-
das componentes principais. Estas tém a vantagem de serem inde-
pendentes (ortogonais) entre si e, portanto, a correlagéo entre as va
riaveis ndo limita sua aplicabilidade.

SELECAO DE VARIAVEIS E A QUALIDADE DOS
MODELOSDE QSAR

Antes da andlise dos métodos de selegdo propriamente dita, €
preciso destacar um aspecto importante sobre aexpressdo qualidade
de um modelo matemético em QSAR. Para que uma equagéo de re-
gressdo sgja promovida a modelo matemético € preciso muito mais
do que simplesmente possuir el evado coeficiente de correlacdo. Para
validar-se estatisticamente uma equag&o de regressdo, € preciso exe-
cutar diversostestes de validag&o, tais como o célculo do coeficiente
de correlaco, do desvio-padréo, do teste de Fischer e do nivel geral
de confiabilidade do modelo (p-valor)>’. Também se deveredlizar o
teste F seqliencial, a validagéo dos coeficientes da equagdo através
do célculo de seus limites de confiabilidade de 95%, a andlise dos
residuos e a validagéo cruzada. Bons resultados que eventual mente
venham a ser obtidos em todos esses testes de forma alguma garan-
tem que a equagdo venha a ser Util para descrever a atividade biol 6-
gica de um grupo de compostos. E preciso que a equaco seja con-
sistente com algum mecanismo de agédo, em nivel molecular, pro-
posto para 0s compostos e que também sirva para fazer previsdes
sobre a atividade de compostos que ndo tenham sido incluidos no
model0®*9, O leitor interessado em maiores detalhes acerca da ela-
borag&o e avaliag8o de model os de QSAR é encorgjado aconsultar a
referéncia 14.

Neste trabalho, ndo havera preocupagéo com os aspectos relaci-
onados a0 mecanismo de acdo dos compostos envolvidos na cons-
trucdo dos modelos em QSAR. Os métodos de selecdo de variaveis
que serdo descritos, sdo utilizados apenas para a triagem de equa-
¢oes que possuem alguma chance de tornarem-se verdadeiros mode-
los. Esses métodos ndo sdo mégi cos. Eles apenas eliminam as equa-
¢Oesinviaveis e deixam ao nosso critério as andlises posteriores que
poderdo ou ndo transformar uma equacdo em modelo.

Quim. Nova
BUSCA SISTEMATICA

A busca sistemédtica & sem divida o método mais seguro de sele-
¢80 que pode ser utilizado na construcéo de model os mateméticos
baseados em RLM. A busca sistemética consiste em combinar as m
variaveis disponiveis de formaa construir e analisar todos as possi-
veis equactes de regressdo com k varidveis e, apartir dai, selecionar
as melhores. Por exempl o, desejando-se saber qual amelhor regres-
s30 que pode ser obtidacom k = 3, Y = b,+b X +b X +b X, ou
simplesmente ¥ = (X, X, X)), sendo que m= 15 X X o Xy
devem-se construir equag:o& utilizando-se todas as possiveis com-
binagOes ndo repetidas das quinze variavels, trésatrés. Ou sgja, Y =
f(Xl, X, X)), Y =f(X,, XZ, XD - Y= (X, X2 Xo)s Y= =1(X,, X,, X

=100, X, X), o 7 =106, X, X, o ¥ =106, X, X, ).

Esteéo L’Jnico método de selecdo que pode assegurar que ame-
Ihor combinag&o seraencontrada. Considerando-se anecessidade de
executar regressdes com todas as possiveis combinagdes de varia
veis, ha que se perguntar sobre a eficiéncia do método em termos da
duracdo do tempo de busca. Considere-se 0 seguinte exemplo.

Seja a matriz de Selwood®, que apresentan = 31 em=53. Sa-
bendo-se que o nimero de possiveis equagdes de regressdo com k
variaveis é dado pelaformulam!/[k! (m-k)!], o nimero total de equa-
¢Oes distintas que podem ser construidas com k < 6 € de cerca de 26
milhdes. Um microcomputador capaz de analisar mil regressdes por
segundo levaria aproximadamente sete horas para completar a tare-
fa, 0 que é bastante viavel. No entanto, o total de equagfes que po-
dem ser construidas com k < 10 é de cerca de 25 bilhdes. O mesmo
microcomputador levariaaproximadamente 285 dias paraconcluir a
tarefa. Neste caso, 0 tempo de cél culo acaba por inviabilizar abusca.

O tempo de célculo varia com a complexidade do modelo. Por
exemplo, o tempo requerido para analisar um milhdo de combina-
¢Oes de mvaridveis, quatro a quatro, € maior do que o tempo regue-
rido paraanalisar um milh&o de combinagdes de m, trésatrés. Con-
siderando-se amatriz de Selwood, um microcomputador Pentium 11
233 MHz, com 128 MB RAM, é capaz de andlisar cerca de 4500
combinagdes de 53 varidveis, trés a trés, em um segundo.

Pelo fato da busca sistemética ser tdo onerosa do ponto de vista
computacional, devem-se encontrar meios para acelerar sua execu-
¢80. A experiéncia mostra que ha pel o menos duas maneiras eficien-
tesdeacelerar abuscasistematica. A primeiraconsiste em excluir da
busca as regressdes que contenham varidveis muito correlacionadas
entre si. A rigor, os modelos baseados em RLM deveriam incluir
apenas variaveis independentes. Na prética, no entanto, observa-se
que ha sempre algum grau de correl agéo entre as mesmas. Aindaem
termos de RLM, quando ocorre elevado grau de correlagdo é por-
que, teoricamente, ostermos envolvidos estdo descrevendo amesma
propriedade. Como s6 ha necessidade de umavariavel por regressao
que descreva dada propriedade, a presenca de duas variaveis
correlacionadas na mesma equagdo de RLM €, ndo somente desne-
cessaria, como também prejudicial . 1 sso ocorre basicamente por dois
motivos. O primeiro e mais importante € devido a dificuldade na
interpretagdo dasimplicagBes farmacol 4gicas e bioguimicas do con-
teido do modelo. O segundo motivo € técnico. A solugdo mateméti-
ca do MMQ envolve inversdo matricial. Esta operag@o implica na
perda de precisdo aritmética quando a matriz possui duas colunas
correlacionadas (determinante préximo de zero).

Paraverificar se X e X s80 correlacionadas, basta calcular o co-
eficiente de correl a(;ao entre ambas, R, que pode ser feito rapida
mente através daeq 2. Por exemplo, antes deconstruiromodelo ¥ =
f(X,, X, X,), devem-se verificar osvaloresde R, R,, e R,.. Se ape-
nas um deles for maior que o valor limite adotado, o modelo devera
ser descartado. A decisdo sobre o valor limite de correlagdo entre
duas variaveis é do pesquisador. Em QSAR, costumam-se evitar as
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combinagdes em que R 2 0,6°. Considerando-se que algumas clas-
ses de varidvel s sdo extremamente correl acionadas, como por exem-
plo cargas atdmicas e indices de orbitais de fronteira, aeconomiade
célculo pode ser significativa.

DX X, XX In
\/(ZX X - X - X))

A segunda maneira de acelerar a busca sistemética refere-se ao
método de avaliar aqualidade de cadacombinagdo. Ao invésdeapli-
car o MM Q acada uma das combinagdes, deve-se optar pelo calculo
em separado de apenas um dos pardmetros de gjuste, R, sou F. 1sso
pode ser vantajoso porque aregressao linear multipla é muito onero-
sa do ponto de vista computacional, pois utiliza diversas operactes
matriciais, incluindo uma operacdo de inversdo. Paraque essatatica
segja realmente vantajosa, o cdlculo de R, s ou F deve ser feito por
forado MMQ, ou sgja, sem envolver operacdes matriciai s onerosas.
Emboraisso sgjapossivel paraR, seF, napréticautiliza-se o calculo
de R para avaliar a potencialidade de cada combinac&o antes da re-
gressdo linear propriamente dita'®. Vale dizer que somente serd pro-
cessada a combinagéo que apresentar coeficiente de correlagdo aci-
mado valor escolhido pelo pesquisador, como por exemplo R= 0,9.
Sabendo-se que poucas combinacfes de varidveis formam modelos
com esse grau de gjuste, pode-se imaginar a economia no tempo de
célculo.

O formulério para o célculo do coeficiente de correlagéo é dado
aseguir's, em que sdo utilizadososindicesi, j, k, | empararepresen-
tar, de formaabreviada, ostermos X, X, X,, etc. Portanto, os indices
k e m que aparecem em algumas das equagdes que seguem nada tém
aver com aqueles definidos anteriormente.

O coeficiente de correlagio paramodeloscomk=1, ¥ = f(X), é
dado pelaeq 3.

@

— y
Ryi_ S .S, (3)

» u

Osvalores de S, §,eS s80 dados pelas egs 4-6.

=D VX, DY X, /n @
=7 -V /n (5)
S, =2 X1 = X) n ()

Paramodeloscomk=2, ¥ = (X, Xi), 0 quadrado do coeficiente
de correlacdo é dado pelaeq 7.

2 2
p _Ri+R IR, R, R ™
v.ij - Ri

Paramodeloscomk =3, ¥ =f(X,, X, X)), o formulério necessa-

rio ao calculo quadrado do coeficiente de correlagéo, R ,, € dado

pelas egs 8-11.

Ry =1=(=R})-(1=Ry)-(1- R}, ;) ®)
2 (R)/CI_R)jl'Rjkl) (9)
kij — 2
=R (=R
2 _ (R, - R, 'Rij)

(10)

T A-R)-(-R))
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R2 w (11)
(=R (1-RY)

Até onde se pdde averiguar, o calculo do coeficiente de correla
¢do paramodelos com k = 4 e k = 5 ndo foi explicitamente descrito
na literatura. No entanto, a formulag8o para esse célculo pode ser
deduzida a partir dacomparagdo entreR ., R . eR ik (egs 3-11).

Paramodelos k = 4R edadopelase(;nglS

R)zf.ijkl = (I_R ) (I_R)zj,) (- R}klj) (1- )1,11() (12
2 :(R)lt/ _R)kU'Rk[U) 13
T (1= RE,) (- RE) (13

(R l.i i ly)
R)z’l-ii = (1- - R? )},(1 ;2 ) (14)

i Jli
2 :(Rkll_Rk[l.R/[l) 15
TR (- R s
Finalmente, paramodeloscomk = 5, R im € dado pelas egs 16-

19.
th/um =1-(1- R ) (I_R;Z/,) (1- Lk,,) 1- m/k) (1= R}mt/kl) (16)
(R ik -R Lijk 1 k)
Rzmv _ N ymij yLij m.ij 17
i (1 R}lljk) (1 le t/k) ( )
R, . —R, Ry,
ij_,-jk — ( ym.ij yk.ij km. z/) (18)
(1-Ry;)-(1-Rg, ;)
(lez _Rum 'kal )2
Rl%n.ijk = : - - (19)
(1 le ij ) (1 ka ij )

Pode-se ilustrar 0 método de busca sistematica ao conjunto de
dados da Tabela 1 que contém os valores da atividade bioldgica e
valores atualizados' 8 de , T, 0%, g, erpPdevintee dois compos-
tos derivados da N,N-dimetil-a-bromo-feniletilamina, substituidos
nas posi¢des meta e para do anel fenila®'®. NaTabela 1, a atividade
bioldgica é representada por log 1/C?, em que C representa a con-
centracdo do f&rmaco, em moles/kg de peso corporal, capaz de pro-
duzir 50% de antagonismo a ag&o vasopressora de uma dose padréo
de epinefrinaem ratos.

A execucdo dabusca sistemética ao conjunto de dados da Tabela
1 gerou 31 equacOes de regressdo. Os valores de R, s e F dessas
equacdes sdo mostradas naTabela 2. Na construggo da Tabela 2, ndo
foi imposta qual quer restri¢do quanto ao grau de correlagdo entre as
variaveis independentes.

A melhor equagdo com uma variavel élog 1/C =1 (r *) (No. 5,
Tabela?2), cujaavaliagdo é R = 0,878, s= 0,279 e F = 67,06. Diz-se
quer P é capaz de explicar cercade 77% (R? x100%) davariabilida-
de da atividade. Devido aisto, ha boas chances de r P também estar
presente nas melhores regressdes com maior nimero de variaveis.
Assim, amelhor equagéio com duas variaveis €log 1/C =f (1T, r P)
(No. 12, Tabela2), cujaavaliacdo é R = 0,936, s= 0,210 e F = 67,51
. Daequagdo No. 5 para ade No. 12 (Tabela 2) houve significativa
melhorado coeficiente de correlagdo e do desvio-padrdo. Para cons-
truir amelhor regresséo com trés variaveis € necessario retirar r_e
acrescentar Tte 0 naNo.12. O resultado dessamudancaélog 1/C =
f(m %, 1) (No. 20, Tabela2), cujaavaliagdo €R = 0,963, s=0,166
eF=76,32. A comparagdo dos valores de R e s das equagBes No. 12
e 20 indica que pode ser mais vantaj 0so representar a atividade bio-
|6gica dos compostos da série através de um model o com trés varié-
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Tabela 1. Atividade biol dgica e variaveis descritivas dos derivados da N,N-dimetil-a-bromo-fenil etilamina, substituidos nas posi¢des meta e

para do anel fenila

Br

|
X: : CHCH;NMe;
Y

No X Y log C? P m.© c+d g,° rer
1 H H 7,46 0,00 0,00 0,00 0,00 1,20
2 H F 8,16 0,14 0,00 -0,07 0,00 1,47
3 H Cl 8,68 0,71 0,00 0,11 0,00 1,75
4 H Br 8,89 0,92 0,00 0,15 0,00 1,85
5 H I 9,25 1,12 0,00 0,14 0,00 1,98
6 H Me 9,30 0,58 0,00 -0,31 0,00 1,97
7 F H 7,52 0,14 0,14 0,35 0,34 1,20
8 Cl H 8,16 0,71 0,71 0,40 0,37 1,20
9 Br H 8,30 0,92 0,92 0,41 0,39 1,20
10 I H 8,40 1,12 112 0,36 0,35 1,20
11 Me H 8,46 0,58 0,58 -0,07 -0,07 1,20
12 Cl F 8,19 0,85 0,71 0,33 0,37 1,47
13 Br F 8,57 1,06 0,92 0,34 0,39 1,47
14 Me F 8,82 0,72 0,58 -0,14 -0,07 1,47
15 Cl Cl 8,89 1,42 0,71 0,51 0,37 1,75
16 Br cl 8,92 1,63 0,92 0,52 0,39 1,75
17 Me Cl 8,96 1,29 0,58 0,04 -0,07 1,75
18 Cl Br 9,00 1,63 0,71 0,55 0,37 1,85
19 Br Br 9,35 1,84 0,92 0,56 0,39 1,85
20 Me Br 9,22 1,50 0,58 0,08 -0,07 1,85
21 Me Me 9,30 1,16 0,58 -0,38 -0,07 1,97
22 Br Me 9,52 1,50 0,92 0,10 0,39 1,97

aC representa a concentragdo do farmaco, em moles’kg de peso corporal, capaz de produzir 50% de antagonismo a agéo vasopressora de uma
dose padréo de epinefrinaem ratos; ® Tté a constante lipofilica de Hansch-Fujita; © 71 € aconstante lipofilica dos grupos quimicos presentes na
posicdo meta do anel fenila; ¢ o+ € a constante el etronica de Hammett de substituintes capazes de deslocalizar uma carga el etronica residual
positiva; © 0, € a constante eletronica dos grupos ligados a posicdo meta e; ' r P € o raio de van der Waals do substituinte na posicéo para.

veis do que com duas. O mesmo nado pode ser dito ao considerarem-
se as mel hores regressdes com quatro e cinco variaveis. Os resulta-
dos da Tabela 2 mostram que as regressdes com mais de trés varia-
veis ndo sdo capazes de melhorar aexplicagdo daatividade biol égica
em relacdo a equagdo No. 20 da Tabela 2. Dessa forma, o resultado
da busca sistematica indica que a atividade dos compostos da série
podera ser representada por uma equagdo de trés varidveis. 1sso ndo
quer dizer que estasgjaade No. 20, poishaoutrascom trésvariaveis
gue possuem avaliages equivalentes, como por exemplo as de No.
16, 23 e 24. AvaliagBes mais aprofundadas deverdo ser executadas
sobre essas equagdes para decidir-se qual é a de melhor qualidade
estatistica.

E importante verificar o grau de correlagio entre as variaveis
durante o processo de selegdo de equagdes obtidas através de RLM.
Isso é verificado através da construgdo da matriz de correlagéo. A
Tabela3 mostraas correlagdes rel ativas aos dados da Tabela 1. Pode-
Se observar que apenas a* e o, ndo devem ser combinadas numames-
maregressao, pois apresentam coeficiente de correlagdo igual a0,702.

ALGORITMO GENETICO

A evolucdo davida na Terra € baseada em trés processos funda-
mentais. cruzamento, para perpetuar e aprimorar a qualidade dos
individuos de uma mesma espécie; selecdo natural, em que apenas
as espécies mais adaptadas ao meio conseguem sobreviver e; muta-

¢do genética, que é o método que a natureza utiliza para produzir
novas espécies. A agdo dos trés processos evolutivos durante quase
um bilhdo de anos sobre umas poucas espécies ancestrais resultou
naimensa variedade de plantas e animais que hoje conhecemos. Es-
tima-se que para cada espécie que sobrevive ao processo de evolu-
¢ao, cerca de mil outras sfo eliminadas. Atua mente estéo catal oga-
das aproximadamente dois milhdes de espécies de plantase animais
e existemn estimativas de que outras 10-30 milhdes ainda estejam por
ser descobertas. Esses nimeros nos permitem imaginar que o total
de espécies que tenham sido extintas ao longo da evolugdo na Terra
sejadaordem de dezenade bilhes. Quando comparada ao tempo de
vida médio de um ser humano, pode-se concluir que a evolugéo é
um processo muito lento. Do ponto de vista darazéo entre o nimero
de espécies que sobrevivem a evolugdo e o nimero total de espécies
geradas (cerca de 1/1000), a conclusdo obrigatéria é que a evolugédo
€ um processo pouco eficiente. No entanto, olhando ao nosso redor,
percebe-se que, mesmo sendo lenta e pouco eficiente, aevolucdo foi
capaz de produzir resultados espetacul ares.

Apesar de ter sido observada apenas em nosso planeta, deve-se
notar que a evolugdo é um processo de otimizacdo, ou seja, espécies
altamente evoluidas sdo desenvolvidas a partir de espécies primiti-
vas e de pouca complexidade estrutural. Na década de 1960, John
Holland® propds que o processo de evolucdo da vida poderia ser
utilizado como base para a criagéo de uma metodologia geral de
busca e otimizagdo. Holland imaginou que alentiddo e a poucacefici-



Vol. 25, No. 3

Tabela 2. Resultado da selegdo de variaveis através de busca
sisteméti ca executada sobre o conjunto de dados mostrado na Tabela
1. Modelos com diferentes nimeros de variaveis estdo separados
pelas linhas horizontais

zZ
o

T T, o o] rPp R2 sP Fe

. 0,760 0,379 27,29
. 0,206 0,570 0,88

. 0,152 0,575 0,48

. 0,134 0577 037

0,878 0,279 67,06

0,844 0,320 23,557
0,932 0,217 62,54
0,874 0,290 30,82
0,924 0,228 55,87
0,364 0556 1,45
0,406 0546 1,88
0,936 0,210 67,51
0,153 0590 0,23
0,878 0,286 31,88
0,879 0,285 32,29

0,953 0,186 59,15

©CoOoO~NOO | WNPFP
.

R
- O
L]
L]

el =
gahwiN
L]
e o
[ ] ]
e o L]

=

»
.
.
.

17 . . . 0,886 0,285 21,86
18 . . . 0,936 0,215 42,76
19 . . . 0,932 0,223 39,53
20 . . . 0,963 0,166 76,32
21 . . . 0,939 0,211 44,69
22 . . . 0,409 0560 1,21
23 . . . 0,953 0,187 58,77
24 . . . 0,959 0,174 68,56
25 . . . 0,881 0,291 20,73

N

(o)}
.
.
.
.

0,964 0,167 56,55

27 e e . . 0963 0170 54,53
28 . . . . 0,959 0,179 48,57
29 . . . . 0,964 0,169 55,33
30 3 3 . . 0,959 0,178 48,97

31 e e e e . 0,964 0,172 42,65

@ R éo coeficiente de correlagao, @ sé o desvio-padréo e © F éteste
de Fischer do modelo de regresséo.

Tabela 3. Matriz de correlagdo das varidveisindependentes daTabela
1. AsUnicas varidveis que apresentam alto grau de correlagdo sdo o*
eo

T T, o o, rp
T 1,000 0,413 0,192 0,127 0,361
T, 1,000 0,262 0,419 0,018
a* 1,000 0,702 0,035
g, 1,000 0,043
Rp 1,000

éncia do processo evolutivo como método matematico poderiam ser
superadas através da utilizagdo do computador para aceleré-la. O
método foi denominado algoritmo genético (AG) ou algoritmo
evolucionario?2, As primeiras aplicacdes dos AGs foram na
otimizacdo de fungdes matemdticas, como por exemplo na busca de
valores de x que maximizam ou minimizam umafungéo dotipoy =
f(x)%. O sucesso dastentativasiniciaislogo incentivaram novas apli-
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caches, como simulagdes do jogo de xadrez e da evolugéo de popu-
lagOes de bactérias®.

O esguema gera de execucdo dos algoritmos genéticos é mos-
trado naFigura 1. Embora possam ser encontradas muitas variages
na estrutura dos algoritmos genéticos, podem-se identificar caracte-
risticas fundamentais que so comuns a suamaioria. Dentre estas, a
mai s importante é a presenca das trés etapas evol utivas: selecdo na-
tural, cruzamento e mutacdo. O processo denominado elitismo tam-
bém é fregiientemente encontrado em algoritmos genéticos. Este
consiste em, uma vez executada dada etapa evolutiva, evitar quein-
dividuos menos evoluidos que os anteriores tomem seus lugares na
préxima geracdo. Para decidir se os individuos da geracdo seguinte
sd0 mais evoluidos que os da geragdo anterior, € necessario executar
aavaliacdo. Os critérios da avaliacdo variam de acordo com o pro-

blema.

Parametros de
controle do AG

Cria a primeira
geracdo (NGer=1l)

Cruzamento

Avaliacao S
O

Mutacéao

Avaliacao

N
v

Cria a geracdo seguinte
(NGer=NGer + 1)

Figura 1. Esquema geral de funcionamento de umalgoritmo genético tipico

O principio de funcionamento do AG é relativamente simples e
pode-se compreendé-lo através de um exempl o prético (ver A Figura
2A-D). Segja o conjunto de dados da Tabela 1, em que se desgja des-
cobrir qual combinagdo de duas variaveis é capaz de produzir o mai-
or coeficiente de correlacdo, R. Sabe-se, da Tabela 2, que a solucdo
desse problemaé aequagdo No. 12, log Y/C =1(1t, r.P), que apresen-
taR = 0,936.

A resolucdo deste problema através de AG requer algum traba-
Iho. O primeiro passo é acriagdo de um conjunto inicial constituido
por N equagdes de regressao contendo, cada uma, duas varidveis
distintas escol hidas al eatoriamente dentre as disponiveis no conjun-
to de dados. Esse conjunto inicial de equagdes é denominado pri-



444 Ferreiraet al.

meira geragdo (G,). Cadauma das equagBes E representaum indivi-
duo da geragdo. Cada individuo é uma solugéo em potencial para o
problema. As variaveis de uma equacdo correspondem aos genes do
individuo. O conjunto de varidveis que caracteriza uma equagéo
corresponde ao cromossomo do individuo.

Ovador deN pode, em principio, ser escolhido livremente. Quanto
maior for N maior sera o esforco computacional pararesolver o pro-
blema. Em contrapartida, quanto mais individuos tiver cada gera-
¢80, mais rapidamente chegar-se-a a solucdo do problema. O funda-
mento do AG é aplicar as regras da evolugao para produzir geragdes
seguintes mais evoluidas (que representem melhores solugfes parao
problema) do que as geragdes anteriores. Seja E,o j-ésimo indivi-
duo daiésima geracdo. Supondo-se em nosso exemplo que cada ge-
racdo teranimero fixo de quatro individuos (N = 4), a populagéo de
G, seracongtituidapor E, , E, ,, E, , € E, , (Figura2A). Vamos supor
também que para G, tenham sido sorteadas as seguintes variaveis
paracadaindividuo: E,, = (o, 1.7), E ,= (0", 1), E ;=(L T ) €E,,
=(m, g,). ApGs o sorteio, deve-se proceder aavaliagéio de G,. Isso €
feito através do cél culo do coeficiente de correlagdo de cadaumadas
quatro equagdes. No presente caso, R, = 0,879, R, ,= 0,878, R,
0 844 eR, , = 0,406 (ver Tabela2). Como R, €0 major dos quatro

repreﬁenta, até o momento, amelhor sol ugao parao problemaou
o] mel hor individuo. A avaliagéo de cada geragéo € feitacom base no
somatorio deR. ParaG,, Y R, = 3,007. Além do coeficiente de corre-
lagdo, a avaliagdo de cada geracéo pode ser feita através do célculo
do desvio-padrdo (s) ou do teste de Fischer (F)>’. No caso da esco-
IhadeF, Y F, deverdapresentar o maior valor possivel. No caso des,
> sdevera ser o menor possivel.

(A)

[ Geragio | Individuo |
‘ __Ey i E)l 2 | Eis ‘ Eiq !
[ G| om W o | T ] e | fm | Om |
R,; =0,879 R, > =0,878 Ry 3=0,844 R, 4 = 0,406
Sorteio de um novo individuo
Selecio
® D SN
3 El T 3
‘ EL’ [ 5% [ Es | Eq |
"6 | om | & & | W | % | %w | G | Gm |
R’ =02879 R;2"=0878 R;3’ =0,844 Ry =0.153
Cruzamento X
© A
‘ B ‘ Fir ; B ‘  Eu ;
(G | om | n | & | v | & | & | 7m L Gm
R;,” = 0879 R;2” =0.878 Ri5"=0932 R, 47 = 0406
—
Mutacio ¢
(D) —
— }( Ez i E?-Z ! . ,E,rZ,J : Ezq
C G| i | o | & | % & T | T
R 1 =0.879 R,.=0.878 Ro3=10.932 Ry, =0.936

Figura 2. Exemplo de funcionamento do algoritmo genético. (A) Geragédo
inicial; (B) Geracao resultante da aplicacéo da selecdo natural, (C)
cruzamento e (D) mutacao

A construggo da geragéo seguinte, G,, resulta da execucdo das
trés operagdes evolutivas sobre G,. Como G, somente é formada ao
final de todo o processo, adotar-se-80 nomes para as geracOes inter-
mediarias, utilizando-se apostrofos. Portanto, partindo-sede G,, apds
aselecdo natural teremos G,', apos o cruzamento G,” e apos amutar
¢80, que marca o final do processo, G,.

A primeiradas operacdes evol utivas € a selecdo natural. Nasele-
&0, um ou mais individuos existentes em G, seréio copiados (repro-
duzidos) para G,’, sendo que a escol ha destes € feita através de sor-
teio. O sorteio, porém, ndo € aleatdrio, mas sujeito a uma condicdo.

Quim. Nova

A probabilidade de cadaindividuo de G, ser reproduzido para G, é
proporcional ao valor de suaavaliagdo. Aqueles capazes de produzir
valores elevados de R tém maior probabilidade de serem reproduzi-
dos que os demais. Pode-se permitir que dado individuo de G, sgja
reproduzido mais de uma vez para G,’. No entanto, este procedi-
mento diminui a variabilidade da geracdo. Alternativamente, pode-
se selecionar para a geracdo seguinte os N - x individuos com maior
R e completar ageracao através do sorteio de x individuos diferentes
dos demais.

VVamos supor que sejam seleci onados para G;’ os trés melhores
individuos de G, (E,,, E, e E ;) e que G, sgja completada pelo
sorteio de um novo |nd|V|duo (E ). Vamos supor também que este
corresponde a equacdo No. 13 da Tabela 2, log 1/C = f(*, 0,)). O
resultado da selegéo natural € mostradanaFigura2B. A avaliacdo de
G, (XR,) vale 2,754, que é menor do que Y R,. Neste caso, pode-se
aplicar diretamente o elitismo e recompor a geragéo anterior (G, =
G,) ou condicionar a aplicagéo do elitismo a um fator de probabili-
dade qualquer. No presente caso, o elitismo ndo sera aplicado.

A proxima operacdo evolutiva é o cruzamento entre pares de
individuos, também chamada de crossover. A idéia central do
Crossover, COmo 0 Nome sugere, é cruzar os genes (o conjunto das
variaveis) de um ou mais pares de individuos, fazendo com que a
prole gerada nessa operacdo herde parte dos genes de cada um dos
progenitores. No nosso exemplo, vamos supor que os dois piores
individuos(E, ;' eE, ') sofreréo cruzamento. Paraeste par é sorteada
uma posi ¢ao na sequiénciade variavei s que corresponde a posicdo de
crossover. Como no presente caso cada individuo tem apenas dois
genes (variaves), seus cromossomos serdo divididos ao meio e per-
mutados. A Figura 2B-C mostra de forma esquemética o procedi-
mento descrito acima.

Apos o cruzamento, E, ;' (T, T R, ;' = 0,844) foi transformado
emE, ) (Mo R —0932)eE (0* o, R, =0,153)fai trans-
formado emE,, " ( yR,) =0 406) A a/alla(;ao da geracéo
melhorou de ZR "= 2 754 para > R,” =3,095, maior aindado quea
avaliago de G, (3,007).

A dltima operax;éo evolutiva antes de completar-se a construgéo
de G, € amutagéo. Esta consiste em substituir aleatoriamente uma
ou mais variaveis, de um ou mais individuos da gerag&o, por outra
variavel que ndo exista entre as que ndo foram substituidas. Supon-
do-sequeapenasE, " (1, 0, ) sofrerda mutagéio e que estaconsistira
na troca de o, por r.p, o individuo assim formado (E,,) sera
log1/C= f(T[m r D cujaavallax;ao éR,,=0936.A configuracso da
nova geracdo G2 é mostrada na Flgura 2D.

A avaliagdo de G, (3R, = 3,625) € superior a avaliagdo da gera-
¢a0 G, (3R, =3,007). Isso significaque, de G, paraG,, osvaloresde
R evoluiram no sentido da melhor solugéo para o problema, que é
R =0,936. Segundo 0 nosso exemplo, o individuo E, , ja possui essa
avaliagdo, o que indica que a busca chegou ao fim.

Embora esse exemplo sgjaficticio e seus resultados tenham sido
manipulados para servirem ao seu proposito didatico, ndo esta longe
da redidade. E evidente que, em sistemas complexos, onde ndo se
conhece aequagdo que possui 0 melhor coeficiente de correl acdo, ndo
havera garantias de que a melhor equagéo sera encontrada. Para au-
mentar a probabilidade de encontrar essa equagdo, deve-se executar a
busca utilizando-se muitosindividuos em cada gerag&o. 1sso implica-
riaem maiores possi bilidades de evol ucéo durante aexecucdo dostrés
processos evolutivos. Além disso, varios esquemas de mutagdo po-
dem ser adotados, principa mente esquemas de mutagdes exaustivas
sobre os diversos individuos de cada gerag8o. Finalmente, 0 processo
evolutivo poderd ser executado através de grande nimero de geragdes,
cuja escolha depende da complexidade do problema.

Em QSAR, a utilizac8o de AGs tem-se mostrado promissora na
busca de combinagdes de varidveis que resultam em model os linea-
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res de melhor qualidade? 2. Alguns algoritmos pseudo-evolucio-
narios, que ndo executam cruzamento entre os individuos e que uti-
lizam combinagdo de AG ebuscasistemética'®?%, também vém apre-
sentando bons resultados na solugéo da matriz de Selwood™.

A aplicagdo de AG a selecdo de variaveis em QSAR somente
serd vantajosa nos casos em que a busca sistematica mostrar-se
inviavel. O AG possui a notavel propriedade de vasculhar o
hiperespago constituido de model oslineares multidimensionaisedele
extrair o que ha de melhor. Pode-se argumentar sobre areal eficién-
cia dos AGs na busca por modelos lineares em conjuntos de dados
realmente grandes. E possivel aumentar significativamente a efici-
éncia do AG através de técnica de programacdo apurada e da
especificagdo adequada dos diversos parédmetros que controlam a
busca. Aqui também valem os procedimentos de aceleragéo de cal-
culo citados na busca sistemética, tais como evitar acombinagéo de
varidveis muito correlacionadas e executar o calculo de R, sou F
sem utilizar o método dos minimos quadrados.

METODOSQUIMIOMETRICOS

Como jamencionado anteriormente, em QSAR, sdo duasasprin-
cipais abordagens utilizadas na constru¢éo dos modelos mateméti-
cos. A primeirautilizao método de RLM, que se adaptaao tratamen-
to de dados através do método cléassico de Hansch-Fujitat. A segun-
da abordagem utiliza métodos quimiométricos, baseados na andlise
de componentes principais®. O método de RLM tem sido historica-
mente o mais utilizado devido a sua simplicidade e a facilidade de
interpretacdo dos resultados. No entanto, a aplicagdo de métodos
quimiométricos em QSAR vem crescendo a cadadia e hoje hadivi-
das sobre qual das duas abordagens € a mais utilizada®.

Ha diferencas importantes nos fundamentos desses métodos. A
RLM apresenta a desvantagem de ser extremamente sensivel a pre-
senca de colinearidade entre os descritores. Na aplicagéo do método
de RLM a um conjunto de variaveis altamente correlacionadas, os
coeficientes da regressdo podem tornar-se instaveis e sem significa-
do. Este problema pode ser contornado através da utilizag8o de mé-
todos quimiométricos, que ndo apresentam limitagdo, como éo
caso dos métodos que utilizam a analise de componentes principais
como fundamento. Na verdade, esses métodos tiram vantagem da
existéncia de colinearidade, como veremos adiante. Conseqliente-
mente, os métodos quimiométricos muito tém a of erecer ao proces-
so de construgdo de model os de QSAR, especialmente em sistemas
complexos, em que se dispdem de muitos descritores (X). Em QSAR-
3D, por exemplo, em que 0 nimero de varidveis geradas é da ordem
de centenas ou milhares, a utilizagdo de métodos quimiométricos
que fazem uso da PCA sfo especialmente indicados.

Os métodos quimiomeétricos também podem ser Uteis no proces-
so deselecio devaridveis. A combinag8o de diferentes metodol ogias
neste processo pode ser vantajosa. Por exemplo, numaprimeira eta-
papode-se utilizar PCA paraexplorar aestrutura dos dados e ent&o,
numa segunda etapa podem-se propor model 0s quantitativos entre a
atividade bioldgica e os descritores fisico-quimicos e estruturais. A
primeira etapa consiste na visualizagdo das propriedades das molé-
culas com base nos descritores considerados, sem o objetivo de des-
cobrir ou propor qualquer rel acdo causa-efeito. Isto éimportante para
visualizar a correlacdo entre os descritores e agrupamentos entre 0S
compostos. A segunda etapa consiste na utilizacdo desse espaco de
descritores para a modelagem, que é feita através de métodos de
regressao, como por exemplo o de regressao por minimos quadrados
parciais®. Nesta secéo, sera considerada a aplicagdo da combinagédo
das metodologias PCA e PLS.

A andlise de componentes principais basei a-se na projecao line-
ar do espaco origina dasvaridveis X's, que possui mdimensdes (cada
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dimens&o representando uma variavel), num subespaco com k di-
mensdes (cada dimensdo desse subespaco representando uma com-
ponente principal) que preserve a maior variancia possivel do con-
junto de dados. Em outras palavras, PCA ¢é capaz de transformar
dados complexos e apresenta-|os numa nova perspectiva em que se
espera que as informagdes mais importantes tornem-se evidentes.
Na andlise de componentes principais, a atividade bioldgica néo é
considerada diretamente, visto que PCA utiliza apenas as variaveis
descritivas. PCA estafundamentadanacorrelagdo entre asvariavels,
agrupando aguelas que sdo mais correlacionadas numa nova varia-
vel chamada componente principal. As novas varidveis representa-
das pelas componentes principais sd0 maisinformativas e em menor
ndmero do que os descritores originais, isto €, k < m. As componen-
tes principais 3o obtidas através dacombinacao linear dos descritores
originais e apresentam as propriedades de serem mutuamente
ortogonais e definidas em ordem decrescente da quantidade de
variancia que sdo capazes de explicar. Em outras palavras, a infor-
mag&o contidanumacomponente principal ndo esta presenteem outra
e a variancia que elas descrevem é uma medida da quantidade de
informagao que as mesmas contém?. As relagdes entre os compos-
tos ndo sdo alteradas nessa transformagdo. Porém, como os novos
eixos sao ordenados pela sua importancia, ou sgja, pela ordem de
variancia citada acima, pode-se visualizar a estruturado conjunto de
dados em gréaficos de baixa dimensionalidade (como por exemplo
PC1” PC2, PC1~ PC3, etc.).

Do ponto de vistamatematico amatriz de dados X é decomposta
em duas matrizes, umade escores (T) e umade pesos (loadings) LT,
ousgia, X=T LT. Osescores sdo as novas coordenadas de cada com-
posto no novo sistema de eixos e a informagdo de quanto cada
descritor original contribui, esta contida nos pesos. Os escores T
expressam as relagdes entre as amostras enquanto que os pesos L’
mostram as rel agles entre as variaveis.

No processo de selecdo de variaveis, PCA identificaagrupamen-
tos de descritores, proporcionando um entendimento de como eles
estdo correlacionados e o quanto de informagdo eles contém. Este é
o fundamento de seu uso na selegdo das variaveis. No entanto,
freqlientemente o nimero de descritores originais selecionados é
maior que o desgjado. Emboraisso no constitua problemado ponto
de vistamatemaético, corre-se o risco detornar ainterpretagéo fisico-
quimica dificil ou mesmo impossivel. Portanto, deve haver equili-
brio entre o aspecto matemético e a possibilidade das correlagdes
encontradas poderem ser explicadas através de hipéteses fisico-qui-
mico-biolégicas. Os resultados da andlise de componentes princi-
pais costumam ser visualizados em gréficos, facilitando aidentifica-
¢80 de agrupamentos. Por exemplo, um gréfico de pesos contém infor-
macao sobre as variavels e € usado para determinar quais delas séo
maisimportantes para descrever avariagéo dos dados originais. Um
gréfico de escores contém informagdo sobre os compostos tornando
visivel a similaridade, agrupamentos e diferengas entre 0s mesmos,
com base nas variaveis utilizadas. Portanto, é importante que estes
gréficos sgjam analisados em conjunto.

Para encontrarmos arelacdo entre os blocos X dos descritores e
Y dasatividades, utiliza-se o método PL S*. Além de n&o ser sensivel
as colinearidades entre os descritores, PL S oferece outras vantagens
sobre a RLM: (a) arazdo entre o nimero de descritores e 0 nimero
de compostos néo é limitada como em RLM, que requer mais com-
postos que descritores, €; (b) RLM estafundamentadano fato de que
todas as variaveis sel ecionadas sdo importantes para o problema, ou
sgja, a dimensionalidade esta sendo fixada a priori, 0 que ndo é o
caso quando se usa 0 método PLS. Portanto, a escolha natural é
adotar 0 método PL S para a modelagem estrutura-atividade.

Um dos métodos centrais desta abordagem consiste em obter
uma descricdo da variavel dependenteY como uma combinagao li-
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near das variaveis originais, por meio das componentes principais,
asquaisndo sdo correl acionadas entre 5. Neste caso ainda, 0 algoritmo
PL'S passa por uma etapa preliminar para assegurar que as compo-
nentes principais geradas sejam relevantes para a atividade biol 6gi-
ca. A respostaY éinicialmente usada paraencontrar um padréo den-
tro dos dados X que se correlacione com a mesma. Em outras pala-
vras, as componentes principais sdo otimizadas para melhor descre-
ver a relagcdo entre os blocos X eY, simultaneamente (e por isto
chamadas de variaveis|atentes). SO entéo estas variaveislatentes sdo
usadas paramodelar aatividadeY. O vetor de regressdo (coeficientes
da regressdo) indica quais descritores sao importantes na modela-
gem da resposta biologicaY 3.

Pode-se ilustrar o processo de selegéo de variaveis através dos
métodos quimiométricos utilizando-se o conjunto de dados da Tabe-
la 1, que contém cinco varidveis independentes (m = 5). Os resulta-
dos da andlise de componentes principais sdo mostrados na Tabela 4
e na Figura 3. Os dados foram autoescalados antes da analise
(centrados namédia e escalados paravarianciaunitaria). Os calculos
envolvendo PCA e PL S normal mente sdo executados através de pro-
gramas computacionais especializados, ao contrario daRLM, cujas
rotinas sdo encontradas na maioria das calculadoras cientificas
programaveis. Os cal cul os desta se¢do foram feitos com o programa
Pirouette®, que possui grande flexibilidade em termos de andlise
multivariada.

Tabela 4. Andlise de componentes principais aos dados da Tabela 1

Componente Variancia
principal Valor Percentual Acumulada
PC1 57,32 54,59 54,59
PC2 32,28 30,74 85,33
PC3 11,37 10,82 96,16
PC4 3,97 3,78 99,94
PC5 0,064 0,061 100,00

A Tabela 4 contém a variancia que cada componente principal
descreve com arespectiva percentagem, eavarianciatotal acumula-
da com uma, duas, etc, componentes principais. Pode-se ver que
duas ou no maximo trés componentes principais sdo suficientes para
uma boa descri¢éo dos dados originais (k = 2 ou 3). Uma equagéo
com duas componentes principais contém 85,33% da informagao
original dos dados, enquanto que uma com trés contém 96,15%. E
interessante nesta andlise verificar também como os compostos es-
t&o agrupados.

O gréfico dos escores na Figura 3A mostra como 0S COmpostos
se agrupam com base nos descritores considerados. Os pesos na Fi-
gura 3B indicam o quanto cada descritor contribui para aformagdo
das novas variaveis (PCs). Pode-se ver que a primeira componente,
PC1, tem alta contribui¢do de todos os descritores, exceto r.?, en-
guanto que a segunda contém informacao principalmente das varia-
veisr P e Tl As expressies matematicas para PC1 e PC2 sdo mostra-
dasnasegs20e 21

PC1=-0,01r? + 0,41+ 0,51+ 050, + 050" (20)
PC2=08r}+0,6m- 0,0, - 0,20, - 0,2 0* (21)

Substituindo-se os valores de cada variavel paraum determina-
do composto na eq 20, obtém-se 0 escore daquela amostra no eixo
PC1.

A primeira componente principal, PC1 (eq 20), discrimina dois
grupos de compostos, um deles contendo os compostos 1, 2, 3, 4, 5,
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Figura 3. Gréficos de escores (A) e pesos (B) para as duas primeiras
componentes principais (PC1 e PC2)

6,7,11,14, 17,2021, localizados aesquerdado gréfico de escores
(escores negativos). Como mencionado acima, a primeira compo-
nente principal tem alta contribuicdo das variaveis T, m, o, ea",
portanto, aqueles compostos que estdo deslocados para a esquerda
devem ter val ores numéricos pequenos em uma ou mais destas vari-
aveis. A segunda componente principal, PC2 (eq 21), contém ain-
formag&o que desejamos. Esté claro na figura dos escores que PC2
esta relacionada com a atividade biol égica. Os compostos mais po-
tentes estdo na parte inferior do gréfico da Figura 3A (escores nega-
tivos) engquanto que os menos potentes estdo na parte superior, com
escores positivos. Por que os compostos tém esta estruturaem PC2?
A resposta a esta pergunta é dada pelos pesos (Figura 3B). Quanto
maior a contribuigdo simulténea das duas variaveis rP e Tt isto €,

quanto maiores os valores do raio de van der Waals do substituinte
naposicdo para eda constante lipofilicade Hansch em um determi-
nado composto, maiores os val ores dos escores e, portanto menor a
poténcia do mesmo. Isto ndo quer dizer que as outras variaveis nao
contribuem paraaatividade biol 6gica. Significaapenas que elas con-
tribuem em grau bem menor. Os descritores o* e o, tem pesos negar
tivos em PC2, indicando que os compostos mais ativos (escores ne-
gativos) tendem ater maiores valores destas duas variaveis a ém das
caracteristi cas mencionadas anteriormente. Podemos concluir apriori

que as varidveisr,P e Tt sd0 muito importantes na modelagem da es-
trutura-atividade biolégica. Feita esta andlise preliminar, deve-se
construir o model o de regresséo através do método PLS. Em andlise
quimiométrica, geralmente utiliza-se a validag8o cruzada para veri-
ficar o grau de predizibilidade do modelo. Neste caso, o desvio-pa-
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dréo (S,,) € utilizado como principal critério de verificagéio™. Deve-

se sdlientar que s, é diferente do desvio-padréo, s, utilizado como
parémetro de avaliagdio em RLM. O valor de s, € dado pelaeq 22,

(22)

onde n € o nimero de amostras do conjunto de dados e (Y, — I?i) éo
desvio da previséo.

Como no método PL S as componentes principai s sdo otimizadas
paramel hor se correlacionarem com aatividade, elas so designadas
variaveis latentes para se distinguirem das componentes principais.
Os resultados obtidos para 0 modelo PLS com validag8o cruzada
excluindo-se duas amostras de cada vez sdo mostrados na Tabela 5.

Tabela 5. Desvio-padréo davalidaggo cruzada (S,,.), coeficiente de
correlagéo da validagdo cruzada (R, ), coeficiente de correlagéo (R)
e desvio-padréo (s) para modelos considerando entre uma e cinco
variaveislatentes

sDEP Rcv R S
PC1 0,222 0,919 0,948 0,184
PC2 0,190 0,940 0,958 0,171
PC3 0,201 0,933 0,962 0,168
PC4 0,212 0,925 0,963 0,171
PC5 0,220 0,920 0,964 0,172

A equagdo com duas varidveis latentes (k = 2, ou sgja, onde a
dimensdo dos dados originais foi reduzida de cinco paradois) apre-
senta o menor desvio-padréo de previsdo e o mais alto coeficiente de
correlagdo de vaidagdo cruzada (PC2; s, = 0,190 e R, = 0,940).
Considerando-se 0 desvio-padréo, s, trésvariaveislatentes deveriam
ser consideradas (PC3; s= 0,168 e R = 0,962). Deve-se notar que 0s
valoresde s, s80 sempre maiores que os des. I sto & esperado, uma
vez que as previsdes sdo feitas sobre amostras ndo incluidas nos cal-
culos, fazendo com que s, Sgja um parémetro mais confiavel para
escolha do melhor candidato a modelo. Comparando os resultados
de PL S obtidos utilizando as 5 variaveis originais com os da busca
sistematica, o valor de s= 0,168 paratrés variaveis latentes € menor
do que o encontrado paraaequagdo No. 31 com cinco descritoresda
Tabela 2 cujo desvio-padréo é s = 0,172 e muito semelhante a equa-
¢do selecionada através da busca sistematica com trés descritores
(No. 20 em que s = 0,166). Concluindo, 0 modelo que foi obtido
com duas componentes principais e 0s cinco descritores originais é
bem semel hante ao melhor model o obtido através da busca sistema-
tica, sem que nenhuma selegdo de variaveis tenha sido feita.

Por outro lado, caso sgja desgjavel executar selegfio de varia
vei's, devem-se analisar conjuntamente os coeficientes de regressdo e
0S pesos, que sao os coeficientes das varidvel's latentes umavez que o
modelo PLSfoi construido através delas. A Tabela6 contém os coefi-
cientes de regressdo (um para cada variavel) e os pesos das duas pri-
meiras variaveislatentes. A equac@o matemética (modelo) que forne-
ce os valores previstos da atividade biol dgica (val ores autoescal ados)
em fungdo das varidvels autoescal adas é dada pela eq 23.

log 1/IC = 0,462+ 0,110T_- 0,1640" - 0,1320_+ 0,572rP (23)

E possivel confirmar quete r,P s80 0s descritores que mais con-
tribuem para a explicag8o da variabilidade dos valores da atividade
biologica. Isto estavisivel nos altos pesos daprimeiravariavel laten-
te e nos atos coeficientes de regressdo mostrados na Tabela 6. A
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Tabela 6. Coeficientes de regressdo e pesos para 0 modelo obtido
através de PLS com duas variaveis latentes (VL) para todos os
descritores

Coef. regressio Pesos
VL1 VL2
1 0,462 0,635 -0,290
ys 0,110 0,172 -0,253
a* -0,164 -0,127 -0,757
o, -0,132 -0,112 -0,519
rP 0,572 0,734 0,099

varidvel o* apesar de ndo ter alto coeficiente de regressdo como as
duas anteriores, tem peso bastante significativo na segunda variavel
latente e portanto mostra sua contribui¢do na modelagem. Caso o
objetivo fosse construir um modelo com trés descritores, 1, ¢* er ?
seriam os selecionados. Esta escolha coincide com a melhor equa-
¢a0 de trés varidveis mostrada na Tabela 2. Para um modelo com
quatro descritores, aescolhanatural seriaainclusio de o, , que ape-
sar de ndo ter um coeficiente de regressdo téo significativo, tem sua
contribuicdo através do peso na segundavariavel latente (Tabela6 ).
O conjunto de variaveis T, r P, 0* e 0, , corresponde a equagao 29 da
Tabela 2 que apesar de ndo ter sido a escolhida através da busca
sistematica com 4 descritores, apresenta resultados téo bons quanto
a equacdo selecionada (No. 26, Tabela 2).

Concluindo, os métodos quimiométricos podem nos auxiliar na
selegdo de variaveis ao mesmo tempo em que permite avisualizagao
da estrutura dos dados.

CONCLUSOES

As trés abordagens de selecdo varidveis para modelos de rela
¢Oes estrutura-atividade analisadas possuem caracteristicas distin-
tas. A busca sistemética € o melhor método para modelos com até
cinco varidveis. Paramodelos com mais varidveis, é aconselhavel a
utilizagdo de algum método baseado em algoritmo genético, que é
mais rapido e eficiente. Nossa experiéncia mostra que, consideran-
do-se dado nimero de variaveis, os algoritmos genéticos podem lo-
calizar os melhores modelos até seis vezes mais rapido do que a
busca sistemética. No entanto, outros métodos que ndo envolvem a
construcao de algoritmos especificos para a busca de combinactes
de variaveis podem ser utilizados. Os métodos quimiométricos ba-
seados em PCA/PL S tém sido muito utilizados ultimamente. Neste
caso, a idéia é iniciamente utilizar grande nimero de variaveis e
deixar o proprio procedimento PCA/PL S selecionar aquel as que sao
mais representativas.

CALCULOS

Os célculos executados na se¢éo Busca Sistematica foram exe-
cutados com o programa BuildQSA R, enquanto que os cdculosda
secdo Métodos Quimiométricos foram executados com o programa
Pirouette®.
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