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OPLS AND PLS MULTIVARIATE REGRESSION OF 1H NMR SPECTRA OF DIESEL/MAFURRA BIODIESEL BLENDS FOR 
ESTIMATION OF BIODIESEL CONTENT. Two methodologies were developed to monitor the biodiesel content of mafurra in 
mixtures with diesel using hydrogen nuclear magnetic resonance (1H NMR) Spectroscopy combined with the multivariate regression 
by orthogonal projections to latent structure (OPLS) and partial least squares (PLS). The efficiency of these methodologies was 
analyzed based on the figures of merit and the fit of the models through the correlation of the measured and predicted values of the 
calibration and prediction sets. The results of the figures of merit in the OPLS model were better than in the PLS model. A high 
correlation between the measured and predicted values was evident in the OPLS model, with a correlation coefficient (R2) greater 
than 0.99, demonstrating a better fit of the OPLS model in relation to the PLS model which presented a correlation coefficient (R2) 
less than 0.98. The OPLS model is more robust and has good predictive capacity than the PLS model because it obtained a higher Q2 
value. The excellent results of the application of 1H NMR spectroscopy combined with multivariate regression by OPLS suggest that 
this analytical methodology is ideal, feasible, efficient and suitable for use by inspection agencies to control the quality of this fuel.
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INTRODUÇÃO

O biodiesel é um combustível derivado de fontes renovável, co-
mumente comercializado em mistura com diesel porque apresentam 
propriedades similares.1,2 Esta mistura pode ser feita em diferentes 
percentagens, de acordo com a legislação de cada país, mas no geral 
ela começou a ser feita em pequenas percentagens (2%) e devido ao 
seu sucesso evoluiu para médias percentagens (30%) em alguns paí-
ses. Por exemplo, na França a mistura evoluiu de B5 (5% de biodiesel 
e 95% de diesel) para B30 (30% de biodiesel e 70% de diesel); nos 
EUA, de B2 para B20; em Moçambique, de B3 para B7,5; no Brasil, 
de B2 para B11, com perspectiva de evoluir para B15 em 2023.3–5 
A variedade da matéria prima existente no Brasil contribui pra o 
aumento da produção do biodiesel e consequentemente da evolução 
da sua percentagem adicionada ao diesel.6 Assim, pesquisas visando 
à introdução de outras matérias primas, como por exemplo, a mafurra 
na matriz brasileira torna se importante.

Mafurra (Trichilia emetica) é uma árvore de origem africana, 
cultivada no sul de Moçambique para fins ornamentais e em formula-
ções cosméticas tradicionais.7 Os frutos desta planta contêm sementes 
através do qual pode se obter 55-65% de óleo, tornando essa planta 
como uma oleaginosa promissora para a produção de biodiesel e que 
pode ser introduzida na matriz brasileira.8,9

A evolução da percentagem de biodiesel na mistura com diesel 
além de representar somente a esperança de haver uma substituição 
total do diesel pelo biodiesel a médio ou longo prazo, também repre-
senta preocupações em relação ao seu uso com teores fora do que é 
exigido pelas normas. O Brasil é um exemplo disso porque mesmo 
com a exigência de adição do biodiesel ao diesel em pequenas per-
centagens, a característica teor de biodiesel sempre representou mais 
de 40% das não conformidades.10 Com isso, o desenvolvimento de 
metodologias analíticas que sejam minimamente invasivas, fáceis 

de interpretação e com altos valores de predição, é uma necessidade 
constante.

Existem pesquisas que relatam o uso de diversas técnicas analí-
ticas associadas a algum tipo de análise estatística de dados, uni e/
ou multivariada, como sendo bastante eficazes para predição. Como 
são os casos da espectroscopia FT-Raman associada à calibração 
multivariada por Quadrados Mínimos Parciais (PLS) para determinar 
simultaneamente aspartame, ciclamato, sacarina e acessulfame-K em 
adoçantes de mesa em pó;11 da cromatografia gasosa de alta tempe-
ratura associada à calibração multivariada por PLS para determinar 
propriedades físico-químicas de petróleo bruto;12 da espectroscopia 
ultravioleta e quimiometria para identificação de taninos vegetais.13 
Para determinação do teor de biodiesel em mistura com o diesel, a 
norma brasileira ABNT NBR 15568 recomenda o uso da espectros-
copia no infravermelho médio e calibração multivariada por PLS.14 

A espectroscopia de ressonância magnética nuclear de hidrogênio 
(RMN de 1H) combinada com calibração multivariada é bastante 
utilizada em diversas análises;15–18 devido às vantagens de fornecer in-
formações sobre as fórmulas estruturais, moleculares e geométricas de 
compostos orgânicos; realizar simultaneamente análises qualitativas 
e quantitativas; não necessitar de isolamento do analito quando pre-
sente em misturas, permitindo que sejam realizadas simultaneamente 
análises de diferentes analitos em um espectro de forma rápida.19,20

Os métodos quimiométricos PLS e Análise Discriminante por 
Quadrados Mínimos Parciais (PLS-DA) usados para previsões e 
classificações, respectivamente, foram estendidas para Projeções 
ortogonais à estrutura latente (OPLS) e Análise discriminante por 
projeções ortogonais à estrutura latente (OPLS-DA) com objectivo de 
melhorar os resultados de previsão e classificação, respectivamente. 
A aplicação destes métodos quimiométricos em dados de RMN de 
1H é exeqüível e se torna vantajosa porque esta técnica apresenta 
boa sensibilidade que a espectroscopia no infravermelho médio. 
Esta realidade é evidenciada em alguns trabalhos recentemente 
publicados pelos autores Silva et al.;21 Lin et al.22 e Souihi et al..23 
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No entanto, não existem trabalhos publicados que relatam o uso da 
regressão multivariada por OPLS para previsões do teor de biodiesel 
nas misturas de diesel/biodiesel.

Diante do exposto, é proposta neste trabalho a utilização da espec-
troscopia de ressonância magnética nuclear de hidrogênio associada 
à regressão multivariada por OPLS e PLS para desenvolver uma 
metodologia analítica que fornece excelentes resultados de previsão 
do teor de biodiesel de mafurra nas misturas diesel/biodiesel.

MATERIAIS E MÉTODOS

Produção de biodiesel e preparação das amostras

O óleo de mafurra foi adquirido em Moçambique e o seu trans-
porte para Brasil foi realizado sem restrições porque é um óleo 
comercial que foi transportado em pequena quantidade (1000 ml). 
Este óleo foi utilizado para a produção de biodiesel metílico de 
mafurra no Laboratório de Biocombustíveis do Instituto de Química 
da Universidade Federal de Uberlândia, seguindo os procedimentos 
descritos na referência.8

A Transpetro S/A (Brasil) forneceu o diesel puro usado para pre-
parar 70 amostras de diesel/biodiesel, adicionando biodiesel B100 ao 
diesel em uma concentração que varia de 1,00 a 30,00% (v/v). Para a 
construção dos modelos OPLS e PLS, foram utilizadas 46 amostras 
no conjunto de calibração e as 24 amostras restantes foram usadas 
no conjunto de previsão. A seleção das amostras para cada conjunto 
foi realizada empregando o algoritmo Kennard-Stone.

Aquisição de dados espectrais

Todos os espectros de RMN de 1H foram obtidos em um espec-
trômetro Bruker Avance III 400 MHz RMN, utilizando as seguintes 
condições experimentais: Programa de pulso, zg30; Largura espectral, 
de -3,84 a 16,19 ppm; Tamanho espectral, 65536 pontos; Pulso 90º, 
11,75 μs; Atraso, 4 s e Número de varreduras, 16. Para obter os es-
pectros, dissolveram-se 100 μL de cada amostra em 400 μL de CDCl3 
(clorofórmio deuterado), totalizando um volume de 500 μL de solução.

Análise quimiométrica

Software MATLAB, versão R2018b (Mathworks, Inc.); o 
PLS_Toolbox, versão 8.8 (Eigenvector Research) e o software 
SIMCA, versão 14.1, foram utilizados para pré-processar os dados 
e desenvolver os modelos OPLS e PLS. Para realizar os procedi-
mentos multivariados, os dados foram organizados em uma matriz 
ordenada de linhas e colunas, constituindo uma matriz X, onde cada 
linha corresponde a uma amostra “m” e cada coluna corresponde a 
uma variável “n”, na qual m = 1,2,3, ..., 46 e n = 1,2,3, ..., 65536. 
Um vector y foi criada contendo valores de concentração (de 1,00 
a 30,00% (v/v)) das amostras. Os espectros de RMN de 1H foram 
alinhados usando uma rotina desenvolvida pelos autores, aplicando a 
função Interval-correlation-shift (icoshifit)24 no software MATLAB.

Na construção do modelo PLS, a matriz X é correlacionada com 
matriz Y através de operações matemáticas para se obter Variáveis 
Latentes (VLs) e Coeficientes de Regressão, usados para atingir a 
covariância máxima entre os espectros e as concentrações das espé-
cies de interesse e determinar o valor da concentração de cada perfil 
espectral, respectivamente.1 O objetivo deste processo é encontrar 
um pequeno número A de fatores relevantes que são preditivos para 
Y e que utilizam X com eficiência. Para tal, a matriz X é decomposta 
em um conjunto de fatores ortogonais que são usados para ajustar 
Y, de acordo com a Equação 1. A matriz Y é decomposta de acordo 
com a Equação 2:

   (1)
   (2)

Em que, X e Y são matrizes que contêm dados instrumentais 
de medição e resposta (concentração), respectivamente; T e U são 
os escores para as duas matrizes de dados; P e Q são os respectivos 
pesos, h é o número de variável latente (VL), EX e EY são os respec-
tivos resíduos. No entanto, se o bloco Y for univariado, o peso Q é 
definido como 1.

A relação linear entre as duas matrizes é estabelecida pela correla-
ção dos escores de X e Y para cada VL, de acordo com a Equação 3:

 Uh = bhTh + E (3)

Em que, Uh é uma matriz que contém as propriedades de todas 
as amostras (concentração), bh é um vetor que contém os parâmetros 
do modelo, Th é uma matriz que contém os dados de medição instru-
mental (espectro) para as amostras de calibração e E é uma matriz 
que representa ruído.

Matrizes complexas, por exemplo, de espectros de RMN de 1H de 
misturas de diesel/biodiesel, quando correlacionada com as informa-
ções da matriz Y apresentam forte variação sistemáticas ortogonais 
(não correlacionados) a Y. Estas variações desajustam o Y, no en-
tanto, devem ser corrigidas para melhorar a capacidade preditiva do 
modelo. Para a correção destas variações, o modelo PLS é estendido 
para OPLS que integra o filtro Orthogonal Signal Correction (OSC).

O OPLS usa informações na matriz Y para decompor a matriz X 
em três partes distintas, conforme descrito na Equação 4, em que Tp é a 
matriz de escore preditiva para X, Pp é a matriz de carga preditiva para 
X, To é a matriz de escore Y-ortogonal correspondente, Po é a matriz de 
carga dos componentes Y-ortogonais, e E é a matriz residual de X.25,26

   (4)

Para previsão, a variação ortogonal-Y é removida da matriz de 
dados X, de acordo com a Equação 5:

   (5)

Em seguida, a matriz Y prevista é estimada usando o Xp atualiza-
do e os componentes preditivos do modelo OPLS, que são estimados 
a partir do conjunto de calibração.25

Para o modelo PLS, os dados foram somente centrados na mé-
dia enquanto que para o modelo OPLS foram centrados na média e 
pré-processados usando o filtro OSC, a fim de minimizar variações 
sistemáticas indesejáveis para produzir modelos menos complexos 
com melhor poder preditivo.27,28 A validação cruzada nos modelos 
OPLS e PLS foi realizada pelo critério da veneziana, com 14 blocos 
de divisão de dados e com duas amostras por bloco. O número de 
VLs com o menor RMSECV foi selecionado, seguindo os requisitos 
da ASTM E1655-55 (2012).29

A comparação dos valores do RMSEP dos modelos OPLS e PLS 
em relação à significância estatística da diferença verificada foi rea-
lizada com base no Teste F ao nível de confiança de 95%, calculado 
de acordo com a Equação 6.30

  (6)

Em que, RMSEP1 é do modelo PLS e RMSEP2 é do modelo OPLS, 
sendo RMSEP1 >RMSEP2. O valor de Fcalc é comparado com o valor 
da distribuição Fisher – Snedecor (Ftab) com graus de liberdade igual 
ao número de amostras de previsão e um nível de significância de 5%.
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A validação dos modelos OPLS e PLS foi realizada com base 
na determinação das seguintes figuras de méritos: seletividade, 
sensibilidade, sensibilidade analítica, limite de detecção, limite de 
quantificação, teste para erros sistemáticos (bias e tbias), de acordo 
com as equações apresentadas na Tabela 1.31–34 A qualidade do modelo 
OPLS foi analisada com base no valor de R2 e Q2, que indicam a 
correlação entre os valores observados e previstos para a resposta 
estudada e a correlação entre a resposta prevista observada e validada 
cruzada, respectivamente.23

RESULTADOS E DISCUSSÃO

Espectros de RMN de 1H

A Figura 1 mostra 70 espectros de RMN de 1H da mistura diesel/
biodiesel de mafurra na faixa de concentração de 1,00 a 30,0%, na 
qual se observa os picos característicos do biodiesel e diesel. Os 
picos característicos do biodiesel são encontrados nas regiões de 
3.7 e 5.4 ppm, atribuídos à prótons metoxi e hidrogênios olefínicos, 
respectivamente. Os picos que aparecem na região de 6.6 à 7.3 ppm, 
atribuídos à gama de hidrogênios aromáticos são característicos do 
diesel.19,35,36 A presença desses picos nos espectros demonstra que se 
trata de uma mistura de diesel/biodiesel, mas não permite monitorar 
visualmente o teor de biodiesel nesta mistura porque a semelhança 
espectral é grande.

Como alternativa ao monitoramento visual, os métodos quimio-
métrico são práticos para quantificar o teor de biodiesel na mistura 
com diesel quando há variações entre os espectros que não é enxer-
gado visualmente.

Análise quimiométrica

As Figuras 2 e 3 mostram a) os erros RMSEC e RMSECV, b) a 
variância acumulada capturada nos blocos X e Y obtidos em função 
da quantidade da variável latente (VL) escolhida para construção 
dos modelos OPLS e PLS, respectivamente. No modelo OPLS é 
otimizado o número de componentes ortogonais para cada variável 
preditora, no entanto, foram escolhidas 2 variáveis latentes devido 
ao pre-processamento OSC que separa a direção preditiva da direção 
ortogonal-Y, fornecendo um bom ajuste do modelo. Estas variáveis 
proporcionam menores erros e maiores variância capturada, isto é, 
representam 96,33% e 99,97% da variância explicada nos blocos X 
e Y, respectivamente. Enquanto que no modelo PLS é otimizado o 
número de variáveis latentes, razão pela qual as 4 variáveis latentes 
escolhidas proporcionam menores erros e maiores variância captu-
rada, representando 93,31% e 98,77% da variância explicada nos 
blocos X e Y, respectivamente.

A Tabela 2 apresenta resultados dos parâmetros e figuras de 
mérito, calculados para os modelos OPLS e PLS, no qual se observa 
que os valores de Erro Quadrático Médio de Validação Cruzada 
(RMSECV), Erro Quadrático Médio de Calibração (RMSEC) e 
Erro Quadrático Médio de Previsão (RMSEP) do modelo OPLS são 
inferiores que do modelo PLS e estão próximos dos valores obtidos 
em alguns modelos de quantificação publicados na literatura.37,38 O 
valor do tbias calculado foi menor que tcrítico nos dois modelos, o que 
equivale dizer que os modelos não apresentaram erros sistemáticos.

O valor do LQ obtido no modelo OPLS é superior ao LD, de-
monstrando uma boa concordância entre os parâmetros porque a 
concentração mais baixa da substância de interesse que é medida com 
uma incerteza máxima de 10% está dentro do que pode ser detectado. 
O modelo PLS também obteve valor de LQ superior ao LD. A sensibi-
lidade expressa um aumento na fração do sinal quando a concentração 
do analito de interesse possui um valor alto para uma unidade, no 
entanto, o seu valor foi estimado em 5,73 × 107 e 3,77 × 107 para os 
modelos OPLS e PLS, respectivamente. A sensibilidade analítica 
do modelo OPLS foi maior que a do modelo PLS, mostrando que 
a influência dos resíduos na previsão de amostras desconhecidas é 
menor no modelo OPLS enquanto no modelo PLS é maior. O inverso 
do valor da sensibilidade analítica mostra que os modelos OPLS e 
PLS são capazes de distinguir diferenças entre amostras com uma 
variação de 4,03×10−4 e 6,13 ×10−4, respectivamente. O modelo 
OPLS apresentou valor da seletividade maior que o do modelo PLS 
devido ao processo de remoção das variações ortogonais a Y, ou seja, 
o modelo PLS apresenta uma sobreposição significativa do sinal de 
interferência com o analito.

A avaliação do ajuste dos modelos OPLS e PLS por meio da cor-
relação dos valores medidos e previstos dos conjuntos de calibração 
e previsão é mostrada na Figura 4 (a) e (b), respectivamente. Nesta 
figura, o modelo OPLS apresentou melhor ajuste porque uma alta 
correlação entre os dois valores foi evidente, com o coeficiente de 
correlação (R2) superior a 0,99, enquanto que o modelo PLS apresen-
tou um coeficiente de correlação (R2) inferior a 0,98. Apesar dos dois 
modelos apresentarem valor de Q2 maior que 0,5, o modelo OPLS 
é mais robusto e com boa capacidade preditiva que o modelo PLS 
porque apresentou maior valor de Q2 e boa capacidade de resistência 
a pequenas e deliberadas variações em relação à estabilidade das 
soluções analíticas preparadas.

A Figura 5 apresenta um gráfico de escores para o modelo OPLS 

Tabela 1. Equações usadas para calcular as figuras de mérito dos modelos*

Figura de mérito Equação

Seletividade
 

Sensibilidade
 

Sensibilidade analítica
 

Limite de detecção
 

Limite de quantificação
 

bias
 

tbias
 

SDV

 

Q2

 

R2

 

*Onde ŷi é o valor previsto usando os modelo OPLS e PLS; yi é o valor de 
referência para a amostra I; ŷicv e ŷical são valores previstos para yi na validação 
cruzada e no modelo final, respectivamente; –y é o valor médio de yi; nval é o 
número de amostras de validação; nâsi é a norma do vetor NAS e ||xi|| é a 
norma de cada espectro; bk é o vetor dos coeficientes de regressão final, δx é 
o valor do desvio padrão de 9 amostras do branco (diesel).
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no (a) conjunto de calibração e (b) conjunto previsão, que efetivamen-
te separaram a direção preditiva em t[1] da direção ortogonal-Y to[1], 
fornecendo um bom ajuste do modelo.

A figura 6 mostra os pesos das variáveis latentes do modelo OPLS, 
na qual as variáveis da direção preditiva são descritas na VL1 com 

81,59% da variância explicada das seguintes regiões espectrais: de 0.8 
a 2.8 ppm atribuídos aos hidrogênios alifáticos; 3.7 e 5.4 ppm que são 
picos característicos do biodiesel, atribuídos à prótons metoxi e hidro-
gênios olefínicos, respectivamente 35,39. As demais variáveis descritas 
na VL2 com 14,74% são na sua maioria da direção ortogonal-Y. O 

Figura 1. Espectros de RMN de 1H da mistura diesel/biodiesel de mafurra

Figura 2. a) RMSEC e RMSECV, b) Variância acumulada capturada nos blocos X e Y versus variável latente do modelo OPLS

Figura 3. a) RMSEC e RMSECV, b) Variância acumulada capturada nos blocos X e Y versus variável latente do modelo PLS
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mesmo acontece com os pesos das variáveis latentes do modelo PLS, 
apresentados na figura 7, em que as 4 variáveis latentes (VL1, VL2, 
VL3 e VL4) descrevem as variações das regiões mais significativas 
para construção do modelo, que são os deslocamentos químicos 
esperados para o biodiesel.

A Tabela 3 apresenta os resultados dos testes de permutação 
realizados nos modelos OPLS e PLS para verificar o ajuste excessivo 

dos modelos. Estes resultados mostram que os dois modelos não estão 
super ajustados porque os valores de Wilcoxon (teste de classificação 
assinado em pares Wilcoxon), Sign Test (teste de classificação assi-
nada em pares) e Rand t-test (Teste-t de randomização) são menores 
que 0,05. No caso do modelo PLS, este resultado já era esperado 
porque a análise do ajuste do modelo por meio da correlação dos 
valores medidos e previstos dos conjuntos de calibração e previsão 
mostrou que o R2 foi inferior a 0,98.

A Tabela 4 apresenta resultado do teste F aplicado para verificar 
se o valor de RMSEP do modelo OPLS é significativamente maior 
que o do modelo PLS com 95% de confiança. Nesta tabela se observa 
que o valor do Fcalculado é maior que do Ftabelado, o que equivale dizer que 
existe diferença estatística significativa entre os valores de RMSEP 
dos modelos. Assim, considera-se que o valor de RMSEP do modelo 
OPLS é melhor que do modelo PLS.

CONCLUSÃO

A aplicação da regressão multivariada por OPLS e PLS nos 
espectros de RMN de 1H de misturas diesel/biodiesel de mafurra 
permitiu o desenvolvimento de duas metodologias para quantificar o 
teor desse biodiesel na mistura com diesel. A eficiência destas meto-
dologias foi analisada com base nas figuras de mérito e no ajuste dos 
modelos. Os resultados das figuras de mérito (a exatidão, os limites 
de detecção e quantificação e o inverso da sensibilidade analítica) do 
modelo OPLS foram concordantes com os requisitos estabelecidos na 
norma ASTM E1655-05 e melhores que do modelo PLS. O ajuste do 
modelo OPLS mostrou uma alta correlação existente entre valores de 
concentração real e previsto dos conjuntos de calibração e previsão, 

Tabela 2. Parâmetros e figuras de mérito obtidos nos modelos OPLS e PLS

Parâmetros/Figuras de mérito
Valores do modelo

OPLS PLS

RMSECV / % (v/v) 1,04 1,48

RMSEC / % (v/v) 0,10 0,67

RMSEP / % (v/v) 0,78 1,32

Seletividade 0,70 0,18

Sensibilidade / % (v/v)-1 5,73×107 3,77 ×107

Sensibilidade analítica / % (v/v) 2,47 ×103 1,63 ×103

Inverso da sensibilidade analítica / (v/v)-1 4,03×10−4 6,13 ×10−4

Limite de detecção / % (v/v) 0,0013 0,0020

Limite de quantificação / % (v/v) 0,0040 0,0061

tbias 0,32 0,41

tcrítico 2,0639 2,0639

R2 0,995 0,977

Q2 0,970 0,940

Figura 4. Correlação dos valores medidos e previstos dos conjuntos de calibração e previsão dos modelos (a) OPLS e (b) PLS

Figura 5. Escores para o modelo OPLS em (a) calibração e (b) previsão
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Tabela 3. Probabilidade de insignificância dos modelos OPLS e PLS vs. amostras permutadas para os modelos com 2 e 4 VL, respectivamente

Wilcoxon Sign Test Rand t-test

OPLS PLS OPLS PLS OPLS PLS

Y-column: 1

Self-Pred (RMSEC) 0.000 0.000 0.000 0.000 0.005 0.005

Cross-Val (RMSECV) 0.000 0.000 0.000 0.000 0.005 0.005

Y-column: 2

Self-Pred (RMSEC) 0.000 0.000 0.000 0.000 0.005 0.02

Cross-Val (RMSECV) 0.000 0.000 0.000 0.000 0.005 0.01

Tabela 4. Resultado do Teste F

Modelo OPLS Modelo PLS Fcalculado Ftabelado (0,05,24,24)

RMSEP 0,776 1,319 2,889 2,027

Figura 6. Pesos das variáveis latentes (VL1 e VL2) do modelo OPLS

Figura 7. Pesos das variáveis latentes (VL1, VL2, VL3 e VL4) do modelo PLS
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com um coeficiente de correlação superior que 0,99 e com erros 
relativamente baixos que do modelo PLS.

Estes resultados demonstram que a metodologia desenvolvida 
com base na espectroscopia de RMN de 1H associado à regressão 
multivariada por OPLS é ideal para ser usada pelas agências regula-
doras no monitoramento do teor de biodiesel em mistura com diesel, 
pois apresenta excelente capacidade preditiva. 
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