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ARTIGO ORIGINAL

Predicio de choque séptico e hipovolémico em

pacientes de unidade de terapia intensiva com o uso de

machine learning

RESUMO

Objetivo: Criar e validar um modelo
de predicao de choque séptico ou
hipovolémico a partir de varidveis de
facil obtencio coletadas na admissao de
pacientes internados em uma unidade de
terapia intensiva.

Métodos: Estudo de modelagem
preditiva com dados de coorte
concorrente realizada em um hospital
do interior do nordeste brasileiro.
Foram incluidos pacientes com 18 anos
ou mais sem uso de droga vasoativa no
dia da admissao e que foram internados
entre novembro de 2020 e julho de
2021. Foram testados os algoritmos
de classificacio do tipo Decision Tree,
Random Forest, AdaBoost, Gradient
Boosting e XGBoost para a construgao
do modelo. O método de validacio
utilizado foi o k-fold cross validation.

As métricas de avalia¢io utilizadas
foram recall, precisdo e drea sob a curva
Receiver Operating Characteristic.
Resultados: Foram utilizados 720
pacientes para criagao e validacio do
modelo. Os modelos apresentaram alta
capacidade preditiva com 4rea sob a
curva Receiver Operating Characteristic de
0,979; 0,999; 0,980; 0,998 ¢ 1,00 para
os algoritmos de Decision Tree, Random
Forest, AdaBoost, Gradient Boosting e
XGBoost, respectivamente.
Conclusio: O modelo preditivo criado
e validado apresentou elevada capacidade de
predicio do choque séptico e hipovolémico
desde o momento da admissio de
pacientes na unidade de terapia intensiva.

Descritores: Aprendizado de mdquina;
Choque séptico; Choque; Algoritmos; Arvore
de decisoes; Pacientes internados; Cuidados
criticos; Unidades de terapia intensiva

INTRODUGAO

A evolugiao de um paciente para a condigio de choque é uma das principais
preocupagdes das equipes de saide em unidades de terapia intensiva (UTT), por
representar uma das causas mais frequentes de 6bito nessas unidades."” Identificar
a condigao precocemente e promover o inicio imediato do tratamento tém sido
as medidas mais efetivas para a redugio da mortalidade associada ao choque.
No entanto, a dindmica de trabalho nas UTI, em especial quando h4 taxa de
ocupagio elevada e um grande niimero de pacientes graves, pode ser uma barreira
para a identificagao dos sinais de choque dentro da janela de tempo ideal. Essa
dificuldade, frequentemente observada na rotina das UTI, tem sido um dos
estimulos ao crescimento expressivo de ferramentas que possam otimizar tempo e
recursos, na obten¢do de melhores resultados clinicos em pacientes sob cuidados
intensivos.?
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O choque séptico pode acometer até 35% dos pacientes
internados em UTI, e a mortalidade nesses casos chega a
atingir 63%.° Além da elevada taxa de 6bitos, a ocorréncia
de choque séptico estd associada ao desenvolvimento
de sequelas fisicas e cognitivas, resultantes do longo
tempo de permanéncia na UTI, assim como a redugio
da qualidade de vida com constantes internacées e ao
aumento significativo dos custos em saide.> O choque
hipovolémico, por sua vez, apesar de menor letalidade
global, também representa importante causa de dbitos, em
especial nas UTI de hospitais que atendem a traumas, com
taxa de mortalidade que se aproxima de 19%.©

A infusdo de fluidos intravenosos e o inicio rdpido da
terapia antimicrobiana sao considerados efetivos para reduzir
o risco de evolugdo para o choque nos pacientes com risco
elevado.”® Em individuos com sepse e hipotensao, por
exemplo, a infusdo de fluidos resulta em melhora na perfusio
e aumento da pressio arterial média (PAM),” o que pode
reduzir a chance de evolugio para o 6bito intra-hospitalar em
até 2,7% a cada 1% de fluido administrado a mais, desde que
a identifica¢io do quadro e o inicio do tratamento ocorram
em tempo hdbil."” Da mesma forma, o inicio imediato
de antibidticos em caso de sepse reduz significativamente
o risco de morte, uma vez que, a cada hora de atraso no
inicio do tratamento, hd aumento de 10% na mortalidade.!?
Esses dados demonstram a necessidade de identificagao
e priorizagao na vigilancia dos pacientes com elevado
potencial de evolugao para o choque nas UTI, o que pode
ser fortemente auxiliado por uma ferramenta de ficil
aplicagdo e com elevada acurdcia.

Os modelos preditivos criados a partir de algoritmos de
aprendizagem de mdquina (machine learning) sao utilizados
como base para a criagio de ferramentas com aplicagao
crescente na drea da satide."? Sdo usados para predizer
diversas condigoes clinicamente relevantes, inclusive sepse
e choque séptico."® No entanto, os modelos utilizados
para predizer choque utilizam grande niimero de varidveis,
geralmente de dificil obtengao, o que pode dificultar
sua reprodugio em outros cendrios."® Alguns modelos
utilizam varidveis mais facilmente coletadas, porém sao
exclusivos para a predi¢ao de choque séptico e com varidveis
preditoras coletadas ap6s a admissao do paciente.’ Tais
caracteristicas tornam limitada a aplicagao desses modelos
na prética clinica didria das UTI, pela falta de praticidade
e indisponibilidade dos dados, quando necessério.

Assim, este estudo teve como objetivo criar e validar um
modelo de predi¢io de choque séptico ou hipovolémico
com varidveis de ficil obtencio, coletadas na admissao de
pacientes internados em UTT.

METODOS

Este foi um estudo de modelagem preditiva realizado
com dados de pacientes admitidos na UTI de um
hospital localizado na Regiao Nordeste do Brasil. No
momento da pesquisa, a unidade possuia 20 leitos e
recebia pacientes com variadas condigoes clinicas e
cirtrgicas. Foram incluidos todos os pacientes com 18
anos ou mais que nao estavam em uso de droga vasoativa
(DVA) no dia da admissio e foram internados na UTI
entre novembro de 2020 e julho de 2021. Pacientes que
apresentavam dados incompletos para qualquer uma das
varidveis utilizadas no estudo foram excluidos das andlises.
A coleta de dados nos prontudrios foi realizada diariamente,
desde a admissdo até a saida do paciente da UTI, com
o auxilio de um questiondrio elaborado pela equipe de
pesquisa na plataforma KoBoToolbox,"” por meio do
aplicativo KoCoCollect para Android. Diariamente, era
realizada uma auditoria dos dados coletados, de forma a
evitar perdas ou erros de coleta ou de lancamento deles.

Variavel-alvo

A ocorréncia de choque séptico ou hipovolémico
foi avaliada utilizando-se DVA, norepinefrina e/ou
vasopressina, em algum momento da internagao na UTI.
Embora a defini¢ao de choque séptico seja o uso de DVA
para manuten¢io da PAM maior que 65mmHg e lactato
sérico acima de 2mmol/L,"® para este estudo o choque
foi avaliado apenas pelo uso de DVA durante a internagio.
Essa estratégia foi utilizada em razio da auséncia dos niveis
de lactato para a maioria dos pacientes. Embora exista a
possibilidade de superestimar o niimero de pacientes com
choque, a necessidade de DVA é uma condigdo de alerta
que pode ser evitada desde que sinalizada em tempo habil
para a implementacio de medidas que possam preveni-la. A
varidvel-alvo foi composta de uma varidvel dicotdmica, com
valores sim ou nio para o uso de DVA durante o tempo de
internacio, exceto na admissao.

Preditores

A etapa de mineracao das varidveis preditoras foi
restrita aos dados disponiveis na data de admissao do
paciente na UT1, a qual resultou na identificagao de 12

.7 . e » <« . - <«
varidveis: “idade”, “presenca de infecgao”, “uso de tubo
orotraqueal”, “uso de sonda vesical de demora”, “uso de
cateter venoso central”, “uso de cateter para monitorizagio
de pressao arterial invasiva”, “sedagao”, “Simplified Acute
Physiology Score III (SAPS)”, “temperatura”, “pressao
arterial sist6lica”, “comorbidades” e “frequéncia cardiaca”.
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As varidveis “temperatura’, “pressio arterial sistélica” e
“frequéncia cardiaca” foram utilizadas no formato de varidvel
continua, enquanto a varidvel “SAPS” foi categorizada
em < 57 e > 57, de acordo com um estudo brasileiro, no
qual o ponto de corte em 57 apresentou melhor sensibilidade
e especificidade na predi¢ao de mortalidade hospitalar."” Os
pacientes com dados faltantes foram excluidos das andlises.
Optamos por nio realizar imputacio de dados, uma vez que
somente um nimero pequeno de pacientes apresentou dados
faltantes, sem impacto sobre a capacidade preditiva do modelo.

Treinamento e validacao do modelo

Para a construgio do modelo, os dados foram importados
para o software Jupyter Notebook e foram utilizadas as bibliotecas
Pandas, Scikit-Learn e Matplotlib da linguagem Python para a
criagio do modelo. Foram testados os algoritmos de classificacio
do tpo Decision Tree, Random Forest, AdaBoost, Gradient Boosting
¢ XGBoost, na busca pelo melhor resultado na predicio do choque
séptico e hipovolémico. Outros algoritmos como redes neurais
artificias e regressao logistica foram testados e apresentaram
resultados inferiores com precisao e recall menores que 60%,
enquanto os algoritmos baseados em drvore apresentaram
resultados superiores a 80% nas métricas de avaliagio.

Para a validagdo do modelo, foi utilizado o método £-fold
cross validation. Nesse método, o banco foi subdividido em cinco
conjuntos de dados. Em cada uma das cinco validagoes, uma
parte diferente do modelo foi escolhida aleatoriamente para
representar o grupo de teste, e o restante dos dados fez parte
do conjunto de treinamento. As métricas de avaliacao final sio
médias aritméticas dos cincos resultados obtidos ao fim de cada
validagdo. Embora o conjunto de dados nio seja desbalanceado,
optamos por nio utilizar a acurdcia, portanto, foram utilizadas
as métricas de recall, precisao e drea sob a curva (ASC) Receiver
Operating Characteristic (ROC) para avaliagdo do modelo.
Essas métricas foram escolhidas com o intuito de diminuir o
nimero de falso-positivos, em vista da gravidade da condicao
a ser detectada, assim como de falso-negativos, para reduzir
possibilidade de alocagao inadequada de recursos na UTI.

Este estudo foi aprovado pelo Comité de Etica em
Pesquisa da Universidade Federal da Bahia, Instituto
Multidisciplinar em Satde - Campus Anisio Teixeira, sob
nimero 38332720.4.0000.5556. A aplica¢io de Termo de
Consentimento Livre e Esclarecido (TCLE) foi dispensada
jé que todas as informagoes foram coletadas dos prontudrios
e com o minimo de riscos aos pacientes.

RESULTADOS

Preencheram os critérios de inclusio do estudo 731
pacientes, dos quais 11 foram excluidos por apresentarem
dados faltantes em uma ou mais varidveis preditoras, o
que resultou na inclusao de 720 pacientes para as andlises.
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Os dados demogrificos e as caracteristicas gerais da
populacio do estudo estdo descritos na tabela 1.

Tabela 1 - Caracteristicas gerais da populagao de estudo

Varidveis
|dade 67 [24]
Sexo
Feminino 277 (38,5)
Masculino 443 (61,5)
Comorbidades
Sim 376 (52,2)
Nao 344 (47,8)
Localizacao antes da UTI
Emergéncia 308 (42,8)
Centro cirdrgico 146 (20,3)
Enfermaria 143 (19,9)
Sala de chogue 79 (11,0)
Outro hospital 44 (6,0)
Tempo de internagéo 5[7]

UTI - unidade de terapia intensiva. Resultados expressos por mediana [intervalo interquartil] ou n (%).

Entre os modelos comparados, o melhor recall e, desse
modo, o menor nimero de falso-negativos foi observado com
os algoritmos Gradient Boosting e XGBoost. As métricas de
avaliacio dos modelos estdo descritas na tabela 2. A ASC-ROC
e a matriz de confusdo de cada modelo estao apresentadas nas
figuras 1 e 2, respectivamente.

Tabela 2 - Métricas de avaliagao de desempenho dos modelos na predicéo do choque

Algoritmo Recall Precisao
Decision Tree 0,98 0.97
Random Forest 0,98 0,96
AdaBoost 0,97 0,97
Gradient Boosting 0,99 0,99
XGBoost 0,99 0,99

O modelo com o algoritmo de XGBoost apresentou
melhor desempenho quando consideradas as trés métricas de
avaliagao, com uma ASC-ROC de 1,00. As importancias das
varidveis para o modelo preditivo foram medidas por meio do
célculo de média e desvio-padrao da diminui¢ao da impureza
em cada drvore gerada, mediante a utilizagao do atributo
feature importances. As varidveis que mais contribuiram para
a predigio nesse algoritmo foram infecgio, cateter urindrio,
intubagdo orotraqueal e temperatura; a importancia das
varidveis para o modelo estd descrita na figura 3.
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Figura 1 - Curva Receiver Operating Characteristic dos modelos na predicao do choque.

Figura 2 - Matriz de confusao de cada modelo avaliado na predicao do choque: (A) Decision Tree, (B) Random Forest, (C) XGBoost, (D) AdaBoost e (E) Gradient Boosting.
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Figura 3 - Importancia das varidveis para o modelo preditivo.
SAPS - Simplified Acute Physiology Score.

DISCUSSAO

A partir de dados de ficil obtengao, nés elaboramos
e validamos um modelo de predi¢do que foi capaz de
classificar corretamente, ainda na admissao, 99% dos
pacientes que evoluiriam para a condi¢ao de choque séptico
ou hipovolémico em algum momento durante a estadia
na UTL

A correlagio direta entre tempo de inicio dos sintomas,
introdugao das a¢des terapéuticas e mortalidade associada
ao choque é um conceito amplamente disseminado entre
as equipes de terapia intensiva. Contudo, na rotina de uma
UTI nao ¢ incomum que exista atraso na identificagao
dos sinais iniciais de choque e no disparo do conjunto
de medidas que pode reduzir a chance de evolugio para
o 6bito. Essa demora pode estar relacionada tanto a
sobrecarga de trabalho quanto a falhas no planejamento
e na sistematiza¢io do cuidado. Consequentemente, a
despeito de saber quando e como agir, esse momento ideal
para o diagndstico pode ser perdido. Entre os principais
potenciais do nosso modelo de predi¢cio do choque
estd sua possibilidade de aplicagao como ferramenta de
apoio na organizacio do processo assistencial na UTI,
como na defini¢io do niimero e do intervalo de visitas
da enfermagem ao leito de um paciente, baseado no
seu risco de evolu¢io para o choque, assim como na
ampliagdo da vigilancia infecciosa, com monitoramento
da temperatura, leucograma e proteina C-reativa, além de
revisdo constante da terapia antimicrobiana, com realizacio
de escalonamento, quando necessdrio.
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A administragdo de fluidos é uma das principais
intervengdes para o aumento da perfusao tecidual e
reducio da evolugdo para o choque. Essa medida ¢
utilizada ndo somente para evitar choque séptico, como
também o hipovolémico. Ainda que a defini¢io sobre o
melhor fluido a ser utilizado permane¢a em discussao,
ja hd evidéncia suficiente demonstrando que quanto
mais precoce a infusao, melhores sio os resultados dos
pacientes. A fluidoterapia intravenosa em pacientes com
sepse, sem choque, foi responsdvel pelo aumento da PAM
e esteve associada a menor tempo de ventilagio mecinica
e de permanéncia na UTL."® Assim, a identificagio de
um paciente com risco de choque parece ser essencial
para o inicio da ressuscita¢ao hidrica que resulta na
melhoria dos desfechos dos pacientes e diminui o risco
de hipotensio tardia. No entanto, tal conduta deve ser
realizada com cautela para que nio haja sobrecarga hidrica
e prejuizos aos pacientes criticos.!” Portanto, o modelo
que validamos no presente estudo pode ser um subsidio
valioso para a tomada de decisio da equipe assistencial
sobre a hidrata¢io vigorosa de um paciente na UTI, antes
mesmo do surgimento dos sinais iniciais de hipotensao
ou do choque propriamente dito.

Alguns modelos tém sido propostos para a predi¢ao de
sepse e choque séptico em UTI. No entanto, esses modelos
apresentam limitagoes de reprodutibilidade, principalmente
por sua dependéncia de um grande conjunto de varidveis.
Alguns deles chegam a incluir até 20 varidveis diferentes,
das quais algumas sdo pouco préticas de serem obtidas na
rotina usual de uma UTI, como niveis de fibrinogénio. "
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Dessa forma, o desenvolvimento de um modelo de predicio
composto de um niimero reduzido de varidveis, que sejam
de fécil obtengao, possibilita sua reprodugio em outros
hospitais, inclusive aqueles com recursos limitados.

Um modelo preditivo para uso de DVA, que também
utiliza varidveis de fdcil obtencio, foi desenvolvido
recentemente. Contudo, sua predicio diz respeito ao uso de
vasopressores em até 24 horas ap6s a admissao na UTI, para
auxiliar a conduta inicial nesses pacientes, ji que os preditores
foram sinais vitais que geralmente estdo disponiveis antes da
admissdo na UTL.*Y Embora um percentual significativo dos
pacientes necessite de DVA no inicio da internagio, aqueles
que apresentam um quadro de choque apds as primeiras
48 horas permanecem mais tempo na UTL.?? Portanto,
nosso modelo tem o potencial de aplicagio mais amplo e
a possibilidade de colaborar com a redu¢io do tempo de
permanéncia na UTT.

Recente discussao em relago a utilizagao de algoritmos de
machine learning para a criagao de modelos preditivos na drea
da satide ¢ sobre a interpretabilidade dessas ferramentas.®?
Um modelo ¢ considerado interpretdvel quando seu processo
de tomada de decisio é facilmente explicdvel.?¥ O melhor
modelo de predi¢io de choque séptico e hipovolémico em
nosso estudo foi alcancado por meio da utilizagio do algoritmo
XGBoost, um algoritmo pouco interpretvel. No entanto, as
varidveis utilizadas em nosso modelo sdo conhecidamente
associadas ao choque e, portanto, embora o modelo seja de
dificil entendimento, o conjunto de varidveis que o compoem
torna fdcil sua compreensao para o usudrio final no processo de
tomada de decisdo. Essa caracteristica amplia a possibilidade
de aplicagio pritica do modelo validado neste estudo.

Nosso estudo apresenta algumas limitagdes. Uma delas
foi a utilizagdo apenas do uso de DVA para a definicio de
choque devido a falta dos valores de lactato sérico e, portanto,
o niimero de pacientes com choque pode estar superestimado.
Contudo, o uso de DVA jd caracteriza um cendrio com
necessidade de maior monitorizagio e demanda mais cuidados
da equipe de assisténcia. Outra limita¢io do nosso estudo ¢,
provavelmente, o nimero de pacientes incluidos na modelagem.
No entanto, por se tratar de uma base de dados alimentada
de forma prospectiva, com auditoria constante dos dados
coletados, houve niimero minimo de perda de informagoes,
o que resultou em varidveis com elevado grau de completude
e, consequentemente, redugio do potencial de vieses
produzido pelo tamanho da populagio estudada. Da mesma
forma, os valores obtidos nas métricas de avaliacio sugerem
que o numero de pacientes nio prejudicou o desempenho
do modelo. Além do nimero de pacientes incluidos, por se
tratar de um estudo de tinico centro, nao é possivel afirmar
que nosso modelo possa ser aplicado em outras UTIL.

Para tanto, serd necessdrio testar sua acuracia em cendrios
distintos, até que o mesmo possa ser aplicado como
ferramenta de apoio a toma da de decisio.

CONCLUSAOQ

A criagio ¢ a validagio de um modelo preditivo baseado em
um algoritmo de classificagao do tipo XGBoost apresentaram
elevada acuricia na predigio do choque séptico e hipovolémico
desde momento da admissdo de pacientes na unidade de
terapia intensiva, a partir de varidveis que podem ser facilmente
coletadas. Essa ferramenta tem potencial para aplicagio na
pratica didria das equipes de terapia intensiva, como suporte &
organizagio do processo assistencial, de forma a reduzir a chance
de evolugio para o choque de pacientes admitidos na unidade
de terapia intensiva. Além disso, o modelo pode ser utilizado
facilmente para o desenvolvimento de uma aplica¢io que possa
ser acessada pelos profissionais durante a rotina de trabalho.
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