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RESUMO

Dentre as varias técnicas de previsdo de vazdo, os modelos guiados por dados (DDMs:
data-driven models) estdo sendo muito utilizados. Estes se baseiam num banco de dados
formado pelos registros historicos das variaveis de entrada (precipitacdo e vazdo) e saida
(vazdo) para realizar a previséo. Redes neurais artificiais (ANNs: artificial neural networks)
sdo os tipos de DDMs mais comuns e se mostram normalmente mais precisas do que outros
modelos empiricos, mas possuem a desvantagem de ndo serem suficientemente transparentes.
Um dos métodos de aprendizado de maquina que ndo possui esse problema é o aprendizado
baseado em instancias (IBL: instance-based learning). O modelo k-nearest neighbor (KNN) é
um exemplo de IBL. Neste trabalho, variacbes do modelo KNN sédo utilizadas e propostas a
fim de realizar previsdo de vazéo em rio do estado de Sergipe. Os resultados sdo comparados
aos de simulacdes feitas com o uso de redes neurais artificiais e indicam superioridade das
ANNSs, mas também previsoes satisfatdrias com o KNN.

Palavras-chave: previsdo hidroldgica, inteligéncia artificial, mineragdo de dados.

Assessment of data-driven modeling strategies for streamflow
forecasting in a river of Sergipe

ABSTRACT

Among several streamflow forecasting techniques, data-driven models (DDMs) are
widely used. They employ a database formed by historical input (precipitation and
streamflow) and output (streamflow) variables to perform the prediction. Artificial neural
networks (ANNSs) are the most common types of DDMs, and are typically more accurate than
other empirical models, but have the disadvantage of not being sufficiently transparent. One
of the machine-learning methods that do not have this problem is the so-called “instance-based
learning” (IBL). The KNN algorithm is an example of IBL. This research applies and
proposes variations of the KNN model in order to forecast streamflows in a river of the state
of Sergipe, Brazil. The results are compared to simulations carried out by the use of artificial
neural networks and indicate the superiority of the ANNSs, but also show satisfactory forecasts
of the KNN.
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1. INTRODUCAO

O conhecimento prévio de informacdes hidrologicas, sobretudo de vazdes, em diferentes
escalas de tempo e espaco é extremamente necessario para a tomada de decisdo na operacao
de reservatorios e de hidrelétricas como também no planejamento e gerenciamento de varios
outros sistemas de recursos hidricos.

Modelos de previsdo de vazdo do tipo conceitual levam em consideracdo a descricao
detalhada dos processos fisicos e precisam usualmente de informagbes sobre pardmetros
hidroldgicos, alguns dos quais ndo podem ser medidos. Por causa desse tipo de restricdo,
modelos empiricos, ou guiados por dados (DDMs: data-driven models), vém se tornando cada
vez mais populares (Solomatine et al., 2008). Dentre os varios tipos de DDMs, redes neurais
artificiais (ANN: artificial neural networks) sdo os mais populares (Cruz et al., 2010; Gomes
et al., 2010; Farias et al., 2007; Valenca, 2005; Galvao e Valenca, 1999).

Modelos de predicdo numérica baseados em ANNs e outros que reconstroem
dependéncias ndo lineares complexas sdo tipicamente mais precisos do que alguns modelos
empiricos mas, como observado por Solomatine et al. (2008), sofrem por ficarem
encapsulados em codigos de software e, dessa forma, ndo serem transparentes o suficiente, o
que é um problema para sua aceitacao pelo usuério final uma vez que necessitam, também, de
alguma experiéncia do usuéario para definicdo da arquitetura da rede, do nimero de camadas e
de neuronios, e do algoritmo de otimizacdo para calibracdo dos parametros.

Uma das técnicas de aprendizado de maqguina que tem potencial para resolver a questao
da ndo transparéncia € o chamado aprendizado baseado em instancias (IBL: instance-based
learning), que simplesmente armazena todos os exemplos historicos (instancias) na memoria
(processo conhecido como easy learning) sem fazer qualquer tipo de generalizagcdo dos dados
fornecidos (eager learning, usado pelas ANNS) e sem necessitar de uma fase de calibracéo de
parametros. Todo o trabalho do algoritmo é feito durante a previsdo, utilizando-se alguma
métrica para encontrar os exemplos passados mais similares ao da situacdo atual de modo a
prever o que acontecerd no futuro com base no que ocorreu no passado.

Exemplos de modelos baseados em IBL sdo o algoritmo do vizinho mais préoximo (NN:
nearest neighbor) e sua variante k-nearest neighbor (KNN). O modelo KNN classifica um
novo exemplo calculando a média entre os k exemplos mais proximos a ele. O NN
unicamente escolhe a instancia mais proxima.

Na literatura de recursos hidricos existem algumas aplicacdes de modelos IBL, com a
grande maioria das pesquisas utilizando-se do modelo KNN (Toth et al., 2000; Shamseldin e
O’Connor, 1996; Galeati, 1990; Karlsson e Yakowitz, 1987). No campo da previsdo de vazao,
o vetor de exemplos de treinamento (atributos) é geralmente composto pelos valores de chuva
e vazao de periodos anteriores.

Este trabalho teve como objetivo implementar estratégias de aprendizado baseado em
instancias, especificamente o algoritmo KNN, e aplica-las na previsdo de vazdo em escala
mensal de um curso d’agua localizado em uma bacia hidrografica do estado de Sergipe, com o
intuito de dar subsidios para o processo de planejamento e gerenciamento dos recursos
hidricos da regido. Aléem da metodologia tradicional do KNN, foi proposta e aplicada outra
variacdo deste modelo bem como a técnica das redes neurais artificiais.

2. MATERIAL E METODOS

2.1. Procedimento de previsao

De maneira bem simples, o procedimento de previsdo de vazéo visa estimar o valor da
vazdo Q no periodo t + H, onde t € o més atual e H é o horizonte de previséo, em funcéo de
valores de chuva (P) e deflivio em periodos passados (t — 1, t — 2, etc.). Seja y=Q(t+H) a

A Rev. Ambient. Agua vol. 9 n. 3 Taubaté - Jul / Sep. 2014
IPABH?



490 José Rafael Santana Santos et al.

vazjo a ser prevista e X =|P(t—1),P(t-2),...,P(t—7,),Q(t -1),Q(t - 2),...,Q(t—7,)| 0 chamado
vetor de atributos de entrada, i.e., 0s valores passados de chuva e vazdo usados para prever o
deflavio futuro. O objetivo é encontrar uma funcgdo f que mapeie a entrada X com a saida y da
forma y = f(X) de modo que:

Q(t+H)= f{P(t -1),P(t-2),...,P(t—75),Q(t-1),Q(t-2),...,Q(t —Z'Q)} 1)

A funcéo f pode ser qualquer estratégia de aprendizado de maquina como uma ANN ou
um modelo KNN, utilizados neste trabalho. Esta pesquisa usou H = 0, i.e., a vazdo do més
atual foi prevista com base em chuvas e vazdes passadas.

Cada elemento x; do vetor X=[x,,...,x,] é um atributo. As séries histdricas de chuva e
vazdo permitem formar um conjunto de treinamento com varios vetores de atributos
(Quadro 1).

Quadro 1. Vetores de atributos para treinamento.

Vetores de Entrada Atributos Valores de Saida
Ay Az An
X1 X1,1 X1,2 e X1,n Y1
X X2,1 X222 o Xon Y2
Xm Xm,l Xm,2 ce Xm,n Ym

Nota: Os valores de y; (i=1, 2, ..., m) sdo as vazfes para um horizonte de H meses correspondentes
aos vetores de atributos X; obtidos com base nos dados histéricos.

As defasagens (lags) limites 7, e 7, determinam a quantidade de valores passados de

chuva e vazdo a serem utilizados na previsao futura. Podem ser escolhidas a partir da analise
hidroldgica da bacia hidrografica e de estudos de correlacdo entre entradas e saidas.

Nesta pesquisa, foram utilizados o coeficiente de correlacdo de Pearson e a chamada
informacgdo mutua média para a determinacdo dos lags maximos. O coeficiente de correlacdo
de Pearson indica a magnitude e a direcdo do relacionamento linear entre duas variaveis. Seus
valores situam-se dentro do intervalo [-1, 1], com -1 indicando correlagdo linear inversa
perfeita e +1 indicando correlacdo linear direta perfeita. A informacdo matua média (AMI:
average mutual information), por sua vez, mede a correlacdo nao linear entre duas variaveis.
Seu valor 6timo varia de acordo com os dados. Neste estudo, este valor foi o encontrado
correlacionando a série fluviométrica com ela mesma para lag O (i.e., sem defasagem de
tempo).

2.2. Definicio da area de estudo e coleta de dados

O estudo de caso para realizagdo deste trabalho foi a bacia hidrogréfica do rio Japaratuba,
localizada no estado de Sergipe (Figura 1). Essa bacia foi escolhida pelo fato de existirem
sequéncias razoavelmente longas de dados pluviométricos e fluviométricos obtidos através do
portal Hidroweb (hidroweb.ana.gov.br) da Agéncia Nacional de Aguas (ANA).

A bacia hidrografica do rio Japaratuba apresenta um regime hidrolégico homogéneo,
situando-se entre as latitudes 10°14°00” e 10°48°00” S, e longitudes 37°18°00” e 36°48°00”
W, drenando uma érea de 1.664,61 km?. O curso d’agua principal € o rio Japaratuba com uma
extensdo de 113,21 km, com nascente no municipio de Feira Nova, proxima ao municipio de
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Graccho Cardoso, desembocando no oceano Atlantico entre os municipios de Pirambu e Barra
dos Coqueiros. A rede de drenagem tem como principais afluentes pela margem direita os rios
Siriri, Riachdo e Lagarto e, pela margem esquerda, o Japaratuba Mirim, Cajueiro e Calomba.
O rio Japaratuba corta o estado de Sergipe no sentido Oeste-Leste (SEMARH-SE, 2010).

Foi adotado um periodo de dez anos para o estudo, sendo oito anos destinados para a fase
de calibracdo da ANN e aprendizado do KNN e dois anos para teste, i.e., uso de ambos 0s
modelos para prever vazdes ja conhecidas durante estes dois anos a fim de comparar 0s
valores observados com os previstos pelos modelos, estratégia conhecida como hindcasting
ou previsdo inversa. O periodo de estudo escolhido foi de janeiro de 1969 a dezembro de
1978. O critério para a escolha desse periodo foi adotar uma faixa que compreendesse 0 maior
numero possivel de séries historicas de chuva que tivessem dados no mesmo intervalo de
tempo das séries histéricas de vazdo. Por este motivo, algumas estacfes existentes na bacia
foram descartadas do estudo. A Tabela 1 mostra as estacdes efetivamente empregadas.
Portanto, a estacdo fluviométrica para a qual a modelagem de previséo foi feita é a estagdo de
Japaratuba (c6digo ANA: 50040000).

Figura 1. Bacias hidrogréficas do estado de Sergipe.
Fonte: Atlas Digital Sobre Recursos Hidricos de Sergipe (SEMARH-SE, 2012).
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Tabela 1. Esta¢Oes fluviométricas e pluviométricas utilizadas.

Nome da Estacéo Tipo Cadigo (ANA)
Japaratuba Fluv. 50040000
Japaratuba Pluv. 01036014
Japaratuba Pluv. 01036016
Usina Outeirinhos Pluv. 01036020
Curral do Meio Pluv. 01036033
Capela Pluv. 01037009
Cumbe Pluv. 01037013
Siriri Pluv. 01037047
Nossa Senhora das Dores Pluv. 01037060

2.3. Modelo ANN

Redes neurais artificiais sdo dispositivos computacionais capazes de estabelecer relacfes
ndo lineares entre dados de entrada e saida de um sistema. Esse mapeamento é conduzido por
elementos que funcionam como neur6nios artificiais, pois recebem uma série de informacdes,
processam-nas e produzem uma saida, assim como as células do tecido nervoso humano.
Existem muitos tipos de ANNSs e, neste estudo, foi utilizada uma do conhecido tipo
feedforward com trés camadas: entrada, intermediaria (ou oculta) e saida.

Cada neurdnio da camada oculta coleta os valores de entrada ponderados para formar o
valor de saida ou campo local induzido. Cada campo local induzido é submetido a uma
funcdo de ativacdo para que se torne o valor de entrada do neur6nio da camada de saida. O
neurdnio da camada de saida possui 0 mesmo esquema dos neurdnios da camada oculta e 0
seu campo local induzido, depois de submetido a funcdo de ativacgdo, torna-se a saida final da
ANN. O numero de neurbnios da camada de entrada depende da quantidade de atributos de
periodos passados (chuva, vazdo, etc.) usados para prever a vazao futura. O ndmero de
neurdnios da camada oculta é determinado fazendo simulacGes e verificando a melhor
combinacdo de resultados. Por dltimo, a camada de saida tem um Unico neurbnio
representando a vazdo a ser prevista. Na rede feedforward, os neurbnios de uma mesma
camada néo sdo conectados entre si.

Neste trabalho foi utilizada a funcéo sigmdide tangencial como funcédo de ativacdo para a
camada intermediaria, e para a camada de saida foi utilizada uma funcdo linear. A calibragéo
da rede foi conduzida pelo algoritmo de otimizagdo Levenberg-Marquadt. Dos oito anos de
dados usados na calibracéo, seis foram empregados no treinamento (que ajusta os parametros
de acordo com o erro entre valores observados e simulados) e os outros dois na validagao (que
mede a generalizagdo da rede e interrompe o treinamento quando a generalizacdo parar de
melhorar). No processo de otimizacdo para ajuste dos parametros da rede, foram realizados
varios treinamentos com diversas combinacdes de neurdnios a fim de minimizar o erro entre
valores observados e simulados. Finalmente, a melhor performance obtida foi com o uso de
50 neurdnios na camada central.

2.4. Modelo KNN
De acordo com o modelo k-nearest neighbor, dado um novo vetor de atributos Xy néo
incluido no conjunto de treinamento, também chamado de vetor de consulta (query vector), a
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vazao correspondente yq € determinada combinando os k valores de saida dos vetores X;
(secdo 2.1) mais proximos de Xg.

Uma norma Euclidiana ponderada é geralmente usada para medir a proximidade
(similaridade) dos vetores X; e Xg:

d (Xq X )= \/ Z?zleA (Xij —Xg f (2)

em que:

wf € 0 peso do j-ésimo atributo. Com os valores de saida y; dos k pontos mais proximos
(vizinhos), o valor previsto para yq € calculado por:

z:(:lw?/ i

Yo =" 3)

k
>l
i=1

em que:

wy é o peso do i-ésimo vizinho. Na sua forma mais simples, o modelo KNN usa w’ =1 e
a estimativa é o valor médio dos k vizinhos mais proximos. Na versdo melhorada, entretanto,
cada vizinho possui um peso baseado na distancia d(xq,xi). Um vizinho mais longe recebe

um peso menor, o que reduz seu efeito sobre a previsdo em comparagdo com outros vizinhos
mais proximos. Desta forma, algumas funcdes kernel, que decrescem monotonicamente a
medida que a distancia aumenta, tém sido utilizadas (Akbari et al., 2011):

Linear: w =1-d(X,, X;) 4)
vers W <Jalx, x 5
Inversa quadratica:  w’ ={d(x,,x, )P} (6)
Exponencial: w! = expl-d(X,. X, )] ()
Gaussiana: w’ =expl-[d(X,. %, )P 8)

N&o existem evidéncias de que uma funcdo é melhor do que as demais. Além disso,
também ndo ha um método totalmente estabelecido para selecionar o valor étimo de k no
algoritmo KNN.

2.5. Modelo RKNN: KNN com extrapolagao

Em principio, 0 modelo KNN nunca podera prever uma vazdo superior as vazdes
registradas nas instancias de aprendizado. Para corrigir esse problema, este trabalho propde
um modelo denominado rainstorming KNN (RKNN). O RKNN apresenta uma pequena
diferenca em relagdo ao KNN, em que um chamado fator de tormenta R incrementa a vazéo
prevista pelo KNN. Esse fator € calculado da seguinte forma:

A Rev. Ambient. Agua vol. 9 n. 3 Taubaté - Jul / Sep. 2014
IPABH?



494 José Rafael Santana Santos et al.

> max(X (i) - Xy i).0)
X D)

R=1+ 9)

em que:

Xq(i) é o i-ésimo componente do vetor de consulta e Xyn(i) é 0 i-ésimo componente do
vizinho mais proximo. Logo, a vazao a ser prevista pelo algoritmo sera dada pelo membro do
lado direito da Equacdo 3 multiplicado por R.

Quando ocorrer um vetor de consulta com chuvas ou vazdes superiores aos valores do
vizinho mais proximo, R > 1 e a vazao prevista sera superior a do modelo KNN. Caso isso
ndo aconteca, R = 1 e a previsdo sera a mesma do modelo KNN padrao.

2.6. Medidas de desempenho

As medidas de desempenho empregadas para comparar vazdes observadas e previstas por
cada modelo foram a raiz do erro quadratico medio (RMSE: root mean square error), o erro
absoluto médio (MAE: mean absolute error) e o critério de eficiéncia de Nash-Sutcliffe (E).
As equac0es a seguir mostram como calcular essas medidas:

T _ 2
RMSE = \/Zt—l [Qobs(? Qprev (t)] (10)
MAE = 257100 - Qs ) “

t=1

S [Quo® - Qo OF

E=1-<& b
zt:l [Qobs(t) - Qobs (t)]2

(12)

em que:

Qobs(t) € Qons(t) sdo, respectivamente, as vazdes observada e prevista para 0 més
t(t=1,..,T),e Q,t) éamédia das vazdes observadas durante o horizonte de simulagdo T.

A interpretagdo para esses indices é que o MAE e o RMSE representam o quanto o valor
previsto se desvia do observado. Para ambos, quanto menor o valor melhor é a previsdo. A
eficiéncia de Nash-Sutcliffe pode variar de -0 a 1. Uma eficiéncia de E = 1 corresponde a um
ajuste perfeito dos dados modelados aos observados. Uma eficiéncia de E = 0 indica que as
previsdes do modelo sdo tdo precisas quanto a média dos dados observados, enquanto que
uma eficiéncia inferior a zero ocorre quando a meédia observada € um indicador melhor do que
0 modelo.

3. RESULTADOS E DISCUSSAOQO

3.1. Correlagdes para defini¢céo dos atributos

Inicialmente, foi calculada a correlacido de Pearson e a AMI entre os dados da estacdo
fluviométrica Japaratuba com ela mesma e com as estacfes pluviométricas para varios lags.

De acordo com os valores de correlagdes calculados foram feitos varios testes via modelo
KNN cada um deles com uma combinag&o diferente de atributos. O Quadro 2 mostra as séries
historicas que foram utilizadas em cada teste com o respectivo lag. As estacdes descritas
como Japaratuba-1 e Japaratuba-2 sdo as estacOes pluviométricas de codigos 01036014 e
01036016, respectivamente.
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3.2. Resultados

Para cada um dos testes listados no Quadro 2, foram conduzidas vérias simulagdes com o
modelo KNN combinando todas as funcdes kernel das Equacdes 4 a 8 e os valores de
vizinhos k = 1, ..., 8. Ao todo, foram 240 simulagdes (5 func¢des x 8 valores de vizinhos x 6
testes). Por questdes de espago, apenas 0s melhores resultados sdo mostrados neste artigo.

Quadro 2. Atributos utilizados nos testes de aplicacdo do modelo KNN.
Teste Atributos de Chuva Atributos de Vazdo

Japaratuba-1 (lag 1)
Teste 1 Japaratuba-2 (lag 1) —
Capela (lag 1)

Teste 2 Japaratuba-1 (lag 1) —
Teste 3 Japaratuba-2 (lag 1) —
Teste 4 Outeirinhos (lag 1) —

Japaratuba-1 (lag 1)
Japaratuba-2 (lag 1)

Teste 5 Capela (lag 1) Japaratuba (lag 1)
Curral do Meio (lag 1)

Teste 6 Usina Outeirinhos (lag 1) Japaratuba (lag 1)

Usina Outeirinhos (lag 2) Japaratuba (lag 2)

A melhor configuracdo para os modelos KNN e RKNN foi a do Teste 6 com funcgéo
exponencial e com k = 2 vizinhos. A Tabela 2 apresenta o resumo das melhores simulagdes
realizadas pelos modelos KNN, RKNN e ANN levando em consideracdo os indices de
desempenho. As Figuras de 2 a 4 mostram, respectivamente, a comparacdo entre vazoes
observadas e previstas a partir dos modelos KNN, RKNN e ANN.

Tabela 2. Melhores medidas de desempenho para cada modelo.

Modelo RMSE MAE E

KNN 2,99 2,12 0,71
RKNN 2,70 1,97 0,76
ANN 1,94 1,30 0,88

3.3. Discusséao dos resultados

De acordo com os resultados, a ANN mostrou-se superior a0 KNN e RKNN com uma
eficiéncia de E = 0,88 e com os menores valores de RMSE e MAE. Porém, os modelos
baseados no algoritmo do vizinho mais proximo também forneceram resultados satisfatorios
com o KNN obtendo eficiéncia de E = 0,71 e 0o RKNN fornecendo um valor de E = 0,76.

Um fator limitante para 0 KNN nesta pesquisa foi a pouca quantidade de dados utilizados
para a fase de aprendizado dos modelos (8 anos para a fase de treinamento) o que afeta
negativamente o desempenho do modelo.
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O objetivo do modelo RKNN foi alcangado nas simulacbes para a bacia do Japaratuba
uma vez que foi evidenciado que esse procedimento corrige, em parte, o defeito do KNN em
prever vazdes acima dos registros utilizados para o aprendizado.

A ordem de grandeza das eficiéncias foi semelhante a encontrada em algumas bacias
analisadas por Guilhon et al. (2007) que utilizaram outros modelos empiricos para previsao de
vazdo. Levando em consideracdo a simplicidade do algoritmo do vizinho mais préximo em
relacdo a técnica mais sofisticada de redes neurais artificiais, conclui-se que o0 KNN pode ser
util para previsao de vazdo.

4. CONCLUSAO

Neste trabalho, a metodologia KNN de aprendizado baseado em instancias foi aplicada
para a previsdo de vazao no rio Japaratuba, estado de Sergipe. Também foi proposto o modelo
RKNN, um refinamento no KNN para que o mesmo fosse capaz de prever vazGes maiores do
que as historicas (o que ndo acontece com o KNN original). O desempenho destes modelos
foi comparado com os de simulagdes feitas com o uso de redes neurais artificiais.

As ANNs obtiveram um melhor desempenho em relacdo aos modelos baseados no
algoritmo do vizinho mais proximo. Todavia, ambos 0 KNN e o RKNN apresentaram bons
resultados apesar da pouca quantidade de dados para o aprendizado.

Uma recomendacao para trabalhos futuros é testar os modelos em periodos mais longos
que o usado neste trabalho (apenas oito anos para calibracdo/aprendizado e dois anos para
validacao) e também para horizontes de previsdo mais distantes.
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