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RESUMO 
Objetivo: Analisar os alarmes críticos preditores de deterioração clínica/sepse para tomada 
de decisão clínica nos pacientes internados em complexo hospitalar de referência. Métodos: 
Estudo observacional de coorte retrospectivo. A ferramenta de Machine Learning (ML), 
Robô Laura®, pontua alterações nos parâmetros vitais e exames laboratoriais, classificando-os 
por gravidade. Incluíram-se pacientes internados e maiores de 18 anos. Resultados: Extraíram-
se 122.703 alarmes da plataforma, classificados de 2 até 9. A pré-seleção dos alarmes críticos 
(6 a 9) apontou 263 alertas urgentes (0,2%), dos quais, após o filtro de critérios de exclusão, 
delimitaram-se 254 alertas para 61 pacientes internados. A mortalidade dos pacientes por 
sepse foi de 75%, dos quais 52% devido à sepse relacionada ao novo coronavírus. Após 
os alarmes serem atendidos, 82% dos pacientes permaneceram nos setores. Conclusões: 
Muito além da tecnologia, modelos de ML podem agilizar a decisão clínica assertiva dos 
enfermeiros, otimizando tempos e recursos humanos especializados.
Descritores: Inteligência Artificial; Aprendizado de Máquina; Sepse; Tomada de Decisão 
Clínica; Inovação.

ABSTRACT 
Objective: To analyze the critical alarms predictors of clinical deterioration/sepsis for 
clinical decision making in patients admitted to a reference hospital complex. Methods: 
An observational retrospective cohort study. The Machine Learning (ML) tool, Robot Laura®, 
scores changes in vital parameters and lab tests, classifying them by severity. Inpatients 
and patients over 18 years of age were included. Results: A total of 122,703 alarms were 
extracted from the platform, classified as 2 to 9. The pre-selection of critical alarms (6 to 9) 
indicated 263 urgent alerts (0.2%), from which, after filtering exclusion criteria, 254 alerts 
were delimited for 61 inpatients. Patient mortality from sepsis was 75%, of which 52% was 
due to sepsis related to the new coronavirus. After the alarms were answered, 82% of the 
patients remained in the sectors. Conclusions: Far beyond technology, ML models can speed 
up assertive clinical decisions by nurses, optimizing time and specialized human resources.
Descriptors: Artificial Intelligence; Machine Learning; Sepsis; Clinical Decision Support; 
Innovation.

RESUMEN 
Objetivo: Analizar alarmas críticas predictoras de deterioración clínica/sepsis para toma de 
decisiones clínicas en pacientes internados en complejo hospitalario de referencia. Métodos: 
Estudio observacional de cohorte retrospectivo. La herramienta Machine Learning (ML), Robot 
Laura®, puntúa alteraciones en parámetros vitales y exámenes laboratoriales, clasificándolos 
por gravedad. Incluyeron pacientes internados y mayores de 18 años. Resultados: Extrajeron 
122.703 alarmas de la plataforma, clasificadas de 2 hasta 9. La preselección de alarmas críticas 
(6 a 9) apuntó 263 alertas urgentes (0,2%), entre ellas, después del filtro de criterios de 
exclusión,  delimitaron 254 alertas para 61 pacientes internados. La mortalidad de pacientes 
por sepsis fue de 75%, entre ellos 52% debido a sepsis relacionada al nuevo coronavirus. 
Después de las alarmas ser atendidas, 82% de los pacientes permanecieron en los sectores. 
Conclusiones: Más allá de la tecnología, modelos de ML pueden agilizar la decisión clínica 
asertiva de enfermeros, optimizando tiempos y recursos humanos especializados.
Descriptores: Inteligencia Artificial; Aprendizaje Automático; Sepsis; Toma de Decisiones 
Clínicas; Invenciones.

Para além da tecnologia: a inteligência artificial pode apoiar 
decisões clínicas na predição da sepse?

Beyond technology: Can artificial intelligence support clinical decisions in the prediction of sepsis?

Más allá de la tecnología: ¿La inteligencia artificial puede apoyar la toma de decisiones clínicas en la predicción de la sepsis?
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INTRODUÇÃO

Estimativas mostram que a sepse é uma das principais causas 
de mortalidade global(1), sendo que, no Brasil, a taxa de morta-
lidade pode ultrapassar 55,7%, conforme estudo multicêntrico 
conduzido em centros de terapia intensiva, onde um terço dos 
leitos foram ocupados por pacientes sépticos(2). Definida pelo 
último consenso como “disfunção orgânica ameaçadora da vida 
provocada por uma resposta exacerbada do hospedeiro a uma 
infecção”, a sepse necessita de diagnóstico precoce para um 
prognóstico mais favorável(1,3).

Em seu prognóstico, o tratamento bem-sucedido é tempo-
-dependente, em que as recomendações para início de antibio-
ticoterapia nas primeiras horas de apresentação da doença e 
monitoramento em tempo hábil interferem positivamente nos 
desfechos. Embora altamente desejável, o diagnóstico precoce 
é desafiador dada a natureza inespecífica dos sinais e sintomas, 
bem como sua semelhança com outras patologias(4-5). Nesse 
cenário de assistência ao paciente com sepse, é fundamental a 
atuação da equipe multidisciplinar, com destaque para a equipe 
de enfermagem, pois está na beira do leito, prestando assistência, 
acompanhando e avaliando os desdobramentos da internação(6). 

Uma alternativa para auxiliar na tomada de decisão dos 
enfermeiros seria uma ferramenta tecnológica de triagem que 
identificasse pacientes em alto risco de sepse e permitisse tanto 
maiores taxas de diagnóstico precoce como um melhor apro-
veitamento de recursos humanos especializados. Por meio da 
coleta e avaliação de variáveis fisiológicas contínuas, tais como 
sinais vitais, usando algoritmos sofisticados de classificação, a 
inteligência artificial (IA) tem o potencial de fornecer detecção 
oportuna e precisa da sepse, ultrapassando as pontuações de 
alerta clínico atuais, que se baseiam em modelos matemáticos 
não tão avançados(7–9). 

Dessa forma, um sistema de apoio à decisão baseado em 
algoritmos de Machine Learning - ML (aprendizagem de máqui-
na), treinados em dados de pacientes, geralmente baseados 
em prontuários eletrônicos, sinais vitais e/ou resultados de 
laboratório, poderia sustentar e encorajar a detecção precoce da 
sepse. O Robô Laura® é um sistema especialista em avaliação da 
deterioração clínica, cujo objetivo é se integrar a ambientes de 
dados para coletá-los, organizá-los e, por fim, executar cálculos 
estatísticos complexos, comparar resultados com faixas proba-
bilísticas e concluir com precisão sobre as condições favoráveis, 
ou não, para ocorrência de um evento de risco(9).

Tecnologias como ML continuam melhorando a precisão das 
previsões clínicas, mas, mesmo um modelo de previsão perfeitamen-
te calibrado, pode não se traduzir em melhores cuidados clínicos. 
Uma previsão assertiva sobre um paciente não determina como 
mudar esse resultado; na verdade, não se pode sequer assumir 
que é possível mudar os resultados previstos(10-11). Nesse contexto, 
devem ser consideradas as dimensões e infraestrutura da instituição, 
seu sistema de informações e qualidade dos registros. Deve-se 
considerar que a dinâmica de trabalho dos enfermeiros e demais 
membros da equipe de saúde é intensa, na qual os registros são 
deixados, eventualmente, num segundo plano.

Ganhar agilidade para tomadas de decisões assertivas, princi-
palmente em momentos peculiares como durante a pandemia de 

COVID-19, quando as equipes de saúde estão sobrecarregadas, torna 
a IA uma ferramenta útil num cenário desfavorável e desafiador.

Entretanto, o uso de IA introduz, simultaneamente, certa des-
confiança em relação à tecnologia devido a um possível impacto 
negativo sobre a equipe de enfermagem(12). Isso coloca em questão 
quais vantagens e desvantagens os enfermeiros encontram na 
utilização de IA como preditor de sepse na sua rotina.

Para uma interpretação fidedigna dos registros, não basta mi-
nerar/capturar os dados sem que estes estejam correlacionados 
com a patologia de base e evolução esperada para cada caso, 
conforme os protocolos clínicos institucionais. Muito além da 
tecnologia, a lacuna da interface entre os registros dos prontuá-
rios eletrônicos (sinais vitais e outras informações simultâneas) 
e a real situação clínica do paciente justifica esta pesquisa, que 
busca elucidar se a tomada de decisão da equipe assistencial, nos 
casos de deterioração clínica/sepse, pode ser apoiada pela IA.

OBJETIVO

Analisar os alarmes críticos preditores de deterioração clínica/
sepse para tomada de decisão clínica nos pacientes internados 
em complexo hospitalar de referência.

MÉTODOS

Aspectos éticos

Esta pesquisa obteve Certificado de Apresentação de Apreciação 
Ética emitido pelo Comitê de Ética em Pesquisa das instituições 
envolvidas e respeitou a Resolução Nº466/2012 do Conselho 
Nacional de Saúde em todas as etapas.

Desenho, período e local do estudo 

Estudo observacional de coorte norteado pela ferramenta 
STROBE(13), realizado no período de março a setembro de 2020, 
em um complexo hospitalar de referência do município de Porto 
Alegre, estado do Rio Grande do Sul (RS), Brasil.

Descrição da ferramenta de Machine Learning 

O Robô Laura® é um sistema especialista em avaliação da 
deterioração clínica, cujo objetivo é se integrar a ambientes de 
dados para coletá-los, organizá-los e, por fim, executar cálculos 
estatísticos complexos, comparar resultados com faixas proba-
bilísticas e concluir com precisão sobre as condições favoráveis, 
ou não, para ocorrência de um evento de risco. Os algoritmos 
de aprendizagem de máquinas utilizados pelo Robô Laura® são 
baseados em sinais vitais e informações do prontuário dos pa-
cientes. Dois algoritmos são utilizados, em conjunto: máquinas 
de suporte vetorial e redes neurais artificiais (Support Vector 
Machines and Artificial Neural Networks). A saída é uma média do 
índice de deterioração do paciente de ambos os algoritmos(14).

Além disso, os programadores “ensinam” ao sistema o protocolo 
de sepse adotado na instituição, de maneira que possa classificar 
os pacientes com risco de deterioração clínica/sepse. O robô mi-
nera dados do histórico e dos exames laboratoriais do prontuário 
eletrônico do paciente, classifica a gravidade somando 1 ou 2 
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pontos para cada parâmetro alterado (valores crescentes de 2 a 
9, ilustrados na seção “Material suplementar”) e avisa a equipe 
assistente mediante telas implantadas em locais estratégicos no 
hospital. Essas informações permanecem alertando a equipe até 
sua intervenção ou registro de novos dados corrigidos no sistema. 

A coleta de dados ocorreu em duas etapas: na primeira, foram 
exportados da plataforma manualmente, tabulados e organi-
zados em tabelas do programa Microsoft Excel®; na segunda, 
pesquisou-se no prontuário eletrônico do paciente em busca do 
tempo de resposta da equipe, intervenções realizadas, tempo de 
internação e desfechos (alta, óbito por sepse e outras causas).

Amostra, critérios de inclusão e exclusão

Foram avaliados os alarmes críticos (6 a 9) registrados pelo Robô 
Laura® no período descrito, totalizando 263 alertas urgentes para 61 
pacientes. Os critérios de elegibilidade estabeleceram: pacientes 
maiores de 18 anos, internados, sinalizados com alerta de alteração 
de parâmetros clínicos pelo robô (frequências cardíaca e respiratória, 
pressão arterial, temperatura axilar, glicemia capilar, hemograma, 
plaquetas, eletrólitos, entre outros), conforme protocolo institucional 
disponível como material suplementar. Como critérios de exclusão: 
tempo mínimo de internação inferior a 48 horas, pacientes em cui-
dados paliativos com descrição de medidas exclusivas de conforto, 
alarmes inferiores a 6. Foram considerados positivos para COVID-19 
os pacientes com teste RT-PCR registrados nos prontuários.

Análise estatística 

Os resultados das variáveis qualitativas foram apresentados por 
meio de frequência e percentual; a idade e o percentual de atendi-
mento, em média e desvio-padrão; e as demais variáveis quantitativas, 
em mediana e percentis 25 e 75. O percentual de atendimento foi 
calculado como a razão entre a quantidade de alarmes atendidos 
sobre a quantidade de alarmes de cada paciente vezes 100. Também 
foi calculada a quantidade de cada tipo de alarme. As correlações das 
quantidades de alarmes e percentual de atendimento com o tempo 
de internação foram verificadas pelo coeficiente de correlação de 
Spearman; com o óbito e COVID-19, por meio do teste Mann-Whitney; 
e com as demais variáveis, foi utilizado o teste Kruskal-Wallis com 
teste de Dunn para as comparações múltiplas. Foram considerados 
significativos os resultados cujo valor de p era menor que 0,05, e as 
análises foram realizadas no software estatístico SPSS (IBM-SPSS-S-
tatistics for Windows, Version 25.0. Armonk, NY: IBM Corp.).

RESULTADOS

Foram extraídos 122.703 alarmes da plataforma, classificados 
desde a pontuação 2 até 9. A pré-seleção dos alarmes críticos (de 
6 a 9) apontou 263 alertas urgentes, dos quais, após o filtro de 
critérios de exclusão, delimitaram-se 254 alertas (0,2%) para 61 
pacientes internados. 

A Tabela 1 caracteriza os alarmes atendidos. A idade média dos 
pacientes foi de 61 anos, em uma amostra de adultos e idosos, 
com predominância do sexo feminino (62%). A mortalidade dos 
pacientes por sepse foi de 75%, dos quais 52% por causa de sepse 
relacionada à COVID-19.

Os pacientes monitorados pelo Robô Laura® são acompanha-
dos por uma variedade de especialidades médicas, a qual se 
justifica por se tratar de um complexo hospitalar de referência, 
cujos atendimentos absorvem os mais diversos casos (Tabela 1). 
Destaca-se que os pacientes da onco-hematologia concentra-
ram a maior quantidade de alarmes 33%, seguidos de doentes 
acometidos por patologias renais (18%), respiratórias (10%) e 
gastrointestinais (10%).

Os óbitos de sepse por COVID-19 superaram o número de 
testados em função de diagnóstico clínico ou por meio de exa-
mes de imagem.

Cabe ressaltar que todos os alarmes foram respondidos na 
primeira hora, conforme preconizado pelo protocolo de sepse 
institucional; e 82% dos pacientes receberam alguma intervenção. 
Quanto à criticidade, a faixa de alarme 6 obteve mais prevalência 
de alarmes, algumas vezes para o mesmo paciente. 

A mortalidade associada à sepse por COVID-19 atingiu 52% 
(n = 24) dos pacientes em estudo (Tabela 2). Para esse grupo, os 
alarmes tipo 6 foram mais prevalentes, cujos intervalos interquartis 
ilustram a oscilação de quantidades de alarmes para cada grupo: 
alta, óbito por sepse e sepse por COVID-19.

Nota-se, na Tabela 3, que 82% (n = 50) dos pacientes permane-
ceram em suas unidades originais, 15% (n = 9) foram transferidos 
à unidade de terapia intensiva (UTI). Entre os pacientes que foram 
manejados em unidades de internação ou pronto atendimento, 
encontram-se doentes renais crônicos, cujos alarmes de eletrólitos 
alterados eram da categoria de risco na faixa 6.

Tabela 1 – Caracterização da amostra e desfechos mensurados

Todos
(N = 61)

Óbito por 
sepse 

(n = 19)

Óbito 
por sepse 
COVID-19 

(n = 24)

Idade, anos 61,3 ± 14,6 61,2 ± 14,8 62,0 ± 14,8
Sexo masculino, n (%) 23 (38) 12 (63) 17 (71)
Sexo feminino, n (%) 38 (62) 7 (37) 7 (29)
Patologias de base

Sistema renal 11 (18) 5 (26) 4 (17)
Sistema cardiovascular 5 (8) 1 (5) 3 (12)
Sistema respiratório 6 (10) 1 (5) 4 (17)
Sistema neurológico 7 (11) 2 (11) 1 (4)
Sistema gastrointestinal 6 (10) 2 (11) 0 (0)
Onco-hematologia 20 (33) 7 (37) 8 (33)
Traumatologia 2 (3) 1 (5) 0 (0)
Sem informação 4 (7) 0 (0) 4 (17)

Transferência até 24 h, n (%)
Para unidade de terapia intensiva 9 (15) 5 (26) 3 (12)
Para unidade de internação 2 (3) 1 (5) 1 (4)
Permaneceram no setor 50 (82) 13 (69) 20 (84)

Transferência após 24 h, n (%)
Para unidade de terapia intensiva 3 (5) 1 (5) 1 (4)
Para unidade de internação 26 (43) 8 (42) 18 (75)
Permaneceram no setor 32 (52) 10 (53) 5 (21)

Testagem para COVID-19
Positivo, n (%) 21 (35) 1 (5) 19 (79)*
Negativo, n (%) 7 (11) 2 (11) 3 (12)
Sem informação, n (%) 33 (54) 16 (84) 2 (9)*

Tempo de internação, dias 50 (20-87) 51 ( 22-85) 39 (17-88)
Desfecho, n (%)

Alta 15 (25) - -
Óbito geral 46 (75) - -

Valores apresentados em média ± desvio-padrão ou mediana (intervalo interquartil) e n (%); *P < 0,05
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DISCUSSÃO

Foram analisados mais de 122 mil alertas, dos quais 0,2% 
pertencentes à faixa crítica (de 6 a 9), com necessidade de inter-
venção urgente. A plataforma “anula” o alerta quando identifica 
que houve resolução. Por exemplo, uma alteração na temperatura 
axilar será corrigida automaticamente quando um novo registro, 
dentro dos parâmetros do protocolo, for realizado. A faixa crítica 
é atingida quando o paciente possui vários parâmetros alterados 
ou não houve registro atualizado da correção ou ajuste fisiológico. 
Entende-se que os pacientes são heterogêneos e vulneráveis 
quando em risco de sepse, associado a doenças subjacentes(15). 
Dessa maneira, a terapia deve ser necessariamente personalizada 
e adaptada para atender às exigências de cada indivíduo. Nesse 
caso, o registro fidedigno e atualizado é fundamental, além de 
ser prerrogativa legal(9). Por outro lado, a dinâmica de trabalho 
dos profissionais de saúde é intensa, em que os registros são 
deixados, eventualmente, num segundo plano.

Quanto à sensibilidade e refinamento do protocolo, os alarmes 
críticos de nosso estudo apontaram deterioração clínica para 
variadas patologias de base, em pacientes de especialidades 
distintas, porém monitorados pelo mesmo protocolo. Os óbitos 
por sepse nos transplantados renais acometeu 82% dos casos, 
porém essa população é imunossuprimida e mais suscetível às 
infecções, assim como toleram níveis de eletrólitos diferenciados. 
Nessa linha de raciocínio, a onco-hematologia concentrou 75% 
de mortalidade nos doentes internados(16). Tal cenário multiface-
tado permite discussões profundas acerca do refinamento das 
informações introduzidas no modelo de ML.

Pode-se compreender a resistência da equipe de enfermagem 
em uma unidade de internação para doentes renais crônicos, com 
inúmeros alertas disparando. No entanto, os níveis sorológicos de 

eletrólitos e creatinina nesses casos são tolerados num patamar 
distinto dos demais pacientes. Para tais ajustes, respeitando as 
peculiaridades das especialidades, a participação e expertise 
dos enfermeiros especialistas se faz necessária. Nesse contexto, 
devem ser consideradas as dimensões e infraestrutura da insti-
tuição, seu sistema de informações e qualidade dos registros(17-18). 
Pruinelli defende que “modelos da IA precisam ser construídos 
de forma segura, ética e centrada no ser humano”(19). Dessa 
forma, os modelos acompanhariam a progressão das doenças, 
respeitando sua trajetória temporal e auxiliando na prestação de 
cuidados(12,19). O refinamento dos parâmetros informados para 
a ferramenta ML é crucial para seu desempenho respeitando as 
peculiaridades do público atendido.

Nossos achados de alarmes críticos mais prevalentes nos 
pacientes com diagnóstico confirmado de sepse reforçam revi-
são conduzida na Espanha, na qual se afirma que ML e técnicas 
relacionadas podem melhorar o desempenho geral das equipes 
por meio de uma combinação de indicadores, já em uso com 
outras variáveis clínicas, todas as quais são medidas rotineira-
mente na prática clínica(20). Apesar de promissor, o uso de IA não 
pode substituir o manejo clínico da sepse por parte da equipe. 
Assim, a seleção das estratégias de tratamento mais apropriadas 
ainda exige o julgamento clínico da equipe assistencial, o exame 
físico do paciente e um profundo conhecimento de seu históri-
co(21). Os modelos de IA podem nos auxiliar na identificação dos 
pacientes que requerem mais atenção a fim de concentrarmos 
tempo e recursos (humanos e logísticos) individualizando cada 
caso. Servem, inclusive, para gerenciar os recursos humanos 
especializados, escassos e exauridos durante o enfrentamento 
da pandemia de COVID-19.

Os enfermeiros possuem as habilidades e competências para 
identificar precocemente a sepse, além do fato de estarem de modo 

Tabela 3 – Alarmes e transferências até 24 h em pacientes monitorados por inteligência artificial

Transferência
Permaneceu no setor 

(n = 50) 
UTI 

(n = 9)
UI 

(n = 2)

Quantidade de alarme geral 1,0 (1,0-3,0) 1,0 (1,0-2,0) 1,0 (1,0-1,0)
Quantidade de alarme geral atendido, % 100 (70-100) 100 (100-100) 100 (100-100)
Quantidade de alarme

Tipo 6 1,0 (1,0-3,0) 1,0 (0,0-1,0) 0,0 (0,0-0,0)
Tipo 7 0,0 (0,0-1,0) 0,0 (0,0-1,0) 1,0 (1,0-1,0)
Tipo 8 0,0 (0,0-0,0) 0,0 (0,0-1,0) 0,0 (0,0-0,0)*
Tipo 9 - - -

Valores apresentados em mediana (intervalo interquartil); UI – unidade de internação; UTI – unidade de terapia intensiva; *P < 0,05 entre os grupos Permaneceu no setor e Transferência para UTI

Tabela 2 – Alarmes e desfechos em pacientes monitorados por inteligência artificial

Óbito por Sepse
Não (Alta)

 (n = 15) 
Sim

 (n = 22)
Sepse por COVID-19 

(n = 24)

Quantidade de alarme geral 1,0 (1,0-2,0) 1,0 (1,0-2,0) 1,0 (1,0-8,5)
Quantidade de alarme geral atendido, % 100 (0-100) 100 (100-100) 100 (100-100)
Quantidade de alarme

Tipo 6 1,0 (1,0-2,0) 1,0 (0,0-2,0) 1,0 (0,0-6,5)
Tipo 7 0,0 (0,0-0,0) 0,0 (0,0-1,0) 1,0 (0,0-1,0)*
Tipo 8 0,0 (0,0-0,0) 0,0 (0,0-0,0) 0,0 (0,0-0,0)
Tipo 9 - - -

Valores apresentados em mediana (intervalo interquartil); *P < 0,05 entre os grupos Óbito por sepse COVID-19 e Óbito não COVID-19 
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ininterrupto ao lado do paciente. As ferramentas de IA contribuem 
para direcionar a atenção da equipe aos casos mais instáveis, para 
ajudar enfermeiros e equipe assistencial a fazer julgamentos asser-
tivos, obter informações corretas a fim de apoiar a melhor tomada 
de decisões clínicas(18). Consequentemente, colaboram na oferta 
de cuidados oportunos e precisos, o que pode afetar significativa-
mente a prática baseada em evidências dos enfermeiros, melhorar 
a qualidade dos cuidados clínicos e dos resultados, diminuir os 
custos e garantir a segurança dos pacientes.

Neste estudo, grande parte dos doentes permaneceram nos 
setores de origem (Tabela 2), seja pronto atendimento, sejam 
unidades de internação, onde o tempo de internação é prolongado 
(20 a 87 dias). Em razão dos alarmes críticos disparados nesses 
locais, são as unidades de internação que requerem atenção 
quanto ao risco de sepse. Os achados desta pesquisa ratificam um 
estudo multicêntrico retrospectivo, que contou com um banco 
de dados de mais 50 mil pacientes e testou um modelo preditor 
de sepse nas 24 horas anteriores ao diagnóstico clínico recebido: 
tais resultados confirmaram a capacidade de modelos ML, compa-
rados aos escores-padrão-ouro relacionados à sepse(7). A triagem 
da sepse deveria ser integrada como parte de avaliações rotineiras 
de pacientes e rondas de cuidados com os pacientes internados. 

Visto que os enfermeiros desempenham um papel significativo 
na identificação de pacientes com sepse mediante sua posição 
única de ter interação constante com o paciente, devem ser incluí-
dos no desenvolvimento tanto de protocolos à beira leito quanto 
de modelos de IA(12,22). Inclusive, segundo a Nursing and Artificial 
Intelligence Leadership Collaborative (NAIL), há uma necessidade, 
por parte das lideranças de enfermagem, de apropriarem-se 
de modelos de IA a fim de otimizar a prestação de cuidados de 
enfermagem e liberar tempo para os enfermeiros gastarem no 
cuidado direto (versus indireto) do paciente. Outro benefício das 
tecnologias de IA seria o potencial de impulsionar competências 
e estimular que os enfermeiros forneçam um atendimento mais 
baseado em evidências e personalizado a seus pacientes. 

Além disso, a IA pode ajudar os profissionais de saúde a fazer 
julgamentos corretos, obter informações precisas, no momento 
certo, para apoiar a melhor tomada de decisões clínicas e fornecer 
cuidados oportunos aos pacientes. Tal dinâmica se daria “através 
da difusão de conhecimentos cognitivos e apoio à tomada de 
decisão”(19), por meio da visualização das tendências do paciente, 
que podem fornecer subsídios tanto para o cuidado imediato 
do paciente como para o planejamento e gerenciamento em 
longo prazo(12,18).

Como vantagens, dentro de um contexto de saúde desigual, 
as aplicações de IA para a sepse podem oferecer muitas opor-
tunidades onde faltam recursos e experiência, tornando-se uma 
“alavanca para fornecer acesso a cuidados de saúde universais, 
de alta qualidade e acessíveis para todos”. Entretanto, se a im-
plementação dessa tecnologia não for enquadrada como parte 
de uma estratégia global de desenvolvimento sustentável, a IA 
pode exacerbar as questões de saúde pública em países que já 
lidam com problemas e urgências substanciais(23). Para equilibrar 
esta balança, devem ser encontradas alternativas dentro das 
próprias instituições, incluindo e treinando as equipes, buscando 
a inovação nos processos assistenciais, no sentido de repensar, 
redescobrir, inventar-se dentro de cada realidade. 

Limitações do estudo 

A pandemia de COVID-19 afetou os serviços de saúde de inú-
meras maneiras, com repercussões em maior ou menor grau nas 
diversas áreas. Como conduzimos nossa pesquisa nesse período, 
isso modificou os processos e fluxos assistenciais e gerenciais da 
instituição que sediou o estudo. 

Tal fato influenciou e limitou nossa amostra.  Se a intenção 
das pesquisas é generalizar seus achados, durante a pandemia 
nossa amostra pode ter revelado os doentes mais graves, pois 
os atendimentos eletivos foram suspensos. Outro fator a ser 
considerado é a posição de referência ocupada pela instituição, 
para a qual os casos mais graves convergem.

Ademais, houve descaracterização sofrida pelos setores, pois 
os casos de COVID-19 foram recebidos onde havia leitos. Em 
consequência, as equipes foram realocadas e levadas à exaustão. 
Se, com um cenário favorável, já existe carência nos registros 
e retardo nas informações dos prontuários, pode-se imaginar 
um cenário caótico quando há necessidade de registros para 
desencadear um alerta de risco.

Contribuições para a Área da Saúde e Enfermagem

Esta pesquisa valoriza o debate sobre IA e ML relacionado 
à sepse, em um complexo hospitalar de referência, onde o re-
finamento dos processos assistenciais associados à tecnologia 
podem repercutir em melhorias no longo prazo. Também, ressalta 
a relevância da inclusão e participação ativa dos enfermeiros no 
desenvolvimento, implantação e alinhamento de modelos de IA 
relacionados à sua área de inserção. 

Para tanto, esses profissionais devem vencer a resistência 
natural perante a inovação, a desconfiança diante da tecnologia 
em razão do receio de serem substituídos. É necessário “conhecer 
as possibilidades de ação em cenários de inovação tecnológi-
ca(9)”, visto que o Robô Laura® alerta para o risco de sepse, mas a 
interpretação desse risco é uma etapa fundamental do processo, 
que pode contribuir para um atendimento mais seguro, eficaz, 
baseado na tecnologia e centrado no paciente.

CONCLUSÕES 

Muito além da tecnologia, modelos de ML podem agilizar a 
decisão clínica assertiva dos enfermeiros, por meio dos alarmes 
críticos, otimizando tempo e recursos humanos especializados.

Após analisarmos os alertas críticos preditores de deterioração 
clínica/sepse, nossos resultados sugerem que a IA pode susten-
tar decisões clínicas assertivas, desde que respeitados alguns 
pré-requisitos: adaptação dos protocolos com base nos perfis 
dos pacientes-alvo e envolvimento da equipe multiprofissional, 
com destaque aos enfermeiros, pela presença ininterrupta ao 
lado dos pacientes.

Sugere-se que as equipes de desenvolvimento de IA na área 
da saúde sejam interdisciplinares, incluindo enfermeiros, para 
garantir que as contribuições dos membros das equipes de in-
formática e engenharia estejam alinhadas a realidades clínicas e 
ajustadas aos pacientes. Tais ferramentas estão e serão cada vez 
mais inseridas no ambiente de saúde, amparando e agilizando 
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as condutas, permitindo decisões mais assertivas. Entretanto, as 
questões éticas e morais relacionadas aos desfechos dos doentes 
sempre serão responsabilidade das equipes, as quais conhecem 
e estão envolvidas com as pessoas para além da tecnologia.

MATERIAL SUPLEMENTAR

Protocolo de alertas do Robô Laura®. https://doi.org/10.48331/
scielodata.PHGO2Q
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