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RESUMO
O objetivo deste trabalho foi predizer a vazão máxima do reservatório Furnas 

nos períodos seco e úmido. Utilizou-se a distribuição generalizada de valores 

extremos (GVE) com estimação de parâmetros via inferência bayesiana. 

Dados de vazões médias diárias correspondentes aos anos de 1965 a 2017 

foram obtidos da Hidroweb, da Agência Nacional de Águas e Saneamento 

Básico (ANA), dos quais se extraíram valores máximos, por período e em 

cada ano. Analisaram-se a acurácia e o erro médio de predição das vazões 

máximas, comparando-se as estimativas fornecidas pela inferência bayesiana 

com distribuições a priori informativas e não informativas. Foram usadas 

informações de uma série de máximos de vazões do reservatório de 

Camargos para elicitação da distribuição a priori informativa. A utilização 

das informações a priori proporcionou aumento na precisão e acurácia das 

estimativas de vazão máxima. Assim, o modelo GVE, com distribuição a priori 

informativa, foi utilizado para predizer níveis de retorno da vazão máxima 

de Furnas com seus respectivos intervalos de alta densidade a posteriori, 

considerando diversos tempos de retorno.
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ABSTRACT
The objective of this work was to predict the maximum flow of the Furnas 

reservoir in the dry and wet periods. The generalized distribution of extreme 

values   (GEV) was used with parameter estimation via Bayesian inference. 

Data on average daily streamflows corresponding to the years 1965 to 

2017 were obtained from Hidroweb, by the National Agency for Water and 

Basic Sanitation (Agência Nacional de Águas e Saneamento Básico – ANA), 

from which maximum values   were extracted, by period and in each year. 

Accuracy and mean error of prediction of maximum streamflows were 

analyzed, comparing the estimates provided by the Bayesian inference, with 

informative and non-informative prior distributions. Information from a series 

of maximum streamflows from the Camargos reservoir was used to elicit 

the informative prior distribution. The use of prior information provided an 

increase in the precision and accuracy of the maximum streamflow estimates. 

Thus, the GEV model, with informative a priori distribution, was used to predict 

the return levels of Furnas maximum streamflow with their respective high 

posterior density intervals considering several return times.

Keywords: accuracy; generalized distribution of extreme values; informative 

prior; return levels.

INTRODUÇÃO
A infraestrutura dos sistemas hídricos para hidrelétricas, abastecimento de água 
e irrigação, bem como a vida humana, os assentamentos e os ecossistemas ribeiri-
nhos, é frequentemente afetada por fenômenos de inundação ou seca (LANGAT 
et al., 2019). Embora não seja possível determinar quando esses eventos podem 
acontecer, faz-se praticável investigar eventos anteriores e obter probabilidades 
de ocorrência, as quais se associam a tempos de retorno que sejam convenientes 
para a predição (KHOSRAVI et al., 2012). Para diminuir o impacto de inunda-
ções ou enchentes, as obras hidráulicas, tais como vertedores, canais, barragens 
e sistemas de drenagem, são projetadas com base na predição de vazão máxima 
local associada a certo tempo de retorno (TEIXEIRA et al., 2011).

Entre os modelos para estimar vazão máxima, a distribuição generalizada 
de valores extremos (GVE) vem sendo muito utilizada. Para realizar inferência 
dos parâmetros dessa distribuição, existem diversas técnicas, como o método 

da máxima verossimilhança, método dos momentos, método dos L-momentos, 
método dos TL-momentos e métodos bayesianos (SECKIN et al., 2010; SECKIN 
et al., 2011; SKAHILL et al., 2016; JAN et al., 2018; XU et al., 2018; WU et al., 
2018; LANGAT et al., 2019; CHAGAS NETA et al., 2019).

Entre essas técnicas, destaca-se a abordagem bayesiana, a qual fornece uma 
estrutura sistêmica para análise de valores extremos, mostrando-se superior em: 
• combinar dados de valores extremos com tipos adicionais de informações 

por meio de funções de densidade a priori de parâmetros; 
• quantificar incertezas de estimativas para fazer previsões (XU et al., 2018). 

Wu et al. (2018) destacam que as previsões em determinado local podem ser 
realizadas utilizando as informações hidrológicas em locais similares para estimar a 
variável de interesse no local. Desse modo, pode-se utilizar a inferência bayesiana con-
siderando distribuições a priori informativas de modo a obter estimativas mais precisas.
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Além disso, Suekame et al. (2020) relatam algumas dificuldades que a 
escassez de dados de vazões provoca na modelagem dessa variável hidroló-
gica. No caso de vazões máximas, o tamanho do banco de dados é ainda mais 
reduzido, uma vez que são extraídos valores máximos do conjunto de obser-
vações. A modelagem bayesiana pode minimizar esses problemas, já que não 
exige grandes amostras para validação das conclusões da análise, uma vez que 
não se fundamenta em suposições assintóticas.

Diante da importância da predição de vazão máxima, especialmente para 
o gerenciamento de reservatórios, objetivou-se, com este trabalho, obter esti-
mativas de vazão máxima nos períodos úmido e seco do reservatório de Furnas 
com base na distribuição GVE, aplicando-se, para a estimação dos parâmetros, 
a inferência bayesiana. Utilizaram-se distribuições a priori não informativas e 
informativas. Como informações a priori, foram considerados dados de vazões 
máximas do reservatório de Camargos. Com base nessas estimativas, compa-
raram-se a acurácia e a precisão dos modelos, levando-se em conta os tempos 
de retorno de três, seis, nove, 18 e 24 anos.

METODOLOGIA

Dados e área de estudo
Os dados foram obtidos na Agência Nacional de Águas e Saneamento Básico 
(ANA, 2017) e correspondem a vazões médias diárias do período de 1965 a 
2017 do reservatório da usina hidrelétrica (UHE) de Furnas. A barragem da 
UHE Furnas está localizada entre os municípios de São José da Barra e São 
Batista do Glória (MG) (Figura 1). O reservatório da UHE Furnas foi cons-
truído em 1957 e possui, na sua cota máxima, 22,95 bilhões de m3 e volume 
útil de 17,20 bilhões de m3, abrangendo 34 municípios com população total de 
800.000 habitantes (ALAGO, 2013).   

Composição e análise da série de máximos
Consideraram-se para análise período úmido e período seco. O período úmido 
compreende os meses de novembro, dezembro, janeiro, fevereiro, março e abril, e o 
período seco é formado pelos meses de maio, junho, julho, agosto, setembro e outubro.

Com base na metodologia de blocos de máximos, foi extraída a vazão 
máxima diária de cada período, seco e úmido, por ano, formando uma série 
de máximos com 53 observações para cada período. O conjunto de dados foi 
dividido em duas partes. O período de 1965 a 1993 foi reservado para estima-
ção dos parâmetros dos modelos a serem testados. O período de 1994 a 2017 
corresponde à fase de teste, por meio do qual é possível verificar o desempenho 
do modelo para amostras desconhecidas.

Para analisar independência da série de máximos construída, foi utilizado o 
teste de Ljung-Box (LJUNG; BOX, 1978). O teste de Mann-Kendall (MCLEOD, 
2005) também foi utilizado para testar se existe tendência no conjunto de dados. 
Para todos os testes foi adotado o nível de significância de 5%.

Modelagem bayesiana e distribuição  
generalizada de valores extremos 
A abordagem bayesiana é uma metodologia fundamentada no teorema de Bayes 
e que considera os parâmetros de um modelo como variáveis aleatórias, quanti-
ficando-se a incerteza sobre esse parâmetro pela distribuição de probabilidade 
(DEGROOT; SCHERVISH, 2012). Por intermédio do teorema de Bayes, dado 

um parâmetro θ (ou um vetor de parâmetros θ), estabelece-se uma relação de 
proporcionalidade entre uma distribuição a priori h(θ), a função de verossimi-
lhança L(θ|x) e a distribuição a posteriori h(θ|x) , conforme Equação 1.

, (1)

Em que:
h(θ) providencia o conhecimento inicial sobre θ;
L(θ|x) caracteriza a informação dos dados sobre θ;
h(θ|x) contém toda a informação disponível sobre θ (PAULINO; MÜLLER, 
2019; TURKMAN et al., 2019).

Para a análise de vazão máxima, considerou-se como modelo a distribui-
ção GVE. De acordo com Naghettini e Pinto (2007), a função densidade de 
probabilidade da distribuição GVE é dada pela Equação 2:

, (2)

Em que:
- ∞ < x < α - β/ξ para ξ < 0 e α - β/ξ < x < + ∞ para ξ > 0 ;
α = parâmetro de posição. 
β = parâmetro de escala. 
ξ = parâmetro de forma. 

Por meio do produtório da Equação 2, considerando uma amos-
tra da variável aleatória, obtém-se a função de verossimilhança L(θ|x) 
(Equação 3):

, (3)

Figura 1 – Localização da barragem da usina hidrelétrica de Furnas.

Fonte: Alago (2013).
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Ela é multiplicada pela distribuição a priori na Equação 1, obtendo-se a 
distribuição a posteriori dos parâmetros dessa distribuição.

Para as informações a priori necessárias à abordagem bayesiana com dis-
tribuição a priori informativa, foi utilizado o conjunto de dados de vazões 
médias diárias do Reservatório de Camargos, que fica na Bacia Hidrográfica 
do Rio Grande, a mesma do Reservatório de Furnas. Extraíram-se os máxi-
mos de cada período de forma análoga à que foi realizada para a UHE Furnas. 
Foram considerados os dados dos anos de 1965 a 1993 para elicitação da dis-
tribuição a priori. Realizou-se a estimação dos parâmetros das distribuições 
pelo método da máxima verossimilhança. Posteriormente, a média e o desvio 
padrão dessas estimativas foram levados em conta na construção das distri-
buições a priori (Tabela 1). 

A forma de construir as distribuições a priori informativas neste traba-
lho (Tabela 1) é semelhante à utilizada por Martins et al. (2018), com a dife-
rença de que adotaram uma distribuição normal multivariada como priori, 
não uma distribuição normal independente para cada parâmetro, como foi o 
caso deste trabalho.

Para os parâmetros do modelo GVE, com distribuição a priori não infor-
mativa, considerou-se, em ambos os períodos, que: 
• o parâmetro α (posição) segue uma distribuição normal com hiperparâ-

metros μ0 = 0 e τ0 = σ-2 = 0,000001, isto é, α ~ N(0; 0,000000001); 
• o parâmetro β (escala) segue uma distribuição gama inversa com hiperpa-

râmetros a = 0,01 e b = 0,01 , isto é, β ~ Γ-1(0,01; 0,01);
• o parâmetro ξ (forma) segue uma distribuição normal com hiperparâme-

tros μ0 = 0 e τ0 = σ0
-2 = 0,1 , isto é, α ~ N(0; 0,000000001) ξ ~ N(0; 0,1). 

As distribuições normais como priori para os parâmetros α e ξ da GVE 
foram adotadas conforme sugerido por Eli et al. (2014) e Ali et al. (2016). A dis-
tribuição gama inversa como priori para β foi utilizada por ser não negativa, 
seguindo a sugestão de Vidal (2014); e com os valores de hiperparâmetros da 
distribuição iguais a 0,01, tem-se uma priori não informativa. 

Com as respectivas distribuições a priori e a verossimilhança, foram obti-
das as distribuições a posteriori conjuntas, que para a GVE não têm solução 
analítica. Assim, foi necessário o emprego de um método iterativo para obten-
ção das marginais. Utilizou-se o algoritmo conhecido como amostrador de 
Gibbs para solução desse problema, o qual está implementado no programa 
OpenBUGS, que pode ser utilizado em interface com o R por intermédio do 
pacote R2OpenBUGS (STURTZ et al., 2010). 

Cada cadeia foi obtida por amostragem de Monte Carlo via cadeia de Markov 
(Markov chain Monte Carlo – MCMC) utilizando-se 120 mil iterações, uma 

queima (burn-in) de 20 mil e um pulo (thin) de 20, resultando em uma cadeia 
com tamanho final de cinco mil iterações. A convergência das cadeias foi moni-
torada utilizando-se o pacote Convergence Diagnostics and Output Analysis 
Software for Gibbs Sampling Output (CODA) (PLUMMER et al., 2006), dis-
ponível no sistema computacional R (R CORE TEAM, 2020). 

Os critérios para verificação da convergência das cadeias geradas por MCMC 
foram: o critério de Raftery e Lewis (1992), rejeitando-se as cadeias em que o 
fator de dependência foi maior ou igual a 5; a estatística Ζ de Geweke (1992), 
sendo rejeitadas aquelas cadeias em que |Ζ| ≥ 1,96; e o critério de Heidelberger 
e Welch (1983), adotando-se o nível de significância de 5% e rejeitando-se as 
cadeias cujo valor p foi menor que 5%.

Para avaliar os modelos, utilizou-se, conforme Naghettini e Pinto (2007), 
o nível de retorno da distribuição GVE (Equação 4):

 (4)

Em que:
x(t) = o nível de retorno;
Ζp = -log(1-pt);
pt = 1/t;
t = o tempo de retorno desejado. 

A interpretação prática é que se espera que, em um tempo médio de retorno 
de t anos, a vazão máxima seja maior ou igual a x(t). 

Avaliação dos modelos
O critério de informação deviance (DIC, do inglês deviance information crite-
ria) foi utilizado como um critério de seleção de modelos, e uma diferença de 
dez unidades ou mais na razão de DIC de dois modelos pode ser considerada 
como critério de seleção do modelo com menor DIC (SPIEGELHALTER et al., 
2002). Para a escolha do melhor modelo foram analisadas também a acurácia e 
a precisão das predições dos níveis de retorno para três, seis, nove, 18 e 24 anos. 
A acurácia foi avaliada analisando-se determinado nível de retorno, quando o 
valor observado pertencer ao intervalo HPD95%. A precisão foi analisada pela 
amplitude da estimativa intervalar e pelo erro médio de predição.

Calculou-se o erro médio de predição (EMP) conforme a Equação 5:

, (5)

Em que:
x(t)i = a vazão observada;

 = a vazão predita para o i-ésimo tempo de retorno t;
n = o número de predições. 

Para determinar o modelo mais adequado para cada período, em primeiro 
lugar se analisou o DIC, em seguida a acurácia, logo após a amplitude intervalar 
e por último o erro médio de predição. O modelo de melhor desempenho em 
cada período foi ajustado à série completa de vazões máximas; e foram calcula-
dos níveis de retorno com seus respectivos intervalos de alta densidade a poste-
riori de 95% HPD95% para tempos de retorno de cinco, 10, 15, 20, 50 e 100 anos.

Todas as análises estatísticas foram feitas com auxílio do software R (R CORE 
TEAM, 2020) e com o software OpenBUGS (LUNN et al., 2009). Os pacotes 

Tabela 1 – Hiperparâmetros: média (μ
0
) e precisão (τ

0
 = 1/σ

0
2
 
) da distribuição normal 

a priori dos parâmetros do modelo de distribuição generalizada de valores 
extremos considerando informações de vazões máximas do Reservatório de 
Camargos nos períodos úmido e seco. 

Fonte: Elaborado pelos autores.

Parâmetro
Úmido Seco

μ
0

τ
0

μ
0

τ
0

α 3200 0,00003 986 0,0003

β 874 0,00004 294 0,0004

ξ 0,18 37 0,29 48
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utilizados do R são: coda (PLUMMER et al., 2006), evd (STEPHENSON, 2002) 
e R2OpenBUGS (STURTZ et al., 2010).

RESULTADOS E DISCUSSÃO
Para o melhor entendimento da variável estudada, são apresentadas na Tabela 2 
algumas medidas descritivas.

Pode-se observar na Tabela 1 que a média e a mediana da vazão máxima são 
próximas entre si, tanto no período seco quanto no úmido. No período úmido, 
a média e a mediana da vazão máxima são mais que o triplo dos respectivos 
valores no período seco. Também é possível notar que o coeficiente de variação 
da série correspondente ao período seco é maior do que a do período úmido, 
sendo essa diferença próxima de 15%. Isso indica que, no período seco, existe 
maior variabilidade dos dados em relação à média, podendo aumentar o erro 
de predição de vazões máximas. Contrastando esse resultado, Brito et al. (2016) 
concluíram que no período seco a variabilidade é mais baixa que no úmido, 
embora a variável estudada seja vazão média.

Na Tabela 3 são apresentados os resultados de independência e tendência 
da série de vazões do reservatório de 1965 a 1993. 

Analisando os resultados do teste de Ljung-Box (Tabela 3), pode-se verificar 
que todas as observações não apresentaram dependência (p > 0,05). Também pela 
Tabela 3, observa-se que a série é estacionária (p > 0,05). Satisfeitas as pressu-
posições de independência e estacionariedade, foi possível ajustar a distribui-
ção GEV com estimação via inferência bayesiana, para os referidos períodos. 

Na Tabela 4 estão os resultados dos critérios de convergência das cadeias 
a posteriori para os parâmetros α, β e ξ do modelo GVE e para os níveis de 
retorno de três, seis, nove, 18 e 24 anos, considerando máximos e mínimos 
dos valores de cada critério.

Pode-se observar na Tabela 4 que não há indícios de não convergência das 
cadeias a posteriori. Pelo critério de Raftery e Lewis, considerando o fator de 
dependência, nota-se que os valores foram próximos de 1. Isso indica indepen-
dência entre iterações. Pelo critério de Geweke, os valores absolutos encontrados 

Tabela 2 – Medidas descritivas da série de máximos (m3s-1) por período, úmido e 
seco, da vazão média diária do Reservatório da Usina de Furnas.

Série de dados de 1965 a 1993

Período Mínimo Mediana Média Máximo Amplitude CV (%)

Seco 661 1.049 1.197 3.328 2.667 45,5

Úmido 2.385 3.331 3.569 7.497 5.112 30,8

Série de dados de 1994 a 2017

Período Mínimo Mediana Média Máximo Amplitude CV (%)

Seco 193 899,5 962 2.239 2.046 49,4

Úmido 482 3.369 3.105 5.017 4.535 40,7

Série completa

Período Mínimo Mediana Média Máximo Amplitude CV (%)

Seco 193 1.020 1.090 3.328 3.135 47,9

Úmido 482 3.331 3.359 7.497 7.015 35,4

CV: coeficiente de variação.

Fonte: Elaborado pelos autores.

Tabela 3 – Resultados do teste de Ljung-Box para independência e Mann-Kendall 
para estacionariedade da série nos períodos seco e úmido.

Fonte: Elaborado pelos autores.

Período
Valor p

Ljung-Box Mann-Kendall

Seco 0,7577 0,9700

Úmido 0,5581 0,7498

Tabela 4 – Resultados dos critérios de convergência de Geweke (Quantil |Z|), Raftery e Lewis (Fator RL) e Heidelberger e Welch (HW, valor-p) das cadeias a posteriori da 
distribuição GVE.

Período seco Período úmido

GVE (I) GVE (NI) GVE (I) GVE (NI)

|Z| RL HW |Z| RL HW |Z| RL HW |Z| RL HW

Máximo 1,62 1,04 0,92 0,50 1,02 0,95 0,44 1,03 0,70 1,61 1,02 0,53

Mínimo 0,47 1 0,60 0,12 0,99 0,22 0,06 1 0,28 0,09 0,99 0,15

GVE: distribuição generalizada de valores extremos; I: informativa; NI: não informativa.

Fonte: Elaborado pelos autores.

Tabela 5 – Número de acertos (NA), erro médio de predição (EMP) e amplitude média (AMP
m

) referentes a predições realizadas considerando distribuições a priori 
informativas (DPI) e não informativas (DPNI) dos parâmetros do modelo GVE ajustado à série de vazões máximas de Furnas de 1965 a 1993.

GVE: distribuição generalizada de valores extremos; DIC: critério de informação deviance.

Fonte: Elaborado pelos autores.

Período seco Período úmido

Priori NA EMP (%) AMP
m

DIC Priori NA EMP (%) AMP
m

DIC

DPI 4 14,78 1012,8 428,7 DPI 5 13,08 1914,4 475,4

DPNI 4 17,58 1581,6 431,1 DPNI 5 15,91 3433,4 476,8

foram menores que 1,96, indicando que não há sinais de não convergência. 
Analisando-se o critério de Heidelberger e Welch, constatou-se que a série é 
estacionária (p > 0,05).

Na Tabela 5 são apresentados: o número de acertos por período (NA), con-
siderando-se como acerto se o intervalo HPD95% contiver o valor observado; 
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erro médio de predição por período (EMP, em %); e amplitude média dos inter-
valos AMPm do modelo GVE com parâmetros sendo estimados com aborda-
gem bayesiana considerando distribuições a priori informativas (DPI) e não 
informativas (DPI).

Analisando-se a Tabela 5, pode-se notar que, nos dois períodos, o DIC dos 
modelos com distribuição a priori informativa foi menor do que os com priori 
não informativa. O modelo GVE, tanto com DPI quanto com DPNI, acertou 
o mesmo número de previsões no período seco (4) e úmido (5). Além disso, 
comparando-se as amplitudes das predições dos modelos, tem-se que as predi-
ções do modelo com DPI apresentaram menor amplitude média em ambos os 
períodos, corroborando a afirmação de Aslam e Javed (2011), de que os inter-
valos construídos por meio de prioris informativas são mais estreitos do que 
os baseados em prioris não informativas. 

A predição de vazões, médias e máximas, com diferentes metodologias de 
análise e estimação, tais como método da máxima verossimilhança, redes neu-
rais e séries temporais, tem sido realizada com erros de predição em torno de 
20% (GOMES et al., 2010; LIMA et al., 2011; PINTO et al., 2015; BRITO et al., 
2016; COSTA et al., 2019). Esses resultados mostram que os erros de predi-
ção deste trabalho (todos abaixo de 18%) são consideravelmente menores que 
os encontrados na literatura. Essa redução dos erros médios de predição pode 
ser explicada pelo ganho de precisão que se tem com a metodologia bayesiana, 
conforme relatado por Beijo et al. (2009).  

Conforme se pode observar na Tabela 5, o modelo GVE com DPI apresen-
tou resultados mais precisos e acurados, tanto no período seco como no úmido. 
Sendo assim, esse modelo foi escolhido para a análise de níveis de retorno pelo 
ajuste dessa distribuição à série completa. Os níveis de retorno com seus res-
pectivos intervalos HPD95% correspondentes aos tempos de retorno de cinco, 
10, 15, 20, 50 e 100 anos são apresentados na Figura 2A, para o período seco, 
e na Figura 2B, para o período úmido.

Pode-se notar que, na Figura 2, ocorre aumento das amplitudes dos inter-
valos HPD95% à medida que o tempo de retorno cresce. Isso faz com que as esti-
mativas de quantis extremos sejam menos precisas. Ainda assim, ressalta-se que 
estimativas pontuais e intervalares de vazões máximas podem ser de grande 
importância para gestores hídricos e fornecem informações para pesquisado-
res que pretendam realizar análises de vazões máximas de outras localidades 
com base em inferência bayesiana.    

Uma interpretação das informações contidas na Figura 2B pode ser realizada 
da seguinte maneira: considerando-se o período úmido e 100 anos com tempo 
de retorno adequado de correr determinada vazão máxima, espera-se que, no 
tempo médio de 100 anos, a vazão máxima de Furnas no período úmido seja 
superior a 6.400 m3s-1, tendo um intervalo de alta densidade a posteriori com 
95% de probabilidade entre os valores de 5.800 e 7.200 m3s-1.

Fonte: Elaborado pelos autores.

Figura 2 – Níveis de retorno de vazão máxima de Furnas com seus respectivos 
intervalos HPD

95%
 correspondentes aos tempos de retorno de cinco, 10, 15, 20, 50 

e 100 anos.

CONCLUSÕES
As séries de máximos, tanto para o período seco quanto para o úmido, de vazão média 
diária do reservatório de Furnas foram consideradas independentes e não apresenta-
ram tendência. A incorporação de informação de vazões máximas do reservatório de 
Camargos, por meio de modelagem bayesiana, contribuiu para aumentar a precisão na 
predição de vazões máximas. Os modelos GVE com distribuição a priori informativa e 
não informativa foram igualmente acurados, contudo, tanto para o período seco quanto 
para o úmido, o modelo GVE com distribuição a priori informativa foi mais preciso. 
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