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Utilizacdo da Analise de Componentes Principais

na compressao de imagens digitais
Principal Component Analysis applied to digital image compression
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RESUMO

Objetivo: Descrever a utilizacdo de uma ferramenta estatistica
(Anélise de Componentes Principais ou Principal Component Analysis
— PCA) para reconhecimento de padroes e compressao, aplicando
esses conceitos emimagens digitais utilizadas namedicina. Métodos:
A descricdo da Andlise de Componentes Principais é realizada por
meio da explanagao de autovalores e autovetores de uma matriz.
Esse conceito é apresentado em uma imagem digital coletada na
rotina clinica de um hospital, a partir dos aspectos funcionais de uma
matriz. Foi feita a andlise de potencial para recuperagao da imagem
original em termos de taxa de compressao obtida. Resultados: As
imagens médicas comprimidas mantém as caracteristicas principais
até aproximadamente um quarto de seu volume original, destacando
o emprego da Andlise de Componentes Principais como ferramenta
de compressao da imagem. Secundariamente, o pardmetro obtido
pode refletir a complexidade e, potencialmente, a textura da imagem
original. Conclusdao: A quantidade de componentes principais
utilizada na compresséao influencia a recuperagao da imagem original
a partir da imagem final (compactada).

Descritores: Andlise de componentes principais; Autovalores; Autovetores;
Compresséo de imagens; Padrées; Redugéo de dimenséo

ABSTRACT

Objective: To describe the use of a statistical tool (Principal Component
Analysis — PCA) for the recognition of patterns and compression,
applying these concepts to digital images used in Medicine.
Methods: The description of Principal Component Analysis is made
by means of the explanation of eigenvalues and eigenvectors of a
matrix. This concept is presented on a digital image collected in the
clinical routine of a hospital, based on the functional aspects of a
matrix. The analysis of potential for recovery of the original image
was made in terms of the rate of compression obtained. Results: The
compressed medical images maintain the principal characteristics
until approximately one-fourth of their original size, highlighting the

use of Principal Component Analysis as a tool for image compression.
Secondarily, the parameter obtained may reflect the complexity
and potentially, the texture of the original image. Conclusion: The
quantity of principal components used in the compression influences
the recovery of the original image from the final (compacted) image.

Keywords: Principal component analysis; Eigenvalues; Eigenvectors;
Image compressing; Patters; Dimensionality reduction

INTRODUGAO

A Analise de Componentes Principais ou Principal
Component Analysis (PCA)® é uma formulacdo ma-
tematica usada na redugdo da dimensdo de dados®.
Assim, a técnica PCA permite identificar padroes nos
dados e expressa-los de uma maneira tal que suas se-
melhancas e diferencas sejam destacadas. Uma vez en-
contrados padrdes nos dados, € possivel comprimi-los,
ou seja, reduzir suas dimensoes, sem muita perda de in-
formacao. Resumidamente, a formulagao da PCA pode
ser empregada como um algoritmo de compressao de
imagens digitais de baixas perdas.

Na abordagem PCA, a informacio contida em um
conjunto de dados é armazenada em uma estrutura
computacional de dimensao reduzida a partir da pro-
jecao integral do conjunto de dados em um subespaco
gerado por um sistema de eixos ortogonais®. O siste-
ma 6timo de eixos pode ser obtido usando o método
Singular Values Decomposition (SVD)®. A estrutura
computacional de dimensdes reduzidas € selecionada
de tal modo que caracteristicas relevantes dos dados
sejam identificadas com poucas perdas de informa-
¢a0®. Tal redugao € vantajosa em varias instancias: para
compressao de imagens, representacao dos dados, re-
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ducao do calculo necessario em processamentos subse-
quentes etc.

O uso da técnica PCA na reducao da dimensao de
dados ¢ justificado pela facil representacao de dados
multidimensionais, utilizando a informagdo contida
na matriz de covariancia dos dados, principios da alge-
bra linear® e estatistica basica. Os estudos feitos por
Mashal et al.®) adotam a formulagao PCA na selegao de
imagens de uma base de dados multimidia. De acordo
com Smith®, PCA € um auténtico algoritmo de com-
pressao de imagens de baixas perdas.

A relevancia deste trabalho esta na avaliacao do de-
sempenho da formulacdo PCA em comprimir imagens
digitais a partir da medigao da taxa de compressao e do
grau de perda de informacdo que o PCA introduz nas
imagens comprimidas ao descartar alguns componentes
principais.

OBJETIVO

Este artigo teve por finalidade a descricio da PCA de
uma populacdo de dados e a possibilidade de aplici-la na
compressao de imagens digitais. A aplicagdo da técnica
em reconhecimento de padroes também € ressaltada.

METODOS

Imagens digitais

Admitindo um processamento digital, um dado con-
tinuo (analdgico) € convertido em uma matriz de ele-
mentos simples (pixels) que assumem valores discretos
(niveis de cinza ou gray levels), ou seja:

fOm  fOD
SO FaD

fO.m=2)
flm=2)

FO.m-1)
fny)= Jm=

fn=10) fin=11) .. fn-Lm=2) fin-1m-1) (expressﬁo 1)

Em que os valores de x e y em (x, y) sdo as coorde-
nadas dos pixels na imagem e f(x,y) € o correspondente
nivel de cinza”

Covariancia de uma imagem
A matriz de covariancia de uma imagem ¢é dada por:

covimg = f(x,y)*f(x,y)"* (expressao 2)

PCA
Uma PCA pode ser caracterizada a partir de dados de p
variaveis para n individuos, conforme indicado na tabela 1.
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Por definigao®, o primeiro componente principal
¢ a combinagao linear das variaveis X]Xz;...;Xp, ou seja,

Zi=a X +a, X, +.. +a X (expressao 3)
O segundo componente principal

Z,=a,X +a,X +. +a X (expressao 4)

Tabela 1. Formato dos dados para uma Anélise de Componentes Principais a partir
de n observagdes das variaveis X, e Xp

Caso X, X, Xp
1 a, a, a,,
2: a,, a,, a,,
n a a a

nl n2 np

O terceiro componente principal,

Zi=a,X +aX, .. +a X (expressao 5)
e, assim, sucessivamente. Se existem p variaveis, entao
existem no maximo p componentes principais, sempre
calculadas conforme expressoes similares a expressoes
(3) ou (4) ou (5).

Os resultados de uma PCA, isto €, as componentes
principais Z  sao obtidos a partir de uma analise que
consiste em encontrar os autovalores®® de uma matriz
de covariincias amostral®. A matriz de covaridncias é
simétrica e tem a forma:

1 €12 - Clp
C= €1 €22 - C2p
Cal  Cn2 - Cnp (expressao 6),

em que os elementos c., posicionados na diagonal prin-
cipal, so as variancias de X, (var(X))) e os ¢;s da diago-
nal secunddria representam covariincia entre as varia-
veis X X, (cov (X, X))).

Os autovalores da matriz C sao as variancias dos
componentes principais. Existem p autovalores. Sao
sempre nimeros maiores ou iguais a zero, representado
pelo simbolo A. A’s negativos ndo sdo permitidos em uma
matriz de covariancia®. Assumindo que os autovalores
estao ordenados como klzkzz...kpz 0, entéo A, corres-
ponde ao primeiro componente principal (expressao 1),
e A, ao i-ésimo componente principal, ou seja:

Z=a,X1+a X2 +.. +a X (expressao 7)



Conforme mencionado, var(Z,) = A, € as constantes
Qip Qipensy Ay sao os elementos do correspondente auto-
vetor, escalonado tal que®

afi +ajy +..+ajy =1 (expressao 8)

O fato de c, ser a variancia de X, e A, ser a variancia
de Z, implica que a soma das variancias dos componen-
tes principais € igual & soma das variancias das varidveis
originais®. Logo, os componentes principais, de certa
forma, contém toda variagido dos dados originais®®.

Os passos normalmente seguidos na PCA de uma
imagem digital agora podem ser estabelecidos:

Passo 1: No modelo computacional de uma imagem
digital, na expressao 1, as varidveis X, XZ,...,Xp sao as
colunas da imagem. Inicia-se a PCA codificando (cor-
rigindo) a imagem de tal maneira que suas colunas te-
nham médias zero e variancias unitdrias. Isto € usual a
fim de evitar que uma ou duas colunas tenham influén-
cia indevida nos componentes principais®:

imagem corrigida pela média = imagem — média da imagem
(expressao 9)

Passo 2: Calcula-se a matriz de covariancias C utilizando a
expressao 6, implementada computacionalmente, ou seja:

covimagem = imagem corrigida pela média x
(imagem corrigida pela média)* (expressao 10)

Passo 3: Calculam-se os autovalores kl,kz,...,kp € 0S Cor-

respondentes autovetores Ay ay..., A

Passo 4: Obtém-se o vetor de caracteristicas, uma ma-
triz de vetores contendo a lista dos autovetores (colunas
da matriz) da matriz de covariancia®.
ve = (av,, av,, av,,...,av,) (expressao 11)
Passo 5: Obtém-se os dados finais, isto é, uma matriz
com todos autovetores (componentes) da matriz de co-
variancia.

dados finais = vc! x (Imagem - média)”T  (expressao 12)

Passo 6: Obtém-se a imagem original a partir de dados
finais sem compressao usando a expressao

Imagem T = (vc)T x dados finais + média” (expressao 13)

Passo 7: Descartam-se quaisquer componentes que ex-
plicam somente uma pequena propor¢cao da variacao
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nos dados para efeito de compressao da imagem. Os
descartes tém o efeito de reduzir a quantidade de au-
tovetores do vetor de caracteristicas e produzir dados
finais com uma dimensao menor. A utilizacdo da ex-
pressao 13 nessas condicOes permite a recuperagao da
imagem original com compressao.

Taxa de compressao

Conforme Castro®!?, a compressdo de baixa perda
proporcionada pelo presente método pode ser expressa
em termos do fator de compressao (p) e do erro mé-
dio quadratico (MSE) cometido na aproximacao de A
(imagem original) por A4 (imagem obtida a partir do
descarte de alguns componentes). O fator de compres-
sao € definido por:

_ Unidade de meméria requirida para representar A

~ Unidade de meméria requirida para representar A

(expressao 14)

e 0 MSE cometido na aproximacio de 4 por 4 é:

L1 T
MSE = % (4-a) (&-3a)
pny (expressao 15)

RESULTADOS

Esta secdo mostra exemplos de compressao de imagens
digitalizada usando a formulacdo PCA. Sao apresenta-
das vérias situacoes como exemplos.

Exemplo 1: Recuperando uma imagem TIFF de
512x512 pixels com todos os componentes (512) da
matriz de covariancia da imagem (sem compressao, ou
seja, passos 1 a 6).

Imagem original: TIFF de 512x512 pixels*

Griginal imags.
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Imagem recuperada (512x512 pixels) a partir de 512 componentes principais

PCA Comorssod image

Memoria necessaria (dados finais)=512x512=262144 unidades
de memoria

Fator de compressao (p)=262144/262144=1

Taxa de compressao (1-p)=1-1=0

Erro médio quadratico (MSE)=0

Exemplo 2: Recuperando uma imagem TIFF de 512x512
pixels com 112 componentes principais da matriz de co-
variancia da imagem (com compressao, ou seja, passos
dela5e7).

Imagem original: TIFF de 512x512 pixels*

Cageal mage

Imagem recuperada (512x512 pixels) a partir de 112 componentes principais

PCA Compemssed Inags

Memoria necessaria (dados finais)=112x512=57344 unidades de
memoria

Fator de compressdo (p)=57344/262144=0,219

Taxa de compressao (1-p)=1-0,219=0,781

Erro médio quadratico (MSE)=0213
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Exemplo 3: Recuperando uma imagem com 32 compo-
nentes principais da matriz de covariancia da imagem
(com compressao).

Imagem original: TIFF de 512x512 pixels*

Snginal Inage

Imagem recuperada (512x512 pixels) a partir de 32 componentes principais

PCA Compressed Image

Memoria necessaria (dados finais)=32x512=16384 unidades de
memoria

Fator de compressdo (p)=16384/262144=0,0625

Taxa de compressao (1-p)=1-0,0625=0,9375

Erro médio quadratico (MSE)=0.8825

Exemplo 4: Recuperando uma imagem com 12 compo-
nentes principais da matriz de covariancia da imagem
(com compressao).

Imagem original: TIFF de 512x512 pixels*

Originel irage




Imagem recuperada (512x512 pixels) a partir de 12 componentes principais

FCA Compmaged mags

Memoria necesséria (dados finais)=12x512=6144 unidades de
memoria

Fator de compressao (p)=6144/262144=0,0234

Taxa de compressao (1-p)=1-0,0234=0,9766

Erro médio quadratico (MSE)=0.9505

* Imagem estrutural do cérebro adquirida no Departamento de Ressondncia Magnética do Hospital Israelita Albert Einstein.
Aimagem foi adquirida usando sequéncia Spoiled Gradient Recalled Assimetric Steady State (SPGR) ponderada em T1, em
um aparelho de exame clinico de ressonéncia magnética GE Sigma LX 1,5T (Milkwalkee, USA). Foram adquiridas 128 fatias
de Tmm isotrépicas do cortex cerebral.

DISCUSSAO

Os exemplos de 1 a 4 mostram os efeitos da reducao
do nimero de componentes principais (elevagdo da
taxa de compressao da imagem) no aumento da per-
da de informacao. Essa aplicagdo pode trazer grande
economia no armazenamento de imagens médicas.
Entretanto, o nivel de informacdo mantida depende
de parametros (taxa de compressdo), devendo ser mo-
dulada pelo interesse do usuério. Quanto maior for a
taxa de compressao (quanto menos componentes prin-
cipais forem empregados no vetor de caracteristicas)
mais degradada sera a qualidade da imagem recupera-
da (exemplos 3 e 4).

Em determinadas aplicagdes, como imagens de fun-
cao cerebral, o principio central é a variacao do sinal
de ressonancia ao longo do tempo. Nessas condicoes, a
informacao espacial pode ser mantida em um arquivo
de referéncia, sendo possivel que outras imagens sub-
sequentes sejam comprimidas sem prejuizo. Por outro
lado, € ainda necessario avaliar a pertinéncia da aplica-
cao de altas taxas de compressao quando € necessaria
a avaliagdo de estruturas de dimensoes reduzidas em
relacdo ao tamanho dos voxels.

Ainda, a observagao dos resultados decorrentes da
aplicacao de técnica de PCA em imagens médicas pode
ser considerada uma medida de complexidade. Ou seja,
imagens com padroes densos de textura tendem a pro-
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duzir resultados diferentes com a utilizacdo da técnica
descrita. Entretanto, essa hipdtese nao foi testada nes-
te trabalho; € apenas apontada a linha de investigacao,
cujos resultados poderao certificar e quantificar essa
possibilidade.

Novas aplicacoes secundarias (a partir dos resulta-
dos aqui descritos) podem abarcar varias condigdes na
rotina médica. Essas aplicagdes se beneficiam dos pro-
cedimentos aqui descritos. Dessa maneira, a compreen-
sao dos principios aqui apresentados é importante para
o aproveitamento de aplicacoes médicas baseadas nesses
fundamentos.

CONCLUSAO

A quantidade de componentes principais utilizada na
compressao influencia a recuperacao da imagem ori-
ginal a partir da imagem compactada. Essa ferramen-
ta permite grande economia de espaco, que pode ser
critico em aplicacdes clinicas e para processamento de
grande volume de dados. Como uma propriedade se-
cundaria, esses componentes também tém potencial de
refletir a complexidade da imagem, sendo possivel a re-
lagao destes com a textura da imagem.
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