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Arvore de decisdo e a densidade minima de amostras no
mapeamento da cobertura da terra

Decision tree and minimum sample density in land cover mapping

Luis Fernando Chimelo Ruiz' Alexandre ten Caten" Ricardo Simdo Diniz Dalmolin™!

RESUMO

A cobertura da terra € uma informacé&o espacial de
extrema relevancia para uma série de modelos, sendo utilizada
para estimar a produgdo de sedimentos e para mensurar
a potencialidade da paisagem em sequestrar carbono. A
classificagdo da cobertura da terra pelo método de classificagdo
supervisionado necessita de areas de treino, ja que essas areas
devem ser representativas para cada classe de cobertura da terra.
Para o algoritmo de classificagdo por arvore de decisdo (AD), a
complexidade da AD resulta em diferentes valores de acuracias
para os mapas tematicos. Desse modo, 0 objetivo deste estudo
foi determinar a densidade minima de amostras em um modelo
por AD, a fim de discriminar as classes de cobertura da terra e
avaliar o tamanho da AD gerada quanto ao seu nimero de folhas.
Além disso, preocupou-se em identificar as classes da cobertura
da terra de mais dificil classificacdo. Nesse contexto, foram
utilizadas bandas da imagem do satélite RESOURCESAT-1 e
indices espectrais. A densidade minima de amostras variou entre
0,15 e 0,30% da area total para cada classe. Esse intervalo de
amostragem possibilitou resultados melhores que 80% para o
indice kappa. O menor agrupamento entre observagdes em uma
mesma folha terminal foi de 45, e as classes mais dificeis de
classificar foram floresta e lavoura de arroz, devido a semelhanga
espectral que as florestas sombreadas possuem com as lavouras de
arroz irrigadas.

Palavras-chave: classificagdo supervisionada de imagem,
mineracdo de dados, sensoriamento remoto,
uso da terra.

ABSTRACT

Land cover is a spatial information of great relevance
for a variety of models for estimating sediment yield and to
measure the potential of the landscape carbon sequestration. The
classification of land cover by the supervised method requires
training areas, these areas must be representative of each class
of land cover. For the classification decision tree (DT) algorithm,
the complexity of DT, results in different values of accuracies for

thematic maps. Thus, the objective of this study was to estimate
the minimum sample density in a DT model which would allow to
discriminate land cover classes, evaluate the size of the generated
DT model, as well as, identify the more difficult land cover class
to be mapped. Satellite images from RESOURCESAT-1as well
as spectral indices were used in the study. The minimum sample
density varied between 0.15 and 0.30% of the total area for each
class, this sampling interval allowed better results than 80% for
kappa index. The smallest grouping of observations in the same
terminal leaf was 45 observations. In this study the most difficult
land use classes to be mapped were forest and rice crops due to
spectral similarity of shaded forests with irrigated rice crops.

Key words: supervised image classification, data mining, remote
sensing, land use.

INTRODUCAO

Nos ultimos 40 anos, houve uma evolugao
no desenvolvimento de instrumentos que possibilitam
a coleta de um grande volume de dados, a exemplo
do sensoriamento remoto com plataformas e sensores
com crescente ganho em resolugdo temporal, espacial,
radiométrica e espectral. Simultaneamente ao aumento
do volume de dados sobre a superficie terrestre, a
capacidade de processamento dos computadores e
a evolucdo dos algoritmos de reconhecimento de
padrdes para a classificagdo da cobertura da terra
tornaram-se também mais sofisticados.

Entre os algoritmos mais utilizados,
podemos citarredes neuraisartificiais (RNA) (FOODY
& ARORA, 1997), maquina vetor de suporte (SVM)
(CRISTIANINI & SHAWETAYLOR, 2001) e arvore
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de decis@o (AD) (FRIEDL & BRODLEY, 1997). Os
métodos RNA e SVM exigem um maior tempo de
processamento e sdo considerados “caixas pretas”,
devido a dificuldade encontrada na interpretacdo dos
seus resultados.

Os algoritmos de AD apresentam
vantagens para a classificagdo da cobertura da
terra, entre elas, podem ser citadas: a facilidade
de interpretacdo dos resultados, o baixo tempo de
processamento, a capacidade do modelo trabalhar
com dados medidos em distintas escalas, o fato de
ndo demandar distribui¢do normal do dados e a
capacidade em processar as relacdes ndo lineares
entre os preditores e as classes de cobertura da terra
(FRIEDL & BRODLEY, 1997).

De acordo com as definicdes de
QUINLAN (1996), o algoritmo AD pode ser
entendido como uma hierarquia de nds que sdo
conectados por ramos, uma vez que sua estrutura
traduz uma arvore invertida, a qual se desenvolve
da raiz para as folhas. O n6 de decis@o possui um
teste para algum atributo, e cada ramo descendente
corresponde a um possivel valor para esse atributo,
sendo a folha relacionada a uma classe. O caminho
completo da arvore, que vai da raiz para a folha,
determina uma regra de classificacdo.

Estudos demonstraram a eficacia desse
classificador em dados de sensoriamento remoto.
FRIEDL & BRODLEY (1997) compararam AD
com os algoritmos maxima verossimilhanca e com a
fun¢do discriminante linear. Nesse caso, as maiores
acuracias foram encontradas para o algoritmo AD.
Em trabalho para classificar a cobertura da terra
e espécies de vegetacdo, SASAKI et al. (2012)
utilizaram AD por meio da integracdo de dados do
escanner a laser e de imagens de alta resolucdo,
obtendo valores do indice kappa para a classifica¢do
superior a 0,97.

Na classificagdo supervisionada, as
caracteristicas dos dados utilizados tém influéncia
na classificagdo resultante. Fatores como o nimero
de classes e o volume de dados para treinamento dos
algoritmos sdo elementos criticos para a acuracia da
classificacao da cobertura da terra. Para o método
AD, outra relacdo importante estd na complexidade
(tamanho) da arvore gerada com seu poder preditivo.
Em geral, quanto mais complexa a AD, maior ¢ seu
potencial preditivo ( PAL & MATHER, 2003). Por
outro lado, AD grandes sao de dificil implementacao
em programas de Sistema de Informagao Geografica.

Diante do exposto, este trabalho teve
como objetivo: (i) determinar qual a densidade
minima de amostras necessarias para discriminar as

classes de cobertura da terra, (ii) avaliar o tamanho
da AD gerada quanto ao seu numero de folhas; e
(ii1) identificar as classes de cobertura de dificil
classificacao.

MATERIAL E METODOS

Area de estudo

A bacia hidrografica do rio Vacacai
Mirim abrange 1153,47km> e estd localizada na
regido central do estado do Rio Grande do Sul,
Brasil, entre as coordenadas geograficas 53° 46°30”
e 53° 49°29” de longitude oeste e 29° 36’55 e 29°
39°50” de latitude sul. A geomorfologia do local
¢ caracterizada pelo Planalto Médio, Rebordo do
Planalto Sul-Riograndense e pela Depressao Central.
Tanto no Planalto Médio como na Depressao Central,
predominam areas de agricultura, com destaque para
soja na primeira e arroz irrigado na segunda. Em
ambos os locais, foram observadas também areas
de campo e solo exposto. As areas mais conservadas
com presenca de Mata Atlantica estdo localizadas no
Rebordo do Planalto. Ao percorrer a area de estudo
em uma fase de reambulacdo, houve a formulacdo de
um modelo mental da cobertura da terra que guiou as
fases seguintes de vetorizagdo dos conjuntos de dados
de treinamento e de avaliagdo. As classes de cobertura
da terra estabelecidas foram: campo, lavoura de soja,
lavoura de arroz, floresta de Mata Atlantica, solo
exposto e agua.

Dados de sensoriamento remoto

Foram utilizados os dados das bandas
do sensor LISS III, que estdo a bordo da plataforma
RESOURCESAT-1. A imagem utilizada foi do dia 12 de
fevereiro de 2010, a cena abrange toda a area de estudo,
com poucas nuvens e resolugio espacial de 23,5 metros.
A imagem foi corrigida geometricamente a partir de
dez pontos de controle, utilizando a fungdo polinomial
de segunda ordem para interpolagdo espacial, obtendo-
se o erro médio quadratico menor que um pixel. Para
reamostragem dos valores dos pixels, foi utilizada a
interpolacdo bilinear. A corre¢do atmosférica da imagem
foi efetuada por meio do método de subtragio do objeto
escuro (CHAVEZ, 1996).

Apds a aplicacdo das corregdes na
imagem, foram gerados indices espectrais. Para isso,
empregaram-se as bandas espectrais 0,52-0,59um
(verde - VERDE); 0,62-0,68um (vermelho — VERM);
0,77-0,86um (infravermelho préximo - IVP) e 1,55-
1,70pum (infravermelho médio - IVM). Os indices
espectrais elaborados foram: Indice de Umidade
por Diferenca Normalizada para estresse hidrico
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(NDWI1) (GAO, 1996), indice de Umidade por
Diferen¢a Normalizada para ldmina d’agua (NDWI2)
(MCFEETERS, 1996), Razdo Simples (RS), indice
de Vegetagdo por Diferenga Normalizada (NDVI)
(TUCKER, 1979) e Indice de Vegetagdo ajustado
ao Solo (SAVI) (HUETE, 1988). O SAVI possui a
constante L, que ¢ um fator de ajuste de substrato
do dossel. Neste trabalho, utilizou-se o valor de
L=0,5, pois engloba maior variagdo de condigdes de
vegetacao (HUETE, 1988).

Arvore de decisdo (AD)

Dentre os algoritmos de AD disponiveis
no programa de mineragdo de dados Weka v3.6
(HALL et al., 2009), utilizou-se, neste trabalho, o
J48. Esse algoritmo realiza a classificacao de forma
recursiva, dividindo a totalidade do conjunto de
dados de treinamento em subconjuntos cada vez
mais homogéneos entre si. O algoritmo interrompe o
processo de segmentagdo dos dados até que um nivel
de semelhanca entre as classes finais, previamente
determinado pelo usuario, seja atingido. Essas
subdivisoes dos dados sdo baseadas em procedimentos
estatisticos, considerando-se os erros dos nos e seus
descendentes. A identificagdo da raiz e dos seus
descendentes ¢ dada através dos calculos de entropia
e razao do ganho da informagdo. A entropia avalia a
capacidade de previsdo de um atributo (ELMASRI &
NAVATHE, 2005).

Divisdo da area de treinamento e geragao das AD
Com o intuito de gerar os modelos de AD
e possibilitar a avaliacdo da qualidade dos mapas
de cobertura da terra gerados, foram coletados dois
grupos de dados (amostras) em uma composicao
de imagem B3G4R5. Ambos os grupos de dados
foram gerados por vetorizagdo de seis diferentes
classes de cobertura, no programa QGIS 1.7.0, por
meio das ferramentas de edi¢do. O primeiro conjunto
de dados foi utilizado como treinamento para gerar
os modelos de AD. Cada uma das seis classes de
cobertura da terra foi amostrada em um total de 5.000
pixels. Como o pixel de trabalho foi de 23,5m, tem-se
um total de 552,25m? por pixel. Isso compreende um
total de amostras de 16,57km? para cada uma das seis
classes de cobertura da terra. O segundo conjunto,
com vetorizagdo completamente independente do
conjunto de dados de treinamento, foi amostrado para
representar os dados de avaliacdo. Nesse conjunto de
dados, foram reunidos 19.497 pixels, perfazendo um
total de 10,76km? para as seis classes de cobertura.
Visando gerar as diferentes densidades
de amostragem, o conjunto de dados de treinamento

foi dividido, aleatoriamente, em conjuntos de
dados de 250, 500, 750, 1.000, sucessivamente até
o conjunto total de 5.000 pixels. Esse agrupamento
dos dados em conjuntos de 250 pixels foi definido por
meio de avaliacdes prévias, considerando a quantidade
minima de pixels em que a AD teve seu poder preditivo
fortemente deteriorado. Ao todo, geraram-se 20
subgrupos de amostras a serem avaliados. Para cada
subgrupo, foi criada uma classificagdo de imagem, e
esse grupo foi confrontado com o conjunto de avaliagdo.

No desenvolvimento dos modelos de AD
no programa Weka, foi selecionado “verdadeiro” para
a poda (reducedErrorPruning=True), e o numero
minimo de amostras (NMA) nas folhas terminais
igual a dois (NMA=2). A poda serve para que ramos
menos confiaveis sejam removidos. Esses ramos em
maior quantidade podem ser decorrentes de ruidos do
conjunto de treinamento. O processo de poda produz
AD com melhor nivel de precisdo e menos tempo de
processamento (HAN & KAMBER, 2001). Sempre
que ¢ feita uma divisdo nos dados produzindo uma
nova folha na arvore, e essa folha representa menos do
que um NMA do conjunto de dados, o no pai e os seus
filhos sdo compactados em um unico né. Esse processo
continua ao longo da criacdo de toda a arvore. A AD
no formato texto, gerada pelo programa Weka, foi
convertida para um formato condicional if else a fim
de ser implementada no programa SAGA-GIS.

Na segunda etapa do estudo, foram
avaliados distintos valores de NMA que poderiam
ser reunidos em uma folha terminal da AD. Para
isso, criaram-se 10 AD em que o NMA informado no
programa Weka variou de cinco a 50, com intervalo
de cinco em cinco. Esses valores foram escolhidos
por compreenderem um intervalo significativo de
valores. As novas classificagdes procedentes dessa
etapa foram comparadas com os dados de avaliag@o.
Em cada uma das fases do estudo, a avaliacdo da
qualidade dos mapas gerados foi realizada pelo
coeficiente Kappa (CONGALTON, 1991).

RESULTADOS E DISCUSSAO

Efeitos do tamanho da area de treinamento e do
numero minimo de amostras

A complexidade da AD aumenta de acordo
comotamanho daamostragem (Figura 1a). O acréscimo
no numero de folhas representa a dificuldade de o
modelo classificar as classes de cobertura da terra,
pois, quanto maior o nimero de amostras inseridas
no algoritmo por AD, mais folhas serdo necessarias
para encontrar padrdes nessas amostras. Isso resultara
em maior tempo de processamento e em arvores mais
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complexas.

Por outro lado, o aumento da densidade
das amostras proporcionou melhores valores de
acuracia (Figura 1b). Em uma analise mais detalhada,
percebemos que até em uma amostragem de 2.500
pixels (1,38km? 0,12% do total da area) os valores
para o indice kappa foram menores que 50%. Esse
comportamento no grafico pode ser explicado pela
semelhanca espectral que as classes floresta, campo
e lavoura de arroz possuem. Nesse caso, para
capturar a variabilidade espectral dessas classes, ¢
necessario um numero maior de amostras. Assim,
com a classificagdo utilizando 3.000 (1,66km? e
0,14% da 4area total) pixels por classe, os valores
da confiabilidade aumentaram, chegando a mais
90%. Para as demais densidades de amostragem,
o indice kappa manteve-se igualmente elevado.
Esses resultados indicam haver uma densidade
de amostragem minima que deveria ser seguida
em futuros trabalhos, quando AD for aplicada na
classificacao da cobertura da terra.

encontrados por PAL & MATHER (2003) no leste
da Inglaterra, que utilizaram dados do Landsat
ETM™ para sete classes de cobertura da terra em
uma area de 91,18km?. Esses autores obtiveram
valores de acuracia que variaram de 78.3% a 84.1%
para as amostragens que possuiam 100 (0,09km?e
0,01% da area total) e 300 (0,27km? ¢ 0,30% da
area total) pixels por classe. Para amostragens de
350 (0,3 1km?e 0,34% da area total) e 400 (0,36km?e
0,39% da area total) pixels, as diferencas de acurécia
nao foram significativas. Neste trabalho, procurou-
se determinar a menor area de treinamento possivel,
sem obter perdas significativas na acuracia. Nesse
caso, o tamanho da area de treinamento escolhido
foi de 3.500 pixels para cada classe. O total desses
pixels abrange uma area de 1,93km? e representa
0,17% de toda a area. Essa amostragem obteve o
valor de 94,2% de indice kappa e¢ 57 para o nimero
de folhas. A diferenga desses valores comparados
a amostragem que utilizou 5.000 (2,76km?% 0,24%
da area total) pixels foi sutil, visto que o valor de

Resultados semelhantes foram acurdcia para a amostragem de 5.000 pixels foi de
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94,5%, e o nimero de folhas foi de 60. A importancia
de diminuir esses 1.500 pixels pode estar na coleta de
amostras para classes que sdo menos representativas
em uma imagem, por exemplo, a classe dgua. Outra
questao estd no tempo e custo de aquisi¢do dessas
amostras, que se torna mais dispendiosa quando
esses dados sdo levantados a campo. Com isso, foi
determinado que a densidade minima de amostras na
classificacdo da cobertura da terra por AD pode estar
entre 0,15% a 0,30% da area total para cada classe.
Com os melhores resultados encontrados
para a amostragem de 3.500 pixels para cada
classe (0,17% da éarea total), o proximo passo foi
submeté-la a diferentes valores de NMA. O primeiro
valor informado foi cinco e o ultimo valor foi de
50, variando de cinco em cinco (Figura 1c). A
complexidade da AD também esté relacionada com
o NMA, pois, quanto mais valores das amostras

forem agrupados nas folhas terminais, menores
serdo as AD. Na figura 1d, podem ser avaliados os
numeros de folhas para as AD geradas anteriormente,
apresentando a diminui¢do das folhas para maiores
valores do NMA.

Para as AD com NMA de cinco e 50,
verificou-se uma reducdo de 42 folhas. Quando
analisados seus valores de indice kappa, a diferenga
foi menos representativa, isto ¢, de apenas 0,4%. Essa
reducdo de folhas sem grandes perdas da confianca
facilita a interpretagdo da AD resultante e diminui o
tempo de processamento. Futuros trabalhos poderdo
avaliar a classificacdo por AD em relagdo ao tamanho
da area treinamento com o numero de classes da
cobertura da terra.

Analise da classificagao
Ao considerar o numero de folhas em
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relagdo ao indice kappa, a AD mais vantajosa neste
estudo foi a gerada com 3.500 pixels e 0o NMA igual a
45. O atributo preditivo que forneceu a maior redugio
na entropia foi o NDVI, sendo escolhido como raiz
da arvore (Figura 2a). As classes mais dificeis de
classificar foram dreas de floresta e areas de arroz
irrigado, possivelmente, devido a semelhanga
espectral que areas de floresta sombreadas possuem
com as areas umidas de arroz irrigado, necessitando
de mais folhas para classifica-las.

Na figura 2a, pode ser visualizada a AD
utilizada para a classificagdo da cobertura da terra
na area de estudo. A partir dela, observou-se que
as classes floresta e lavouras de arroz resultaram
no maior numero de folhas. Ja as coberturas da
terra, dgua e solo exposto necessitaram de apenas
uma folha para cada. O resultado da classificagdo
originado dessa arvore estd ilustrado na figura 2b.
Alguns padrdes em relacdo ao uso da terra podem ser
observados no mapa classificado, em que as florestas
(29,54%) estdo situadas no rebordo, nas maiores
declividades da area e proximo as drenagens. As
areas de lavoura de arroz (13,70%) que sdo areas
irrigadas, na sua maioria pelos rios da regido, estdo
préximas as drenagens. O resultado mais controverso
estd nas areas de solo exposto (12,64%), pois, sabendo
que a imagem ¢ datada no dia 12 de fevereiro, essas
areas de solo exposto deveriam estar com lavouras
de arroz. O motivo disso ndo acontecer ¢ devido a
fortes precipitagdes ocorridas na regido, acarretando
enxurradas que provocam a remocao das plantas de
arroz da lavoura e também o acimulo de sedimentos,
que resultou no aumento da area de solo exposto no
mapa tematico. Outra questdo em relacdo a classe
arroz, observada a campo, esta na substituicdo desse
cultivo por plantagdes de soja (12,02%). A classe de
uso da terra mais representativa nesse mapa tematico
foi 0 uso campo (30,69%) e as menos representativas
foram as areas de agua (1,41%).

CONCLUSAO

A densidade minima de amostras permaneceu
no intervalo de 0,15% a 0,30% da area total para cada
classe. Esse intervalo pode ser usado como guia no
momento da determinagdo da area de treinamento.

O numero minimo de amostras igual a 45 foi
0 que proporcionou melhor relacao entre tamanho da
AD gerada e a exatiddo da classificacdo. Além diso, a
reducdo aplicada na AD propiciou identificar os usos da
terra de dificil classificagdo, que, neste trabalho, foram
as florestas e as lavouras de arroz. Nessas classes, foi
necessario maior nimero de folhas para distingui-las

das demais.
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