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(e previsão) da dinâmica dos preços (PÉREZ-RODRÍ-
GUEZ et al., 2005; ABHYANKAR et al., 1995). Pode-se 
argumentar que a metodologia econométrica tradicional, 
baseada em modelos com especificações simples e 
parâmetros constantes, como, por exemplo, os modelos 
ARMA, é incapaz de replicar a dinâmica inerente às 
séries econômicas e financeiras. Esse aspecto tem esti-
mulado pesquisadores de diversas formações acadêmicas 
a aplicarem técnicas de inteligência computacional em 
uma série de problemas em Finanças, como, por exemplo, 
apreçamento de ativos (MORELLI et al., 2004), seleção de 
investimentos (EAKINS; STANSELL, 2003), teoria dos 
jogos (BARR; SARACENO, 2005) e previsão de séries 
temporais financeiras (MALHOTRA; MALHOTRA, 
2002; TSAIH et al., 1998; KAASHOEK; VAN DJIK, 

1 Introdução

A literatura relacionada à previsão de séries temporais 
financeiras tem registrado, desde a década de 90, impor-
tantes avanços relacionados à incorporação de novas 
metodologias que tentam determinar padrões de relacio-
namentos presentes nos dados do mercado financeiro. 
Essas metodologias, em sua maioria, computacional-
mente intensivas, caracterizam-se pela capacidade de 
identificação e previsão de sistemas dinâmicos não-line-
ares, ou seja, sistemas em que as variáveis do ambiente 
possuem um complexo padrão de inter-relacionamento 
que se altera ao longo do tempo.

A crescente constatação, reportada em uma série de 
trabalhos científicos, acerca da presença de um compor-
tamento não-linear em séries financeiras tem gerado 
críticas quanto ao uso de modelos lineares na explicação 
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As abordagens de inteligência computacional, tais como sistemas nebulosos e 
redes neurais artificiais, têm-se gradualmente estabelecido como ferramentas ro-
bustas para a tarefa de aproximação de sistemas não-lineares complexos e previ-
são de séries temporais. Em aplicações envolvendo a área de Finanças, evidências 
empíricas anteriores indicam que modelos de inteligência computacional são mais 
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a hipótese de que os modelos matemáticos de redes neurais perceptron multica-
madas, redes neurais função de base radial e o sistema nebuloso Takagi-Sugeno 
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mais acurada que os modelos auto-regressivos de médias móveis (ARMA) e auto-
regressivo de médias móveis supondo heterocedasticidade condicional auto-regres-
siva (ARMA-GARCH). O desempenho de previsão um-passo-à-frente dos modelos 
foi comparado utilizando-se séries de retorno da taxa de câmbio real/dólar (R$/
US$) com freqüências de 15 minutos, 60 minutos, 120 minutos, diária e semanal. 
Resultados indicam que o desempenho dos modelos está diretamente relacionado 
à freqüência observada das séries. Além disso, os modelos de redes neurais obtive-

ram um desempenho superior em relação aos demais modelos considerados. A avaliação da estratégia de negociação 
estabelecida com base nas previsões geradas pelos modelos indicou que estratégias baseadas em modelos de redes 
neurais forneceram retornos superiores em relação àquelas baseadas em modelos ARMA e ARMA-GARCH e também 
em relação à estratégia buy-and-hold.
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fora-da-amostra mais acurada que os modelos auto-
regressivos de médias móveis (ARMA) e os modelos 
ARMA supondo heterocedasticidade condicional auto-
regressiva (ARMA-GARCH). O artigo está organizado 
da seguinte forma: a seção 2 descreve os modelos de 
previsão de séries temporais utilizados nesse estudo; nas 
seções 3 e 4 são apresentados a metodologia do estudo e 
os resultados, respectivamente; e, finalmente, na seção 5, 
são discutidos os resultados e apresentadas sugestões 
para trabalhos futuros.

2 Modelos de previsão de séries temporais

2.1 Modelos ARMA e ARMA-GARCH
Dentro da literatura de econometria financeira, duas 

classes de modelos amplamente estabelecidos na área 
de previsão de séries econômicas e financeiras são os 
modelos ARMA e ARMA-GARCH. De acordo com 
a metodologia proposta por Box e Jenkins (1976), um 
processo auto-regressivo de médias móveis ARMA (p, q) 
pode ser representado pela Equação 1.
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devem ser estimados. Este modelo é classificado linear 
na média.

Considerando o fato estilizado de ocorrência variância 
residual não-constante, foi também utilizado o modelo 
ARMA com um processo de heterocedasticidade condi-
cional auto-regressiva – modelo ARMA (p,q) – GARCH 
(p,q) (MEADE, 2002). Este modelo é linear na média e 
não-linear na variância. A partir da Equação 1, é consi-
derado o processo gerador de {e

t
} como dado pelas 

Equações 2 e 3.
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O modelo para a variância condicional descrito na 
Equação 3 é simétrico no que se refere aos impactos dos 
choques de volatilidade. Entretanto, séries temporais 
financeiras geralmente possuem respostas assimétricas 
aos choques de volatilidade. Nesse sentindo, Zakoian 
(2002) propôs um modelo ARCH assimétrico (TARCH 
– Threshold ARCH) dado pela Equação 4.
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2002; OCAL, 2000; PÉREZ-RODRIGUEZ et al., 2005). 
Essas abordagens são adequadas para lidar com caracte-
rísticas intrínsecas às séries temporais financeiras, como, 
por exemplo, presença de múltiplos regimes no processo 
gerador de dados e não-linearidades. Entretanto, deve-se 
destacar que o debate acerca dos ganhos advindos do uso 
de modelos não-lineares ainda não atingiu um consenso 
(CLEMENTS et al., 2004), estimulando a continuidade 
da pesquisa nas áreas de seleção, estimação e avaliação 
de modelos não-lineares.

Duas abordagens relevantes, entre tantas outras, utili-
zadas para previsão de séries temporais são os sistemas 
nebulosos Takagi-Sugeno (TS) e as redes neurais 
 perceptron multicamadas (MLP) e redes neurais função 
de base radial (RBF). O sistema nebuloso TS possui 
simultaneamente um alto grau de não-linearidade e estru-
tura simples (TAKAGI; SUGENO, 1985). O problema 
da identificação na modelagem envolvendo o sistema 
nebuloso TS consiste, basicamente, em duas partes: 
identificação da estrutura e identificação dos parâmetros. 
A identificação da estrutura está relacionada à determi-
nação das partes antecedente e conseqüente das regras de 
ação, ou seja, consiste na partição do espaço de dados, 
extração de um número de regras e determinação da 
estrutura dos elementos de saída (equações), respectiva-
mente. Finalmente, a tarefa de ajuste (ou aprendizado) 
dos parâmetros do sistema é realizada de modo a mini-
mizar um determinado critério de desempenho baseado 
nos erros de saída do sistema. As redes neurais artificiais, 
originalmente inspiradas na funcionalidade das redes 
de neurônios biológicos, são, por sua vez, capazes de 
aprender relações funcionais complexas a partir de um 
conjunto limitado de dados de treinamento. Elas podem 
atuar como modelos “caixa-preta” para identificação de 
sistemas não-lineares multivariados e univariados e são 
passíveis de treinamento, utilizando dados de entrada e 
saída obtidos no sistema. A rede neural usual consiste 
em múltiplos elementos simples de processamento, 
chamados neurônios, interconexões entre eles e pesos 
atribuídos a essas interconexões. A informação relevante 
permanece armazenada nos pesos.

Nos últimos anos, pesquisadores (TSENG; TZENG, 
2002; SHAPIRO, 2002; LEÓN et al., 2002) têm proposto 
um variado espectro de metodologias de identificação e 
previsão não-linear baseadas em sistemas nebulosos 
para lidarem com sistemas não-lineares que apresentam 
incertezas. As redes neurais, por sua vez, têm recebido 
considerável atenção nos últimos anos em função de 
suas habilidades em realizar aprendizagem, sendo apli-
cadas em um grande número de problemas na área de 
Finanças.

Este artigo investiga a hipótese de que os modelos 
de redes neurais MLP, redes neurais RBF e os sistemas 
nebulosos TS são capazes de fornecer uma previsão 
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correção do erro, e pode ser visto como uma genera-
lização do algoritmo de filtro adaptativo ou um caso 
especial do algoritmo de mínimos quadrados. 

O algoritmo BP é um método iterativo baseado no 
gradiente que busca minimizar o erro quadrático entre 
a saída observada e a saída desejada. Para minimizar a 
função-objetivo, o algoritmo BP utiliza uma técnica de 
busca baseada no gradiente, a regra delta generalizada. 
Entretanto, o algoritmo BP apresenta algumas limitações, 
como, por exemplo, baixa velocidade de aprendizado. 
Alternativas viáveis para o aumento da velocidade de 
treinamento são, por exemplo, o uso de procedimento 
heurístico para a modificação adaptativa dos parâmetros, 
prescrição de uma seleção específica de valores iniciais 
para os pesos e a utilização da segunda derivada no 
processo de treinamento. O algoritmo BP utiliza apenas a 
primeira derivada (curvatura) da superfície do erro, e seu 
desempenho é sensível à configuração do coeficiente de 
aprendizado. Com a utilização da segunda derivada (taxa 
de mudança da curvatura), o tempo de treinamento pode 
ser significativamente reduzido.

Neste trabalho, utilizou-se o algoritmo de treinamento 
Levenberg-Marquardt (LM) (LEVENBERG, 1944; 
MARQUARDT, 1963) o qual consiste em uma modifi-
cação do método de Newton e representa, freqüentemente, 
uma alternativa eficiente ao algoritmo de retropropagação 
do erro tradicional. A estratégia do algoritmo consiste na 
expansão da função f(x,w) = t em uma série de Taylor. 
O objetivo do algoritmo é minimizar a função-custo, 
J(w), com relação ao peso w. O algoritmo LM apresenta 
alto custo computacional e requer um grande número de 
operações. 

Em que I
t-1

 = 1 se e
t-1

 < 0. Desta forma, “boas” e “más” 
noticias têm impactos diferentes na variância condicional 
h2

t
. De modo similar, Nelson (1991) propôs o modelo 

assimétrico EGARCH (Exponential GARCH) dado pela 
Equação 5.
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A estimação dos parâmetros dos modelos ARMA 
pode ser obtida por meio de várias maneiras, como, por 
exemplo, mínimos quadrados ordinários ou pelas equações 
de Yule-Walker. No caso dos modelos ARMA-GARCH 
simétricos e assimétricos, a estimação dos parâmetros é 
usualmente obtida por meio da maximização da função 
de verossimilhança associada a cada modelo por meio 
de algoritmos de otimização numérica. Neste artigo, 
utilizou-se o software E-VIEWS© e MATLAB© para a 
estimação de parâmetros e previsão por meio de modelos 
ARMA e ARMA-GARCH. Um detalhamento das meto-
dologias de estimação de parâmetros para essas classes 
de modelos é apresentado em Tsay (2002) e Hamilton 
(1994). 

2.2 Modelos de redes neurais

2.2.1 Redes neurais perceptron multicamadas
As redes neurais fornecem, usualmente, conhecimento 

quantitativo não-paramétrico. São adequadas para iden-
tificação e aprendizado de sistemas que apresentam um 
comportamento complexo.

O perceptron multicamadas pode ser visto como a 
generalização do perceptron de uma camada. A rede 
neural perceptron multicamadas (MLP) contém três 
tipos de camadas: a camada de entrada, a(s) camada(s) 
escondida(s) ou intermediária(s) e a camada de saída. 
Qualquer neurônio de uma camada é capaz de estabe-
lecer uma conexão com um neurônio da camada seguinte. 
Os neurônios da camada de entrada recebem sinais do 
ambiente externo e os transmitem para os neurônios 
da próxima camada. Os neurônios da camada de saída, 
por sua vez, enviam a informação recebida dos neurô-
nios da(s) camada(s) intermediária(s) para o ambiente 
externo, conforme apresentado na Figura 1.

A saída de uma rede neural MLP com uma camada 
intermediária e n

1
 neurônios intermediários (e um compo-

nente linear) pode ser descrita pela Equação 6.
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O processo de treinamento de uma rede neural MLP é 
supervisionado e usualmente realizado por meio do algo-
ritmo de retropropagação do erro ou  backpropagation 
(BP). O algoritmo BP está baseado em uma regra de 

Bias Bias
Bias

Algoritmo de treinamento

Camada de entrada

1a camada oculta
m-ésima camada oculta

Camada de saída

yi

Saída(s)
obtida(s) 

Saída(s)
desejadas(s) 

Entradas
x1

x2

xn

.

.

.

ŷi
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Figura 1. Rede neural perceptron multicamadas.
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tituem-se na parte conseqüente do sistema nebuloso; 
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Em que m
ij
 e σ

ij
 e  são o valor médio e o desvio-padrão 

da função de pertinência do tipo Gaussiana, respectiva-
mente.

A união de todos estes parâmetros define o conjunto 
de parâmetros da premissa. O poder da regra R(j) repre-
senta seu grau de excitação e é regido pela Equação 10.
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Os conjuntos nebulosos que dizem respeito a uma regra 
formam uma região nebulosa (cluster) dentro do espaço 
da premissa, Aj

1
 x Aj

2
x ... x Aj

m
, com uma distribuição de 

pertinência descrita pela Equação 10. Dado os vetores de 
entrada z e uj, j = 1, ..., M, a saída final do sistema nebu-
loso é inferida pela média ponderada das saídas locais 
g

j
(uj)(Equação 11).
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Em que M denota o número de regras e v
j
(z) é a inten-

sidade do poder normalizado de R(j) que é definida pela 
Equação 12:
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Neste artigo, a identificação da estrutura do modelo 
nebuloso TS foi baseada no algoritmo de agrupa-
mento ( clustering) nebuloso Gustafson-Kessel (GK) 
( GUSTAFSON; KESSEL, 1979) para a parte antecedente 
das regras e no algoritmo de mínimos quadrados para a parte 
conseqüente das regras. Um diagrama ilustrando a estrutura 
de um sistema nebuloso TS é mostrado na Figura 3.

 2.4 Principais diferenças entre os modelos 
utilizados

Os modelos de redes neurais e sistemas nebulosos 
utilizam funções não-lineares para descrever e prever 
o comportamento do sistema, como pode ser visto nas 
Equações 6, 7 e 9. Dessa forma, esses modelos são consi-

2.2.2 Redes neurais função de base radial 
A aproximação não-linear realizada por uma rede neural 

função de base radial (RBF) com m neurônios com uma 
camada intermediária pode ser descrita na Equação 7.

 ( )
0

m

t h i t i
i

y w Z c+
=
∑= j −  (7)

Sendo j(.) a função de base radial e c
i
 o centro da 

i-ésima função de base radial. j(.) é usualmente definida 
como uma função Gaussiana do tipo j(x) = exp(-x2 / 2σ2) 
em que σ define a largura de cada função. A solução de 
mínimos quadrados para os pesos w

i
 satisfaz a relação 

(AT A)w = ATb em que A é a matriz com elementos A
ij
 

representando o elemento de saída do j-ésimo neurônio 
para a i-ésima entrada. O método de clusterização utili-
zado no experimento envolvendo as redes neurais RBF 
foi o método clássico k-médias. A estrutura geral de uma 
rede neural RBF pode ser vista na Figura 2.

2.3 Sistema nebuloso Takagi-Sugeno
A identificação de um modelo nebuloso Takagi-Sugeno 

(TS) envolve duas tarefas principais: ajuste dos parâmetros 
e otimização da estrutura. O procedimento de ajuste dos 
parâmetros busca a estimação de um conjunto factível de 
parâmetros para uma dada estrutura. O procedimento de 
otimização da estrutura busca: a) identificar uma estrutura 
ótima para modelos de ajuste local; b) identificar quais são 
as variáveis relevantes da parte antecedente das regras de 
ação; e c) determinar uma partição adequada do espaço 
de dados (MARINKE et al., 2005). O modelo TS consiste 
em um conjunto de regras lingüísticas SE-ENTÃO que 
podem ser representadas pela Equação 8:
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Em que as sentenças SE definem a parte antecedente 
(premissa) enquanto as funções da regra ENTÃO cons-
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Figura 2. Estrutura geral de uma rede neural RBF.
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derados não-lineares na média. Os modelos ARMA, 
por sua vez, descrevem o comportamento do sistema 
utilizando uma função linear. Portanto, essa classe de 
modelos é considerada linear na média. Finalmente, os 
modelos ARMA-GARCH utilizam uma função linear 
para descrever o comportamento do primeiro momento 
(média) e uma função não-linear para descrever o compor-
tamento do segundo momento (variância). Dessa forma, 
esses modelos são classificados como não-linear na vari-
ância (CAMPBELL et al., 1997). Do ponto de vista da 
estimação, os modelos de redes neurais e sistemas nebu-
losos utilizados classificam-se como não-paramétricos, 
enquanto que os modelos ARMA e ARMA-GARCH 
classificam-se como paramétricos. 

3 Metodologia e estatística descritiva das 
séries temporais

Neste artigo, foram utilizadas séries da primeira dife-
rença dos logaritmos (log-retornos) da taxa de câmbio 
real/dólar (R$/US$) com freqüências de 15 minutos, 
60 minutos e 120 minutos de 01/01/2002 a 01/01/2003 e 
séries com freqüência diária e semanal de 01/01/2000 a 
01/01/2004. As Figuras 4 a 8 mostram o comportamento 
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quadrados
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da parte da premissa

2. Identificação da parte
da premissa das regras

3. Escolha da estrutura da
parte do conseqüente
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conseqüentes das regras

5. Cálculo de um critério
de desempenho

6. Verificação da estrutura
conseqüente

7. Verificação da estrutura
da premissa

Projeto aceito

Projeto
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Mudar

Sistema nebuloso de TS

Mudar

Método de
Gustafson-Kessel

Figura 3. Estrutura de um sistema nebuloso TS.
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Figura 4. a) Taxa de câmbio brasileira com freqüência de 15 minu-
tos; e b) a primeira diferença dos logaritmos.
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Figura 5. a) Taxa de câmbio brasileira com freqüência de 60 minu-
tos; e b) a primeira diferença dos logaritmos.
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da taxa de câmbio durante o período observado. Foram 
utilizados os primeiros 80% dos dados para estimação 
dos modelos e os últimos 20% para validação e previsão 
um-passo-à-frente fora-da-amostra. A Tabela 1 traz o 
número de observações utilizadas na fase de estimação e 
validação (previsão) para cada série.

A Tabela 2 traz a estatística descritiva das séries anali-
sadas. O resultado do teste Jarque-Bera mostra que a 
hipótese de normalidade na distribuição dos retornos 
foi rejeitada em todas as séries em função da presença 
de elevada curtose e assimetria positiva (com exceção 
da série diária). A rejeição da hipótese nula do teste 
Jarque-Bera indica uma distribuição com uma incidência 
possivelmente maior de valores extremos, o que dificulta 
a previsão dessas séries temporais por parte dos modelos 
considerados neste estudo. O teste Dickey-Fuller Aumen-
tado, por sua vez, mostrou que a hipótese nula de presença 
de raízes unitárias foi rejeitada em todas as séries, indi-
cando que todas são estacionárias. O teste para presença 
de heterocedasticidade condicional auto-regressiva 
(ARCH), baseado no multiplicador de Lagrange, indicou 
a presença de ARCH em todas as séries. 

O teste Brock-Dechert-Scheinkman (BDS) (BROCK 
et al., 1996) foi também realizado para verificar uma 
possível dependência não-linear nas séries temporais 
analisadas. A rejeição da hipótese nula de independência 
pode ser interpretada como uma evidência favorável ao 
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Figura 6. a) Taxa de câmbio brasileira com freqüência de 120 mi-
nutos; e b) a primeira diferença dos logaritmos.
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Figura 7. a) Taxa de câmbio brasileira com freqüência diária; e  
b) a primeira diferença dos logaritmos.
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Figura 8. a) Taxa de câmbio brasileira com freqüência de semanal;  
e b) a primeira diferença dos logaritmos.



641Podemos prever a taxa de cambio brasileira? Evidência empírica...

Gest. Prod., São Carlos, v. 15, n. 3, p. 635-647, set.-dez. 2008

NARX
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NARMAX
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Em que y(t), u(t) e e(t) são, respectivamente, as saídas 
do sistemas, as entradas e o componente média móvel; 
n

y
, n

u
 e n

e
 são as defasagens máximas das saídas, das 

entradas e do componente média móvel; {e
t
} é assumido 

ser ruído branco. A função f é uma função não-linear que 
descreve o comportamento do sistema. 

O critério de informação de Akaike (AIC) foi utilizado 
para a escolha do número de termos e defasagens dos 
modelos ARMA e ARMA-GARCH simétricos e assi-
métricos. Especificamente, foi construída uma rotina 
computacional que estima para até 3 defasagens todas 
as possíveis diferentes especificações que os modelos 

uso de modelos não-lineares para o ajuste da série. O 
teste foi aplicado às séries de resíduos obtidas a partir da 
estimação de um modelo AR(1)-GARCH(1,1). Os resul-
tados indicaram a presença de não-linearidade em todas 
as séries. Além disso, foi constatado que quanto maior é 
a freqüência da série, maior é a rejeição da hipótese nula 
de linearidade (com exceção da série diária).

Considerando a possibilidade de que o modelo AR(1)-
GARCH(1,1) pode não estar bem ajustado às séries 
temporais utilizadas, aplicou-se o teste BDS também aos 
resíduos obtidos a partir de um modelo GARCH assimétrico 
(EGARCH). Entretanto, os resultados em termos de rejeição 
da hipótese nula de independência foram semelhantes aos 
obtidos quando utilizado um modelo AR(1)-GARCH(1,1). 
Além disso, foi observado o mesmo padrão em relação ao 
fato de que quanto maior é a freqüência da série, maior é a 
rejeição da hipótese nula de linearidade. 

Para este trabalho, utilizou-se o software MATLAB® 
para a implementação das rotinas computacionais para os 
modelos de redes neurais e sistemas nebulosos. Durante 
a implementação computacional, foram consideradas 
as representações matemáticas dinâmicas não-lineares 
NARX (Non-linear Auto-Regressive with eXogenous 
inputs) e NARMAX (Non-linear Auto-Regressive Moving 
Average with eXogenous inputs) (CHEN; BILLINGS, 
1989), que podem ser descritas pelas Equações 13 a 16. 

Tabela 1. Distribuição do número de observações de cada série histórica de acordo com as etapas de estimação e validação fora-da-
amostra.

Série 15 minutos 60 minutos 120 minutos Diária Semanal
Estimação 4.515 1.180 730 804 180

Validação 1.128 294 183 201 20

Total 5.643 1.474 913 1.005 200

Tabela 2. Estatística descritiva para as séries de retornos da taxa de câmbio Real/Dólar, de acordo com a freqüência observada.

15 minutos 60 minutos 120 minutos Diário Semanal
Média 0,00008 0,0003 0,0004628 0,00047 0,002361

Desvio-padrão 0,00350 0,0067 0,0087056 0,010562 0,025464

Assimetria 2,07798 0,9037 0,9797082 -0,720195 0,432551

Curtose 101,103 34,521 25,784 12,047 5,704

Jarque-Bera 2.266.981 61.224 19.895 3.515 67,182

Prob. 0,000 0,000 0,000 0,000 0,000

Dickey-Fuller -13,616 -7,300 -7,699 -14,886 -13,804

Prob. 0,000 0,000 0,000 0,000 0,000

ARCH LM 58,574 23,571 9,757 174,954 25,178

Prob. 0,000 0,000 0,001 0,000 0,000

BDS 0,025 0,032 0,034 0,036 0,032

z-score 16,64* 11,51* 9,57* 11,98* 4,29*

N. Observações 5.643 1.474 913 1.005 200

Período observado 01/01/2002 a 01/01/2003 01/01/2000 a 01/01/2004

* indica significância estatística a um nível de 95% de confiança.



642 Coelho et al.

Gest. Prod., São Carlos, v. 15, n. 3, p. 635-647, set.-dez. 2008

P
+
 é o percentual calculado de sinais positivos. var̂(P̂) e 

var̂(P̂
*
) são dados pelas Equações 20 e 21.

 var̂(P̂) = n-1P̂
*
(1 - P̂

*
) e (20)

 var̂(P̂
*
) = n-1(2P̂

-
 - 1)2P̂

+
(1 - P̂

+
) + 

 n-1(2P̂
+
 - 1)2P̂

-
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-
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 4n-2P̂
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P̂

+
(1 - P̂

-
)(1 - P̂

+
) (21)

4 Resultados

As Tabelas de 3 a 7 mostram os resultados da avaliação 
de previsão das séries temporais financeiras utilizadas 
neste estudo. O resultado mais importante consiste 
no fato de que os modelos de redes neurais e sistemas 
nebulosos utilizados no estudo tiveram um desempenho 
de previsão superior aos modelos ARMA e ARMA-
GARCH em todas as séries analisadas. Para a série 
com freqüência de 15 minutos, a melhor performance, 
dentre os modelos ARMA e ARMA-GARCH, consistiu 
em um índice U-Theil de 0,867 e uma previsão correta 
da direção dos movimentos dos retornos de 44%, sem 
significância estatística. O melhor modelo dentre as redes 
neurais e sistemas nebulosos, por sua vez, obteve um 
índice U-Theil de 0,786 e previu corretamente 54% dos 
movimentos dos retornos, com uma significância estatís-
tica de 99% calculada pela estatística PT. 

Os resultados indicam ainda que quanto menor é a 
freqüência da série, maior é a capacidade dos modelos 
em realizar boas previsões. A análise das Tabelas de 3 
a 7 revela que à medida que a freqüência observada das 
séries vai caindo, a qualidade das previsões aumenta. 
Uma possível explicação para essa constatação reside no 
fato de que as séries de alta freqüência apresentam um 
nível de não-linearidade maior (Tabela 2), o que torna a 
previsão uma tarefa mais difícil. Além disso, séries de alta 
freqüência estão mais contaminadas com ruídos advindos 
da microestrutura do mercado, o que também dificulta sua 
previsão. Nesse sentido, as piores previsões foram obtidas 
para as séries de retorno com freqüência de 15 minutos 
(Tabela 3) enquanto que as melhores previsões foram 
obtidas para a série de retornos com freqüência semanal 
(Tabela 7). Nesse último caso, o modelo de redes neurais 
MLP-NARMAX obteve um índice U-Theil de 0,469 e 
previu corretamente 82% da direção do movimento com 
uma significância estatística de 99%, enquanto que, dentre 
os modelos ARMA e ARMA-GARCH, o melhor desem-
penho consistiu em um índice U-Theil de 0,654 e uma 
previsão correta da direção dos movimentos dos retornos 
de 67%, com 95% de significância estatística. 

Deve ser destacado que o tamanho do erro de previsão 
(RMSE) mostrou-se um critério pouco útil para escolher 
qual é o modelo de melhor desempenho. No caso, por 

ARMA e ARMA-GARCH podem assumir. Na seção de 
resultados, apenas a estrutura que conseguiu melhor ajuste 
será mostrada. No caso dos modelos de redes neurais e 
sistemas nebulosos, o número de neurônios na camada 
intermediária, o número de funções de pertinência e o 
número de termos e defasagens foram obtidos por meio 
da minimização do erro quadrático médio entre a saída 
desejada e estimada dentro-da-amostra. Assim como no 
caso anterior, na seção de resultados, apenas a estrutura 
que conseguiu melhor ajuste será mostrada. 

A avaliação do desempenho de previsão fora-da-
amostra dos modelos foi realizada de acordo com os 
seguintes critérios:

Root mean squared error (RMSE):
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Em que e é o erro de previsão calculado para a obser-
vação t + j e m é o número de observações.

Índice de Desigualdade de Theil (U-Theil):

 
( )

( ) ( )

2

1

2 2

1 1

ˆ /

ˆ / /

T m

t t
t T

T m T m

t t
t T t T

y y m
U Theil

y m y m

+

= +

+ +

= + = +

∑

∑ ∑

−
− =

+
 (18)

Em que ŷ
t
 é o valor previsto (estimado) para o período 

t, y
t
é o valor observado e m é o número de observa-

ções. O índice U-Theil procura avaliar o ajustamento da 
série prevista à série original. Quanto mais próximo a 1, 
significa que a série estimada pelo modelo tem pouco 
ajustamento à série original.

Percentual de sinais corretamente previstos (SCP): 
quanto maior for o número de SCP, melhor será o modelo. 
Em outras palavras, quanto maior for o número de vezes 
em que o modelo consegue prever a direção do movi-
mento, ou seja, quando o retorno do ativo será positivo 
ou negativo, melhor será seu desempenho.

Estatística de falha de previsão Pesaran-
 Timmermann: A estatística Pesaran-Timmermann (PT) 
é particularmente interessante quando a distribuição de 
probabilidade (intervalos de confiança) das previsões é de 
difícil derivação por métodos analíticos, como no caso de 
um grande número de modelos dinâmicos não-lineares 
(Pesaran e Timmernann, 1992). A estatística PT é dada pela 
Equação 19:
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Em que P̂ é o percentual de vezes em que o sinal de 
mudança da variável foi previsto corretamente, P̂

*
 é o 

valor esperado de P̂, dado por P̂
*
 = P

-
P

+
 + (1 - P

-
)(1 - P

+
) 

em que P
-
 é o percentual calculado de sinais negativos e 
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cada série. O modelo de redes neurais MLP com repre-
sentação matemática NARMAX foi o que obteve os 
melhores resultados de previsão nas séries temporais 
analisadas.

A Tabela 9 traz os resultados da estratégia de nego-
ciação estabelecida com base nas previsões geradas 
pelos modelos. São comparados o retorno acumulado, 
retorno médio, desvio-padrão, índice de Sharpe e índice 
de Sharpe ajustado da estratégia de negociação baseada 

exemplo, das séries com freqüência de 15 minutos e semanal, 
o RMSE dos modelos ARMA e ARMA-GARCH foi maior 
que o RMSE dos modelos de redes neurais e sistemas nebu-
losos. Esse resultado corrobora o estudo de Leitch e Tanner 
(1991), os quais concluíram que, além do tamanho erro de 
previsão, outros critérios devem ser levados em conta na 
escolha de qual é o melhor modelo de previsão.

A Tabela 8 traz um resumo dos resultados da avaliação 
de previsão para o modelo de melhor desempenho em 

Tabela 4. Resultados da previsão para a série temporal da taxa de câmbio brasileira com freqüência de 60 minutos. 

Modelo RMSE U-Theil SCP (%) PT
AR 0,01 0,843 51 0,67

MA 0,01 0,830 50 0,19

ARMA 0,01 0,817 51 0,62

ARMA-GARCH 0,01 0,877 49 -0,47

MLP-NARX 0,001 0,652 59 3,56*

MLP-NARMAX 0,001 0,640 60 3,31*

RBF-NARX 0,001 0,740 59 3,10*

RBF-NARMAX 0,001 0,725 60 3,21*

TS-NARX 0,07 0,953 54 2,69*

TS-NARMAX 0,07 0,900 55 2,03*

* indica que a estatística PT é significante a 95% de confiança.

Tabela 5. Resultados da previsão para a série temporal da taxa de câmbio brasileira com freqüência de 120 minutos. 

Modelo RMSE U-Theil SCP (%) PT
AR 0,013 0,782 55 1,46

MA 0,013 0,762 54 1,01

ARMA 0,013 0,735 49 -0,20

ARMA-GARCH 0,013 0,844 53 0,70

MLP-NARX 0,01 0,637 63 3,74*

MLP-NARMAX 0,01 0,617 61 3,19*

RBF-NARX 0,01 0,753 58 2,42*

RBF-NARMAX 0,01 0,714 58 2,32*

TS-NARX 0,09 0,938 60 3,79*

TS-NARMAX 0,09 0,837 55 2,17*

* indica que a estatística PT é significante a 95% de confiança.

Tabela 3. Resultados da previsão para a série temporal da taxa de câmbio brasileira com freqüência de 15 minutos. 

Modelo RMSE U-Theil SCP (%) PT
AR 0,005 0,931 44 -3,08

MA 0,005 0,930 44 -3,01

ARMA 0,005 0,894 42 -5,35

ARMA-GARCH 0,005 0,867 44 -4,74

MLP-NARX 0,005 0,783 53 2,19*

MLP-NARMAX 0,005 0,786 54 3,62*

RBF-NARX 0,005 0,828 51 1,91

RBF-NARMAX 0,005 0,815 48 1,56

TS-NARX 0,03 0,957 54 1,14

TS-NARMAX 0,04 0,940 51 0,03

* indica que a estatística PT é significante a 95% de confiança.
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Em que E(X) e E(X2) indicam a média da série de 
retornos e a média das observações ao quadrado, respec-
tivamente. Finalmente, é assumido que os custos de 
transação da estratégia estejam embutidos no spread 
entre a compra e a venda e bem como a possibilidade de 
se fazer venda a descoberto. 

A estratégia de negociação está baseada nas seguintes 
regras:

Regra 1: Se o valor previsto para o próximo período for 
positivo, computa-se uma compra;

Regra 2: Se o valor previsto para o próximo período for 
negativo, computa-se uma venda.

Os resultados da estratégia de negociação indicam que 
as estratégias baseadas em modelos de redes neurais obti-
veram retornos (acumulados e médios) superiores àqueles 

no modelo de melhor ajuste para cada série e também 
na estratégia ingênua do tipo buy-and-hold. O índice de 
Sharpe ajustado, proposto por Cerny (2004), consiste 
em uma correção do índice de Sharpe tradicional para 
distribuições de retorno que não cumprem com os 
supostos de normalidade. Seu cálculo toma como base 
um(a) investidor(a) com função de utilidade quadrática. 
Para cada série de retornos X gerada pela estratégia de 
negociação, o índice de Sharpe ajustado será diferente to 
índice de Sharpe tradicional sempre que as condições da 
Equação 22 forem violadas (bliss point conditions):

 max(X) . E(X) < E(X2), caso E(X) > 0

 min(X) . E(X) > E(X2), caso E(X) < 0 (22)

Tabela 6. Resultados da previsão para a série temporal da taxa de câmbio brasileira com freqüência diária.  

Modelo RMSE U-Theil SCP (%) PT
AR 0,007 0,781 52 1,96*

MA 0,008 0,787 51 1,49

ARMA 0,008 0,771 47 0,19

ARMA-GARCH 0,008 0,867 54 1,55

MLP-NARX 0,001 0,700 61 3,85*

MLP-NARMAX 0,001 0,701 58 3,21*

RBF-NARX 0,001 0,821 60 3,14*

RBF-NARMAX 0,01 0,732 58 2,42*

TS-NARX 0,10 0,953 57 1,17

TS-NARMAX 0,10 0,772 59 2,34*

* indica que a estatística PT é significante a 95% de confiança.

Tabela 7. Resultados da previsão para a série temporal da taxa de câmbio brasileira com freqüência semanal. 

Modelo RMSE U-Theil SCP (%) PT
AR 0,013 0,681 57 1,78

MA 0,013 0,654 67 2,33*

ARMA 0,013 0,624 62 2,06*

ARMA-GARCH 0,013 0,658 57 0,74

MLP-NARX 0,02 0,458 75 3,27*

MLP-NARMAX 0,02 0,469 82 4,32*

RBF-NARX 0,02 0,698 62 2,11*

RBF-NARMAX 0,13 0,796 65 1,50

TS-NARX 0,13 0,910 62 2,48*

TS-NARMAX 0,13 0,904 60 2,00*

* indica que a estatística PT é significante a 95% de confiança.

Tabele 8. Resumo dos resultados de previsão para o modelo de melhor desempenho em cada série.  

Série 15 minutos 60 minutos 120 minutos Diária Semanal
Melhor modelo MLP-NARMAX MLP-NARMAX MLP-NARX MLP-NARMAX MLP-NARMAX

RMSE 0,005 0,001 0,01 0,001 0,02

U-theil 0,786 0,640 0,617 0,700 0,469

SCP 54% 60% 61% 61% 82%

PT 3,62* 3,31* 3,19* 3,85* 4,32*

* indica que a estatística PT é significante a 95% de confiança.
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se que a consistência das previsões está diretamente 
relacionada à freqüência com que a série é observada, 
possivelmente devido à presença de não-linearidades e 
de ruídos advindos da microestrutura do mercado, como, 
por exemplo, o spread entre compra e venda e o fluxo de 
ordens de compra e venda, que afetam a dinâmica das 
séries de alta freqüência. Com relação à estratégia de 
negociação estabelecida com base nas previsões geradas 
pelos modelos, constatou-se que as estratégias baseadas 
em modelos de redes neurais obtiveram retornos supe-
riores às demais estratégias. Entretanto, quando o risco da 
estratégia é levado em conta, o resultado torna-se misto.

Deve-se destacar que a otimização da estrutura, 
precisão, complexidade computacional e ordens dos 
vetores de entrada dos modelos baseados em inteligência 
computacional devem ser analisadas em maior profun-
didade em trabalhos futuros. Na área de avaliação do 
desempenho de previsão, alguns estudos têm sugerido que 
a avaliação baseada em previsões pontuais não é capaz 
de discriminar corretamente os ganhos advindos do uso 
de modelos mais sofisticados (CLEMENTS et al., 2004). 
Neste sentido, a utilização de critérios de avaliação de 
desempenho mais robustos, como, por exemplo, previsão 
de densidades, tem recebido grande destaque na litera-
tura especializada recente.

obtidos em estratégias baseadas em modelos ARMA e 
ARMA-GARCH para todas as séries temporais analisadas. 
Além disso, as duas medidas de performance ajustadas ao 
risco utilizadas indicaram que as estratégias de negociação 
baseadas em modelos de redes neurais obtiveram uma 
melhor relação risco-retorno em todos os casos.

5 Conclusões e sugestões para trabalhos 
futuros

Este trabalho teve como objetivo a comparação do 
desempenho de previsão dos modelos de redes neurais 
MLP, redes neurais RBF e os sistemas nebulosos TS em 
relação aos modelos ARMA e ARMA-GARCH, os quais 
estão amplamente estabelecidos na literatura relacio-
nada à econometria financeira. Foram utilizadas séries de 
retorno da taxa de câmbio real/dólar com freqüências de 
15 minutos, 60 minutos, 120 minutos, diária e semanal.

Os resultados indicam que os modelos de redes 
neurais obtiveram um desempenho de previsão supe-
rior aos demais modelos considerados, corroborando 
evidências empíricas anteriores que atestam a robustez 
dessa abordagem quando aplicada à aproximação e 
previsão de séries financeiras. Além disso, verificou-

Tabela 9. Resultados da estratégia de negociação.

Estratégia/
Modelo

Retorno 
acumulado (%)

Retorno 
médio (%)

Desvio-padrão 
(%)

Índice de Sharpe Índice de Sharpe 
ajustado

15 minutos

AR 12,5 0,012 0,49 0,0239 0,0239

MLP-NARMAX 48,1 0,036 0,49 0,0737 0,0925

Buy-and-hold 13 0,012 0,49 0,0243 0,0243

60 minutos

ARMA 36,5 0,022 1,001 0,0218 0,0218

MLP-NARMAX 92,7 0,224 0,982 0,2291 0,2321

Buy-and-hold 13,6 0,048 0,048 0,0483 0,0483

120 minutos

MA 25,1 0,110 1,330 0,0826 0,0826

MLP-NARMAX 80,2 0,420 1,270 0,3320 0,3205

Buy-and-hold 12,4 0,073 1,332 0,0549 0,0549

Diária

AR 36,9 0,092 0,770 0,1198 0,1198

MLP-NARMAX 50 0,202 0,744 0,2726 0,2726

Buy-and-hold -18,1 -0,085 0,768 -0,1114 -0,1114

Semanal

ARMA-GARCH 6,3 0,435 1,081 0,4120 0,4120

MLP-NARMAX 55,2 1,192 1,823 0,6602 0,4548

Buy-and-hold -6,2 -0,440 2,140 -0,2084 -0,2084
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Can we forecast Brazilian exchange rates? Empirical evidences using 
computational intelligence and econometric models

Abstract

Computational intelligence approaches, such as artificial neural networks and fuzzy systems, have become popular 
tools in approximating complicated nonlinear systems and time series forecasting. In Finance applications, there is 
evidence that these computational intelligence models are able to provide a more accurate forecast given their ca-
pacity for capturing nonlinearities and other stylized facts of financial time series. Thus, this paper investigates the 
hypothesis that the mathematical models of multilayer perception, radial basis function neural networks (NN), and 
the Takagi-Sugeno (TS) fuzzy systems are able to provide a more accurate out-of-sample forecast than the tradition-
al AutoRegressive Moving Average (ARMA) and ARMA Generalized AutoRegressive Conditional Heteroskedasticity 
(ARMA-GARCH) models. Using a series of Brazilian exchange rate (R$/US$) returns with 15 minutes, 60 minutes, 
120 minutes, daily and weekly basis, the one-step-ahead forecast performance is compared. The results indicate that 
forecast performance is strongly related to the series’ frequency, possibly due to nonlinearities effects. Besides, the 
forecasting evaluation shows that NN models perform better than the ARMA and ARMA-GARCH ones. In the trade 
strategy based on forecasts, NN models achieved higher returns when compared to a buy-and-hold strategy and to the 
other models considered in this study.

Keywords: Forecasting. Nonlinear models. Linear models. Time series. Neural networks. Fuzzy systems.
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